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Resumen

El funcionamiento interno del cerebro es todavia hoy en dia un misterio, siendo su
comprension uno de los principales desafios a los que se enfrenta la ciencia moderna.
El cortex cerebral es el area del cerebro donde tienen lugar los procesos cerebrales
de mas alto nivel, cémo la imaginacién, el juicio o el pensamiento abstracto. Las
neuronas piramidales, un tipo especifico de neurona, suponen cerca del 80 % de los
cerca de los 10.000 millones de que componen el cértex cerebral, haciendo de ellas
un objetivo principal en el estudio del funcionamiento del cerebro.

La morfologia neuronal, y mas especificamente la morfologia dendritica, deter-
mina como estas procesan la informacién y los patrones de conexion entre neuronas,
siendo los modelos computacionales herramientas imprescindibles para el estudio de
su rol en el funcionamiento del cerebro. En este trabajo hemos creado un modelo
computacional, con mas de 50 variables relativas a la morfologia dendritica, capaz
de simular el crecimiento de arborizaciones dendriticas basales completas a partir de
reconstrucciones de neuronas piramidales reales, abarcando desde el niimero de den-
dritas hasta el crecimiento los los arboles dendriticos. A diferencia de los trabajos
anteriores, nuestro modelo basado en redes Bayesianas contempla la arborizacion
dendritica en su conjunto, teniendo en cuenta las interacciones entre dendritas y
detectando de forma automatica las relaciones entre las variables morfolégicas que
caracterizan la arborizacién. Ademas, el andlisis de las redes Bayesianas puede ayu-
dar a identificar relaciones hasta ahora desconocidas entre variables morfoldgicas.

Motivado por el estudio de la orientacién de las dendritas basales, en este tra-
bajo se introduce una regularizacion L; generalizada, aplicada al aprendizaje de
la distribucién von Mises multivariante, una de las principales distribuciones de
probabilidad direccional multivariante. También se propone una distancia circular
multivariante que puede utilizarse para estimar la divergencia de Kullback-Leibler
entre dos muestras de datos circulares. Comparamos los modelos con y sin regulari-
zaciéon en el estudio de la orientacion de la dendritas basales en neuronas humanas,
comprobando que, en general, el modelo regularizado obtiene mejores resultados.
El muestreo, ajuste y representacion de la distribucién von Mises multivariante se

implementa en un nuevo paquete de R denominado muvCircular.
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Abstract

The inner workings of the brain are, as of today, a mystery. To understand the
brain is one of the main challenges faced by current science. The cerebral cortex is
the region of the brain where all superior brain processes, like imagination, judge
and abstract reasoning take place. Pyramidal neurons, a specific type of neurons,
constitute approximately the 80% of the more than 10.000 million neurons that
compound the cerebral cortex. It makes the study of the pyramidal neurons crucial
in order to understand how the brain works.

Neuron morphology, and specifically the dendritic morphology, determines how
the information is processed in the neurons, as well as the connection patterns
among neurons. Computational models are one of the main tools for studying den-
dritic morphology and its role in the brain function. We have built a computational
model that contains more than 50 morphological variables of the dendritic arboriza-
tions. This model is able to simulate the growth of complete dendritic arborizations
from real neuron reconstructions, starting with the number of basal dendrites, and
ending modeling the growth of dendritic trees. One of the main differences between
our approach, mainly based on the use of Bayesian networks, and other models in the
state of the art is that we model the whole dendritic arborization instead of focusing
on individual trees, which makes us able to take into account the interactions bet-
ween dendrites and to automatically detect relationships between the morphologic
variables that characterize the arborization. Moreover, the posterior analysis of the
relationships in the model can help to identify new relations between morphological
variables.

Motivated by the study of the basal dendrites orientation, a generalized L, regu-
larization applied to the multivariate von Mises distribution, one of the most used
distributions in multivariate directional statistics, is also introduced in this work.
We also propose a circular multivariate distance that can be used to estimate the
Kullback-Leibler divergence between two circular data samples. We compare the re-
gularized and unregularized models on basal dendrites orientation of human neurons
and prove that regularized model achieves better results than non regularized von
Mises model. Sampling, fitting and plotting functions for the multivariate von Mises

are implemented in a new R packaged called mvCircular.
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Introduccion

Comprender los mecanismos que gobiernan el funcionamiento del cerebro es,
casi con total seguridad, el reto mas complejo al que se ha enfrentado la ciencia
moderna. Con su estudio, los neurocientificos pretenden ser capaces de desvelar los
mecanismos que regulan los procesos cerebrales que determinan nuestra identidad
como seres inteligentes: juicio, razonamiento abstracto, imaginacion, etc. Ademas,
los descubrimientos realizados en este area pueden motivar el desarrollo de nuevos

métodos de aprendizaje automatico, como es el caso de las redes neuronales.

Es posible establecer el comienzo de la neurociencia moderna a principios del siglo
XX con los estudios realizados por Santiago Ramén y Cajal acerca de la morfologia
y procesos conectivos de las células nerviosas, en los que sienta las bases lo que
actualmente se conoce como doctrina de la neurona, la cual sostiene que las neuronas
son la unidad estructural y funcional del sistema nervioso (Ramoén y Cajal, |1913).
A pesar de todos los medios tecnoldgicos disponibles para el estudio del cerebro, y
en concreto de la morfologia neuronal, todavia estamos muy lejos de desentranar el
funcionamiento del cerebro, como bien refleja la siguiente cita del propio Ramdn y
Cajal: El cerebro es un mundo que consiste en un nimero de continentes inexplorados

y grandes extensiones de territorio desconocido-

De acuerdo a dicha doctrina, las neuronas son los elemento basicos del cerebro,
aunque la estructura de la neurona dista mucho de poder ser considerada simple.
Los arboles dendriticos y axonales que parten desde el soma forman patrones de ra-
mificacién-elongacién extraordinariamente complejos en un espacio tridimensional.
El descubrimiento experimental a finales del siglo XX de que la morfologia neuronal
tiene un impacto directo en su respuesta electrofisiologica, ha supuesto que investiga-
dores y proyectos a gran escala como el Human Brain Project o el BRAIN initiative

inviertan una gran cantidad de recursos econémicos y humanos en la investigacion
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de la morfologia neuronal.

De entre todas las regiones del cerebro humano, la corteza o cértex cerebral
que recubre los hemisferios cerebrales es tal vez el area que despierta mayor interés
(figura [1.1)). Este interés nace del hecho de que en la corteza cerebral se localizan
procesos como el procesamiento del lenguaje, el pensamiento abstracto, la memoria,
etc. En la literatura habitualmente se divide la corteza cerebral en capas de la I a
la VI, siendo la capa I la mas externa. Cada capa cortical contiene una distribucién
caracteristica de neuronas y patrones de conexién especificos con otras regiones del
cerebro, existiendo también conexiones entre las diferentes capas corticales. Sobre
esta estructura se define el concepto de columna cortical, un grupo de neuronas
perteneciente a diferentes capas corticales, altamente interconectadas formando mi-
crocircuitos. En la actualidad muchos neurocientificos sostienen que las columnas

corticales son las unidades funcionales en el cortex cerebral.

Figura 1.1: Imagen de una seccién del cerebro. El cértex cerebral es la capa exterior

en color violeta oscuro. Fuente: http://brainmaps.org/ajax-viewer. jpg

Dentro de la corteza cerebral destaca un tipo de neurona especifico: la neurona
piramidal. Llamada originalmente piramidal por la forma de su cuerpo celular (so-
ma), las neuronas piramidales suponen entre el 75 % y el 85 % de las 10.000 millones
de neuronas que componen el cortex cerebral. En este trabajo nos centraremos en
crear un modelo capaz de explicar y simular la estructura de un componente especifi-
co de la neurona piramidal: la arborizacién basal. Este y otros conceptos relativos
a la morfologia de las neuronas piramidales se explican en la seccién de esta

introduccién.


http://brainmaps.org/ajax-viewer.jpg

1.1 Estadistica direccional multivariable

Motivado por la modelizacion de la orientacion de las dendritas basales en neu-
ronas piramidales, nos adentramos en el campo de la estadistica direccional multi-
variante para el estudio de dicha orientacién. La estadistica direccional es un campo
especifico dentro de la estadistica clasica que trabaja con direcciones, dngulos, ro-
taciones, etc. Si para la estadistica clasica la distribucién normal es la distribucién
mas conocida, su andlogo en el caso direccional es la distribucién von Mises sobre la
circunferencia. En la seccién [L.1|realizaremos una breve introduccién a los conceptos

clave de la estadistica direccional.

Finalmente, este trabajo se organiza como sigue:

= En la primera parte se detalla el estudio realizado sobre la distribucién von
Mises multivariante y la implementacion del paquete mvCircular para trabajar

con distribuciones circulares multivariantes

= En segundo lugar se expone el modelo creado para la caracterizacion y simu-
lacién de la arborizacion dendritica basal de neuronas piramidales paso por
paso, comenzando con la seleccion de los descriptores hasta finalizar con la
simulacion y evaluacion de los resultados

= Finalmente, en una tltima seccién expondremos las conclusiones obtenidas y

las lineas de trabajo futuro

1.1. Estadistica direccional multivariable

Los datos direccionales estan presentes en multiples campos cientificos, desde
la direccion del viento en meteorologia hasta los angulos de ramificacién de los
arboles, pasando por aplicaciones tan sorprendentes como la mineria de textos. Por
desgracia, los datos direccionales han sido tratados en la literatura como variables
continuas lineales. La estadistica direccional provee herramientas especificas para el
tratamiento, estudio y modelado de datos circulares.

La distribucién de von Mises es, con diferencia, la distribucién circular mas
estudiada y extendida en la literatura; de hecho, se la conoce con frecuencia como
la distribucién normal en la circunferencia. Una de las principales ventajas de la
distribucién von Mises frente a la distribucion normal envuelta en la circunferencia es

que la von Mises pertenece a la familia exponencial, estando su funcién de densidad

definida:
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fvm(©;u, k) = mexp {rkcos (0 —p))}

donde p es el angulo medio, x el pardmetro de concentraciéon, en otras palabras, la
inversa de la varianza y Iy la funciéon de Bessel modificada de orden 0.

Tomando como referencia la definicién exponencial de la distribucién von Mi-
ses, podemos definir la distribucién von Mises multivariante como la analoga de la
distribucion normal multivariante (Mardia et al., 2008). En este caso la funcién de

densidad es:

—Z(; o {7e(©) + L(©As©) (L)

donde ¢(©) y s(©) son los vectores cuyas componente son ¢;(®) = cos(©; — ;) y

fMVM(G)ﬂ M, R, A) =

5i(©®) = sin(O; — ;) respectivamente.

Desafortunadamente, el principal problema de la distribucion von Mises multi-
variante es que el término de normalizacién Z(k,A) no tiene una férmula cerrada
conocida cuando el nimero de dimensiones es mayor a 2, por lo que tiene que ser

estimado de forma numérica.

1.2. Morfologia de las neuronas piramidales

Las neuronas piramidales (Figura , descubiertas y estudiadas por Ramon y
Cajal, deben su nombre a la forma piramidal del cuerpo celular o soma. Son el tipo de
neurona mas comun en la corteza cerebral, aunque estan también presentes en otras
regiones como el hipocampo. Son consideradas una pieza clave en la conectividad
neuronal y en los circuitos cerebrales encargados de los procesos cerebrales mas
avanzados.

Morfologicamente, se distinguen cuatro componentes principales en la neurona

piramidal:

= El soma o cuerpo celular es la regién de la neurona que contiene el nicleo y el
resto de organulos comunes en las células eucariotas (ribosomas, mitocondrias,
etc.). El soma es el encargado de realizar las tareas metabdlicas de la neuro-
na, generando los componentes necesarios para el mantenimiento estructural

(microtubulos) y la actividad quimico-eléctrica (neurotransmisores)

= Kl axén, una prolongacion que sale del cuerpo del cuerpo de la neurona hacia

capas inferiores, con ramificaciones en la parte terminal. El axén suele ser le
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prolongacién neuronal (neurita) mdas larga y compleja. El axén es el canal
de salida por el que la neurona se comunicara con otras neuronas, células

musculares, glandulas, etc.

= La dendrita apical, otra extensién del soma hacia capas superiores, gene-
ralmente hasta la capa I. La dendrita apical suele presentar ramificaciones
laterales a medida que asciende, con una ramificacién final muy compleja de-
nominada apical tuft. Tanto la dendrita apical como las basales se conectan
con los axones de otras neuronas a través de las espinas dendriticas, formando
lo que se conoce como sinapsis. Por lo tanto, las dendrita son los canales de

entrada por los que se reciben estimulos del resto de neuronas

= Las dendritas basales, que parten de la base del soma y se propagan prin-
cipalmente de forma horizontal en la misma capa. Al conjunto de dendritas
basales se la denomina arborizacion basal, el cual suele formar complejos pa-

trones de ramificacién tridimensionales.

Capa
L2
Dendrita
Apical
L3
Dendritas
Basales
L4
L5
Axon
L6

Figura 1.2: Representacién esquemaética de una neurona piramidal

1.3. Objetivos

Este proyecto tiene como objetivo el estudio morfoldgico de la arborizacién de

las dendritas basales de neuronas piramidales. El trabajo estd basado en el estu-
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dio cuantitativo de la morfologia dendritica sobre el que se aplica un modelo de
representacion.

En la literatura encontramos una gran variedad de modelos y aplicaciones es-
pecificas que intentan modelizar, o bien un unico arbol dendritico, o bien una ar-
borizacién completa. Encontraremos dos enfoques principales: modelos basados en
el uso de reglas paramétricas para explicar y simular el crecimiento dendritico, y
por otra parte, modelos estadisticos basados en datos reales. No conocemos ningin
modelo estadistico capaz de modelizar y simular la arborizacién basal en su conjun-
to teniendo en cuenta las interacciones entre los distintos arboles dendriticos, como
si hace nuestra aproximacion.

Respecto a la estadistica circular multivariante, nuestro objetivo es el estudio
del impacto de la regularizacion generalizada en la distribucién von Mises circular
asi como la implementacion de un paquete informatico que haga mas accesible el

uso de estas herramientas.

1.4. Planificacion de la tésis

El desarrollo del proyecto ha seguido dos metodologias diferentes para cada una

de las partes:

= En el estudio relativo a la estadistica circular multivariante hemos seguido un
proceso de desarrollo guiado por los experimentos a realizar. Partiendo de la
idea inicial de que el uso de la regularizacion generalizada mejoraria el resulta-
do del ajuste en cierto tipo de problemas con un fuerte conocimiento a priori,
se determinaron los componentes funcionales necesarios en la implementacién,
la definicién formal de los experimentos a realizar y, finalmente, se analizaron

los resultados obtenidos en dichos experimentos.

= Para la creacion del modelo de la arborizacion dendritica basal se han seguido

las fases tipicas en el proceso de andlisis de datos y extraccion de conocimiento:
1. Definir formalmente el problema y determinar el objetivo que se pretende
conseguir con el proceso de andlisis de datos
2. Obtener un conjunto de datos sobre los que trabajar (dataset)

3. Pre-procesar los datos. Lo que implica la interpretacién del formato, de-
finicion de las estructuras de datos y labores de correccion y eliminacién

de ruido y errores
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. Transformar los datos, realizando un proceso de extraccién de informacion

. Elegir de un método para el realizar analisis datos adecuado para cumplir

el objetivo marcado

. Realizar el andlisis los datos y elegir un algoritmo concreto del método

escogido en el paso anterior
. Detectar de patrones de interés en los datos

. Interpretar de los patrones mediante representaciones graficas y analisis

estadistico

. Incorporar y contrastar el conocimiento obtenido con el existente
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Parte 1

Estadistica circular multivariante






2

Muestreo de las distribuciones

circulares

Uno de los elementos imprescindibles para el tratamiento computacional de cual-
quier distribucion de probabilidad, y por tanto de obligada implementacién, es la
capacidad de generar muestras aleatorias pertenecientes a dicha distribucién. Si
bien para las distribuciones univariantes mas conocidas (e.g. la distribucién normal)
existen métodos especificos para el muestreo muy eficientes, en el caso de las dis-
tribuciones multivariantes existen muy pocos algoritmos especificos, teniendo que
recurrir a métodos generales como el algoritmo de Metrépolis-Hastings (Hastings,
1970; [Metropolis et al.; [1953) o el muestrador de Gibbs (Gelfand y Smith, [1990)), el
cual puede ser entendido como un caso especifico del método de Metropolis-Hastings.

En esta seccién detallaremos los métodos de muestreo implementados en el pa-
quete mvCircular para la distribucién von Mises circular en varias variables, men-
cionando los pros y los contras de cada uno; en concreto, se han implementado dos
algoritmos: el primero, un método basado en el algoritmo de muestreo por rechazo,
y el segundo, un muestreador de Gibbs. Para el muestreo de la distribucion wrapped-
normal en varias dimensiones se ha adaptado la funcién de muestreo implementada

en el paquete tmutnorm para distribuciones normales truncadas en varias variables.

2.1. Muestreo de la distribuciéon von Mises univa-

riante

Como paso previo a la exposicion de los métodos de muestreo de la distribucién

von Mises multivariante, es necesario determinar cémo obtener muestras de una
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2. MUESTREO DE LAS DISTRIBUCIONES CIRCULARES

distribucion von Mises univariante, ya que ésta serd utilizada en ambos métodos
multivariantes. En ésta seccion describiremos el algoritmo de rechazo implementado
en el paquete mvCircular (Best y Fisher, |1979) para el muestreo de la distribucién
von Mises univariante.

Con el fin de proporcionar una intuicién rapida del funcionamiento del muestreo
por rechazo, que se utilizara tanto para el muestreo de la distribucién univariante
como para la distribucién multivariante, consideremos el siguiente ejemplo: supon-
gamos que queremos obtener muestras de una distribucion con funciéon de densidad
p(x), para la que conocemos otra funcién de densidad ¢(x) de la cual podemos ob-
tener muestras de manera sencilla y ademds p(x) < Cq(x) con C' > 1. El algoritmo

de rechazo genera muestras x) = ¢(x) (muestrea ¢) y las acepta con probabilidad

p(x")
Cq(x)"

Para el muestreo de una distribuciéon von Mises con parametros p y &, la cual
tiene una como funcién de densidad f(0) = mexp(/@ cos(f — p)) utilizaremos

una distribucion Wrapped-Cauchy como cota superior para el método de rechazo,

cuya funcion de densidad se expresa:

_ (2p/K) exp{r(1+p?)/2p—1}
q<9) T (14p2—2pcos(0))(2mIo(K))

donde:

p:%?ﬂ': 14 (1+4k2?)

La implementacion del muestro por rechazo de la distribucién von Mises univa-
riante en el paquete mvCircular se ha realizado en ANSI C sin incluir una llamada a
la rutina en R, ya que se trata una funcién auxiliar para los métodos multivariantes.

El paquete circular de R proporciona otra implementacion de este mismo algoritmo.

2.2. Muestreo por rechazo

Como se explicé en la seccion anterior, para utilizar este algoritmo basta con
definir una funciéon de densidad ¢ de la que podamos obtener muestras de manera
sencilla, y calcular C' de forma que se cumpla la desigualdad p(x) < Cq(x) en todo
punto. Cuanto mas se acerque la cota C' a 1, mayor sera la eficiencia del muestreador.

El algoritmo implementado en muCircular (Mardia y Voss, 2014) permite generar
muestras de una distribucién von Mises multivariante con parametros u, K, A sujetos

las siguientes restricciones:

= El niimero de variables p debe de ser pequeno, ya que la eficiencia del método

decae exponencialmente a medida que aumenta p
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2.3 Muestreador aleatorio de Gibbs

» La matriz P = diag(k1, ..., k,) — A debe ser definida positiva. Denotaremos

Amin > 0 al menor autovalor de P

Ademas, supondremos sin pérdida de generalidad al ser una distribucién rotacio-
nalmente equivariante, que el vector media p es el vector nulo . Bajo estas premisas,
la funcién g propuesta utiliza p angulos independientes, obtenidos de distribuciones

von Mises unidimensionales, para establecer la cota superior:

exp{ 2min cog 26;
q(@) — ?Zl p{ 4 ( )}

2 I (2min )

f(®)

Co@) la cual se

Con estas funciones, una muestra © se acepta con probabilidad

puede calcular de forma exacta:
p(©) = exp {327 kile: — 1) + 38T (A + Ain]) s}
donde:
s; = sin(6;), ¢; = cos(6;)

e Iy corresponde a la funcion de Bessel modificada de primera especie de orden 0.
El método de muestreo ha sido implementado integramente en ANSI C con el
objetivo de minimizar en la medida de lo posible el tiempo de ejecucion del mismo
junto con un procedimiento en R que hace uso de esta rutina.
En el mismo articulo (Mardia y Voss, [2014), se ofrece una cota superior para
la probabilidad de aceptacién a medida que aumenta el valor del parametro de

concentracion k dada por la expresion:

2\ [P

Tras analizar la expresién es posible ver que la eficiencia del algoritmo decrece
exponencialmente con la dimensionaliad, algo que ya se preveia en las restricciones al
comienzo del apartado, asi como que el valor de los pardametros k y A tiene impacto
directo en la eficiencia, ya que cuanto mayor sea la diferencia entre los autovalores

de la matriz P, peor serd la eficiencia del algoritmo.

2.3. Muestreador aleatorio de Gibbs

El muestreador de Gibbs (Gelfand y Smith, [1990) es uno de los métodos més
populares dentro de los métodos Monte Carlo de cadenas de Markov (MCMC). El

algoritmo permite obtener muestras de un vector aleatorio X de una distribucion
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2. MUESTREO DE LAS DISTRIBUCIONES CIRCULARES

aleatoria 7(X) a partir de las distribuciones condicionales univariantes 7(X;|X_;),
siempre y cudndo sea posible obtener muestras aleatorias de forma sencilla a partir
de éstas ultimas.

En nuestro caso, las condicionales univariantes de la von Mises multivariante son
distribuciones von Mises univariantes (Mardia et al., 2008; Razavian et al. [2011)),
para las cuales disponemos de un método rapido de muestreo. En concreto se tiene

que para m = MV (pu, k, A):
m(6:10-:) = VM (1), k)
donde:

[i(p) = Hp + arctan(s, ! 1 p Papsin(0; — 1)),

2
kp) = \/’%27 + < ?:1,#;; [Ajpsin(0; — Mj)])

De entre todos los posibles esquemas de actualizacion para el muestreador de
Gibbs, mvCircular implementa el escaneo aleatorio, el cual selecciona la siguiente
componente a actualizar utilizando un vector de probabilidades ac = (au, ..., @) has-
ta que se alcanza la convergencia. Al igual que en el caso anterior este procedimiento

ha sido implementado en ANSI C con su correspondiente funcién en R.

2.3.1. Convergencia: burn-in

Cuando se utiliza el muestreador de Gibbs una de las cuestiones mas importantes
en su implementacion es como determinar el nimero de iteraciones necesarias para
converger (Raftery y Lewis, [1992), ya que, aunque tedricamente el método converge
siempre para un nimero infinito de iteraciones, en la préactica se descarta un niimero
de iteraciones predeterminado o se utiliza un criterio de convergencia, lo que se
conoce como periodo de burn-in.

Uno de los criterios de convergencia mas utilizados en la literatura es el potential
scale reduction factor (PSRF') (Cowles y Carlin| [1996; Gelman y Rubin| [1992). Para
calcular el PSRF' es necesario generar m cadenas en paralelo con puntos de origen
diferentes y dispersos en el espacio de variables, sobre las que computa la varianza
entre cadenas (B/n) y la varianza intrinseca media de cada cadena (V). El ratio
entre la varianza entre cadenas y la varianza intrinseca media se aproxima a 1 a
medida que avanza la simulacién y usualmente se determina convergencia cuando

su valor es inferior a 1,1 (Gelman y Shirley, 2011).
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2.3 Muestreador aleatorio de Gibbs

En muCircular utilizaremos la versiéon multivariante del PSRF (MPSRF) como
estimador de la convergencia del muestreador de Gibbs para la distribucién von-
Mises multivariante (Brooks y Gelman, |1998). El paquete coda en R, enfocado al
analisis de procesos MCMC, implementa este y otros diagnésticos de convergencia
para el andlisis de simulaciones MCMC. El método genera muestras utilizando un
nimero de cadenas distintas (superior o igual a tres), obtiene el valor del estimador
MPSRF y continta la simulaciéon hasta que el valor del estimador se encuentra por
debajo del umbral preestablecido, cuyo valor por defecto es 1, 1.

En las pruebas realizadas para verificar el funcionamiento del método, se de-
tectd que, pese a que su implementacion era correcta, el criterio basado en el MPSRF
dictaminaba convergencia prematura en la mayoria de los casos, alcanzando un va-
lor muy préoximo a la unidad aun y cuando claramente las cadenas se encontraban
lejos de converger. El uso de la varianza lineal con variables circulares y el espacio
de variables acotado, puede explicar este comportamiento. Por ello, en la evalua-
cién realizada en los siguientes apartados, y como comportamiento por defecto del
muestreador, se descarta un elevado nimero de iteraciones (= 1000000) al inicio de

la simulacion como periodo de burn-in.

2.3.2. Autocorrelacién: thinning

Otro problema asociado al uso del muestreador de Gibbs (y en general para
cualquier muestreador MCMC), es la correlacion entre los valores de la cadena a lo
largo del tiempo o autocorrelacién. En concreto, para una cadena X" obtenida a
partir de un muestreador aleatorio de Gibbs, la autocorrelacién entre dos elementos
depende exclusivamente de la distancia 7 entre los elementos de la cadena (Levine
y Casella;, 2006)), y viene dada por:

R(1) = E[(thul)T(QXtJrr*H)}

El mecanismo més comun para obtener muestras lo mas independientes posibles
a partir de una cadena X®W_, con una autocorrelacién significativa entre térmi-
nos es utilizar una técnica de sub-muestreo denominada thinning que consiste en
seleccionar uno de cada m (m > 0) elementos en la cadena, descartando el resto.

Es importante destacar que el proposito del thinning no es mejorar la precisién
de las estimaciones del método (propdsito estadistico), sino computacional. El uso
del thinning no mejora la precision del método pero reduce la cantidad de memoria
necesaria para su almacenamiento y el tiempo necesario para su procesamiento (Link
y Eaton) 2012)).
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2. MUESTREO DE LAS DISTRIBUCIONES CIRCULARES

En nuestro caso, al utilizar un muestrador aleatorio de Gibbs, dos elementos
consecutivos de la cadena difieren inicamente en un elemento. Por ello, establece-
remos un valor por defecto para el thinning el cual serda proporcional al nimero
de iteraciones necesarias para que dos muestras consecutivas (tras el thinning) no
tengan ningin componente idéntico, en otras palabras, que todos los componentes
del vector aleatorio hayan sido actualizados al menos una vez. Dado el vector de
probabilidades o = (o, @, ..., ;) donde o es la probabilidad de actualizar el i-ési-
ma componente del vector en cada iteracion, la probabilidad de actualizar todos los

elementos en n iteraciones viene dada por:
p(todosin) =1 =" (1 —a;)"

Dado un valor umbral para dicha probabilidad, es sencillo establecer una cota
inferior para el numero de iteraciones n que es Optima si «o; = i, 1 = 1l..p. Si
definimos una tolerancia S de forma que la probabilidad de actualizar todos los
componentes sea superior a 1 — 3, una cota inferior para el nimero de iteraciones

es:

log(8/p)
nz lrlog (l—min(a)—‘

En muCircular el usuario puede establecer tanto el parametro S como el niimero
de muestras a descartar entre iteraciones de forma directa, incluso desactivando la

funcionalidad de thinning al establecer un valor igual a cero.

2.4. Comparacion y seleccién del método

En el momento de generar muestras a partir de una distribucién von-Mises mul-
tivariante dada, el procedimiento deberd seleccionar el muestreador mas rapido en
cada caso, siempre y cuando el usuario no especifique de forma explicita el método
a utilizar. Con el fin de establecer unas reglas rapidas que permitan seleccionar con
el minimo coste posible un método u otro, se ha realizado un breve anélisis preli-
minar de la eficiencia de cada uno de los métodos. En todos los casos utilizaremos
los parametros por defecto de thinning y burn-in para el muestreador aleatorio de
Gibbs.

En primer lugar, estableceremos un umbral muy sencillo segin nimero de va-
riables de la distribucién objetivo. Es de esperar que el método de rechazo sea mas
eficiente para un numero reducido de variables, pero el decrecimiento exponencial de

la tasa de aceptacion deberia hacer preferible el método de Gibbs a partir de cierto
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2.4 Comparacién y seleccion del método

0.99 Muestreo
Gibbs
— Rechazo
0.84
0.7
0.6
©0.51
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8044
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2 1 6 g 10 12 14 18 18 20 22 24 26

Dimension

Figura 2.1: Comparacion de métodos Tiempo de generaciéon de 1000 muestras

con 100 repeticiones

numero de variables. Utilizando el paquete microBenchmark medimos el tiempo de
generacion de 1000 muestras de cada generador, repitiendo cada medicién 100 veces,
para un numero de variables entre 2 y 26 , en condiciones éptimas para el método de
rechazo, es decir, con todos los autovalores idénticos. Como se observa en la figura
2.1 atin en condiciones 6ptimas, a partir de 25 variables el muestreador de Gibbs es

superior al método de rechazo.

En segundo lugar, una vez superado el primer umbral, calcularemos el valor de la

cota inferior dada por Mardia para concentraciones elevadas (Mardia y Voss, [2014),

v \/ TP

Seleccionaremos el método de rechazo si el valor de esta cota se encuentra por debajo

esto es:

de 107%, mientras que se utilizara el método de Gibbs en caso contrario.

En resumen, el selector del muestreador es:
1. Si el nimero de variables es superior a 25, se utiliza el método de Gibbs

2. En caso contrario, se calculan los autovalores de la matriz P
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2. MUESTREO DE LAS DISTRIBUCIONES CIRCULARES

3. Si algiin autovalor no es positivo o el valor de la cota es inferior a 107> se
utiliza el método de Gibbs

4. En caso contrario, se utiliza el método de rechazo
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3

Aprendizaje de parametros

3.1. Verosimilitud

El aprendizaje de parametros basado en la maximizacién de la verosimilitud de la
muestra, como su propio nombre indica, busca el conjunto de parametros tales que la
probabilidad de observar dicha muestra de la distribuciéon paramétrica objetivo sea
lo mayor posible. Como recordatorio, la funciéon de densidad de la distribucién von
Mises multivariante viene dada por la siguiente formulacién (Mardia et al., 2008]) :

Favm(©; 5, A) = 55y exp {k7¢(©) + 35(©)As(©)}
donde ¢;(®) = cos(0; — ;) and 5;(©) = sin(6; — u;) y Z(k, A) es una constante de
normalizacion sin forma cerrada conocida para mas de dos variables. A partir de la
definicién, es sencillo ver que la verosimilitud de una muestra {@®@}Y  se calcula

COmo:
LO|u,k,A) = Hf\il Sauv (©9; kK, A)

Por desgracia, el valor del término de normalizacién Z debe ser calculado me-
diante integracion numérica en p dimensiones, lo que hace extremadamente costoso,
desde un punto de vista computacional, el uso de la funciéon de verosimilitud para

el aprendizaje de los parametros de la distribucion.

3.2. Pseudo-verosimilitud

Como se menciona en el apartado anterior, debido a la complejidad del céalculo

de término de normalizacién en la funcién de densidad de la distribucién von Mises
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3. APRENDIZAJE DE PARAMETROS

multivariante, no es aconsejable utilizar la verosimilitud como funcién objetivo para
ajustar los parametros de la distribucién. En su lugar, se propone utilizar una apro-
ximacion consistente de la verosimilitud denominada pseudo-verosimilitud (Mardia
et al., 2007, 2008)) definida:

L(O|p, K, A) = (27) pN TIY, T, Puvi(©810%)

Ya que las distribuciones marginales condicionadas de la distribucién von Mises
multivariante son distribuciones von Mises univariantes, este término es conocido y

puede ser calculado sin necesidad de recurrir a métodos numéricos:
PL(®lp 5, A) = (2m) 7 TIL T ot s ) cos(Oh = 1)}
donde

“8) tp + arctan (k Z Njpsin (05 — 117)),

Jj=1,j#p

2
P
Ky = sz+< 3 Ajpsin <9§”—uj>>

Jj=Lj#p

3.2.1. Optimizacién

Para calcular los parametros de una distribucién von Mises multivariante que
maximice la pseudo-verosimilitud descrita anteriormente, redefiniremos el problema
como un problema de minimizacién, donde la funcién de pérdida (L) es menos el

logaritmo natural de la funcién de pseudo-verosimilitud:

L(®|p, &, A) = (np) log(2m) + 10, 30, {log(lo(x(}))) — s(;) cos(Bi; — p(;))}

Si bien la funcion de pérdida puede calcularse de forma exacta en un tiempo rela-
tivamente pequeno, ésta todavia puede ser optimizada para reducir su complejidad
computacional, limitando el niimero de operaciones trigonométricas y expresando las
sumas como productos de matrices. Es importante destacar que, aunque el tiempo
calculo del valor de la funcién pueda ser pequeno, los algoritmos de optimizacion re-
quieren evaluar la funcién de pérdida un gran nimero de veces, por lo que cualquier

reduccién en el tiempo de calculo repercutira notablemente en el tiempo final.
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3.2 Pseudo-verosimilitud

En primer lugar, ya que la distribucion es rotacionalmente equivariante y el
parametro p 6ptimo se calcula como la media circular componente a componente,
podemos asumir, sin pérdida de generalidad, que yu; = 0, ¢ = 1...p. Para reducir el
nimero de operaciones trigonométricas, y en concreto para eliminar el computo de

la inversa de la tangente, haremos uso de las siguientes igualdades trigonométricas:

sin(arctan(x)) = s
cos(arctan(x)) = \/117
para reducir el término «\” cos(6;. u(l))
) (p)
g cos(6s; = 1)) =

RE;.))(COS(QW») cos(pgn)) + sin(6; ;) sin(,u&)))) =

Q) 1 kISP X sin (9
K (cos(;.;) ( +sin(6 v 2=ty Nor S0 O >()
\/1—|—Ii_1 1 NipSin (057) \/1—1—/1—1 > i1 iz Nipsin (657)

cos(0; ;) k; + sin(b; ;) Z A]psm(Gj(l))

Jj=1,j#p

A su vez, es posible expresar los sumatorios de la expresién como elementos de
una matriz A, cuyo cédlculo puede expresarse como el producto de dos matrices. Si
denotamos S a la matriz N x p tal que § = (s;;) = sin(6;, ) con los vectores

en filas, entonces la matriz A donde a;; = >

DY sm@Z uede calcularse
j=1,j#p |7\IP

como:
A=SA

Ademas, si eliminamos el término constante (np)log(27), la expresion de la funcién
de pérdida queda reducida a:

L(®lp, k6, A) = SN 20 {log(Io(k) — cos(;5)r; — sin(Bi)as s}
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3. APRENDIZAJE DE PARAMETROS

3.3. Aprendizaje regularizado

El aprendizaje regularizado es una técnica que habitualmente se utiliza en proble-
mas donde la obtencién de datos es costosa y/o compleja y por lo tanto es necesario
lidiar con un conjunto muy reducido de muestras. El aprendizaje regularizado de
los parametros de la distribuciéon von Mises multivariante ya ha sido llevado a cabo
en la literatura (Razavian et al.,; 2011) mediante la aplicacién de una penalizacién
Ly uniforme a todos los elementos de la matriz A. No obstante, aplicar una pe-
nalizacion uniforme a todos los componentes de la matriz, tal y como se hace en
la regularizacion L; habitual, supone anadir, desde una perspectiva Bayesiana, la
creencia de que todos los elementos A; ; son de magnitud similar, lo que no puede
corresponderse con el conocimiento a priori del problema (Tan et al., |2014).

Para incluir éste conocimiento previo del problema en la regularizacion, en caso
de que lo hubiera, hemos propuesto e implementado una versiéon generalizada de
la penalizacién L; para la distribucién von Mises multivariante donde cada A;; se
penaliza de forma independiente. Con este fin, definimos una matriz de penalizacién
simétrica P, del mismo tamano que A, con todos los elementos p; ; positivos o iguales
a cero.

Incluyendo éste término de penalizacion en la funcién de pérdida definida en
el apartado anterior, el problema del aprendizaje de parametros consiste ahora en

minimizar una nueva funcién de pérdida:

f(®|/'l’7 K, A, P) = LC(®|H’? K, A) + Zfz_ll ?zi—i—l ’)‘M |pi,j

3.3.1. Minimizacién

Para encontrar el conjunto de pardmetros que minimizan la funcién de pérdida
utilizaremos el método de optimizacién quasi-Newton L-BFGS-B (Zhu et al., |1997)
en su ultima versién (Morales y Nocedal, [2011)), una extension del método L-BFGS
que permite la inclusion de restricciones simples en el espacio de parametros, tales
como k; > 0 en nuestro caso. El método esté especialmente disenado para funciones
con un gran numero de parametros.

En cada iteracién el algoritmo trata de encontrar una aproximacién de la inversa
matriz Hessiana, para lo cual es necesario proveerle tanto de la funcién a minimizar,
como de su gradiente. Para ello, calcularemos las derivadas de la funcién de pérdida

con respecto a A; ; y K;:

N . .
g_ig = 2im1 AO(’%)% — cos(0;5)
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3.3 Aprendizaje regularizado

Version
Optimized

Regular

Time (s)
°
N

200 300 400 500
Number of samples

Figura 3.1: Tiempo de ajuste. Fuente: Rodriguez-Lujan et al.| (2015)

N Ao .
s =i [Sm(ez',k) (OKT‘gpj,k — sin %ﬂ +5gn(Ajk)Djn

J

donde Ag = % y sgn es la funcién signo que evalia sgn(0) =0

Es importante destacar que, pese a que el valor absoluto no es una funcién di-
ferenciable en 0, es posible definir una funcién diferenciable que aproxime al valor
absoluto con precision arbitraria. Considerando que el ntimero real de valores re-
presentables en un ordenador es finito y que la distancia minima entre dos niimeros
consecutivos viene dada por la capacidad de representacion de la méquina, podemos
tratar la funcién valor absoluto como si fuese diferenciable en todo punto.

Tanto la implementacion de la funcion de pérdida, como el proceso de minimi-
zacion han sido implementados en ANSI C con sus correspondientes llamadas en R.
Para ello, se ha utilizado una versiéon en C del cédigo de L-BFGS-B denominada
L-BFGS-B-C (Becker, 2014)) incluida junto con el paquete. De igual forma, se im-
plementa la versién no optimizada de la funcién de pérdida (Razavian et al., 2011)
con fines comparativos.

Se realiz6 un analisis comparativo de los tiempos de ejecucién en el ajuste de los
parametros entre la version optimizada de la funcién de penalizacién y la version
propuesta en la literatura, utilizando en ambos casos el algoritmo L-BFGS-B con los
mismos parametros. Para ello se midi6 el tiempo de ejecucion mediante la libreria
microBenchmark en el ajuste de una distribuciéon 5-dimensional con un nimero de
muestras entre 10 y 500. Los resultados en la figura 3.1 muestran que la versién opti-
mizada es notablemente mas rapida en todos los casos, incrementando la diferencia

a medida que aumenta el nimero de muestras.

23



3. APRENDIZAJE DE PARAMETROS

24



4

Evaluacion

Es un hecho conocido que para valores altos del parametro de concentracién k, la
distribuciéon von Mises se aproxima a una distribucién Normal en la circunferencia.
Este mismo fendmeno se extiende al caso multivariable, aunque no esta claro cémo
afectan a este comportamiento el nimero de variables o el valor de la matriz A
(Razavian et al., [2011)).

En esta seccién realizaremos una comparacién exhaustiva del comportamiento
del ajuste a partir de datos generados de una distribucién von Mises conocida entre
la propia distribucién von Mises y la normal multivariante. Estudiaremos el compor-
tamiento de las distribuciones a medida que varian los parametros de la distribucion
original y la dimensionalidad, tratando de ver como las diferentes configuraciones
paramétricas afectan al niimero de muestras necesarias para la convergencia y a la
normalidad de la distribuciéon von Mises.

Ademas, incluiremos en las comparaciones la version regularizada de la distri-
bucion von Mises, con el fin de comprobar su comportamiento cuando el niimero de
muestras es reducido y su evoluciéon a medida que la cantidad de muestras disponi-

bles aumenta.

4.1. Divergencia Kullback-Leibler circular

La presencia del término de normalizacion en la expresion de la funcién de den-
sidad de la distribucion von Mises multivariante restringe el uso de las medidas més
habituales de divergencia entre distribuciones de probabilidad como la divergencia
de Kullback-Leibler (KL), impidiendo ademés el uso de test de bondad de ajuste so-
fisticados. En la literatura se ha utilizado la comparacion del valor de verosimilitud

como medida de la bondad de ajuste y comparacién entre distribuciones (Mardia
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et al., 2008); o el valor del coseno del dngulo entre los pardmetros (Razavian et al.)
2011)), pero éstas medidas no son adecuadas cuando se comparan distribuciones con
parametrizaciones distintas y el valor de la verosimilitud, ademés de ser costoso de
calcular, no es aplicable en todos los casos.

Para superar estos inconvenientes, utilizaremos una aproximaciéon de la diver-
gencia KL para datos multivariable basada en la distancia al k-ésimo vecino mas
cercano entre dos muestras dadas (Pérez-Cruzj, 2008]). En esencia, la aproximacion de
la divergencia KL entre dos distribuciones d-dimensionales P y () dada una muestra

de cada distribucion, {X}7 y {Y }1* respectivamente, se define:
Dy(PI|Q) = £ 1, {log (229 )} + log 12,
donde 7 (x;) v sk(x;) son, respectivamente la distancia al k-ésimo vecino mas cercano
dex;en X e Y.
En lugar de la distancia euclidea para calcular la distancia al k-ésimo vecino mas
cercano en cada uno de los conjuntos necesitamos una distancia que tenga en cuenta
la naturaleza circular de los datos. Haremos uso de la métrica dada por la funcién

determinada por el algoritmo (1| para medir la distancia circular entre dos puntos a, b

en el dominio [0, 27)?

Algorithm 1 MV Circular distance

1: procedure MVCIRCULARDIST
2 for:=1..p do

3 if |a; — b;| <= 7 then

4 ¢+ b;

5: else

6 if a; > 7 then

7 ¢ b, +2m

8 else

9 c; +— b, — 27

7
return ||la — ||

Es importante destacar que la funcién f : [0,27)? x [0,27)? — R definida por el

algoritmo [I| es una distancia en el dominio [0, 27)P para cualquier valor de p.

4.2. Experimentos

En los experimentos de esta seccién generaremos muestras a partir de una dis-

tribucion von Mises multivariante con diferentes configuraciones de parametros; en
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concreto se variard: (a) El nimero de variables p entre 5 y 100; (b) el ndmero de
muestras n de 5 a 1.000 dependiendo de p; (c) El valor del vector de concentraciones
K; y (d) la matriz A para diferentes configuraciones. En todos los casos el vector de
medias p quedara fijado a 7 en todas las componentes.

El siguiente procedimiento se repetira para cada combinacion de parametros r
veces y se calculara la media y desviacion tipica de la divergencia KL calculada en

las r repeticiones:

1. Se generaran n muestras p-dimensionales de una distribuciéon von Mises mul-

tivariante con parametros pg, ko and Ag

2. Se ajustaran los parametros de las distribuciones von Mises y Normal, utili-

zando para ello las n muestras generadas en el paso anterior

3. Se generaran 1.000 muestras p-dimensionales tanto de la distribucién origi-
nal como de las distribuciones ajustadas y se calculara la estimaciéon de la
divergencia KL entre la distribuciéon original y las ajustadas utilizando estas

muestras

Ademas, para cada configuracién experimental, se calculara el umbral de con-
vergencia (es decir, el valor de la divergencia a partir del cual podemos decir que
las distribuciones son semejantes) de la distribucién objetivo mediante un método

de bootstrapping:

1. Se generan m muestras de la distribuciéon objetivo como conjunto de test con

la configuracion paramétrica dada

2. Se generan otras m muestras de la misma distribucién objetivo y se calcula la

divergencia con el conjunto de test. Este proceso de repite 100 veces

3. Se calcula el percentil 95 de las divergencias calculadas. Este valor se toma

como umbral de convergencia.

El objetivo de dichos experimentos es el estudio del nimero de muestras nece-
sarias para la convergencia de cada una de las distribuciones asi como el impacto
de los distintos parametros al comportamiento de cada una de ellas. En concreto, se

recogen dos conjuntos de configuraciones experimentales:

1. Numero de muestras variable: Para diferentes configuraciones de los parame-
tros A y K, y dimensién variable, se comprueba la evolucién del valor del
estimador de la divergencia KL a medida que varia el niimero de muestras

disponibles para el ajuste
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2. Concentracion variable: Para un nimero fijo de muestras y una matriz A

predeterminada, se varia el valor del vector de concentraciones K

En todos los casos, la matriz simétrica A se generara de forma aleatoria, donde
cada elemento J; ; tomard un valor distinto de cero con probabilidad p entre 1 y -1.
[gualmente, la matriz de penalizacion P vendra dada por P = A + R, donde R es
una matriz simétrica de ruido Gaussiano de pardmetro o = 0,25 con r; ; ~ N(0,0).

Generaremos matrices A aleatorias, con tres configuraciones:
» Matriz vacia: La probabilidad p de que un elemento sea no nulo es 0
» Matriz dispersa: La probabilidad p de que un elemento sea no nulo es 0.3
= Matriz densa: La probabilidad p de que un elemento sea no nulo es 0.7

De igual manera, contemplaremos tres posibles valores para el vector de concen-

traciones k:
= Concentraciéon baja: k; =0,11=1...p
= Concentracién media: k;, =21 =1...p
= Concentracién alta: k;, =7i=1..p

En los experimentos con un nimero variable de muestras diferenciaremos entre
los experimentos para dimensionalidad baja, media y alta. Para valores de p bajos
(menor a 10) se evaluardn todas las configuraciones posibles de los pardmetros K y
A (9 en total), con el nimero de muestras variando entre 5 y 500 y repitiendo 10
veces cada ejecucion, mientras que para valores de p medios y altos (entre 20 y 100)
se probaran igualmente todas las configuraciones posibles, con el nimero de mues-
tras variando de 10 a 10000 y 5 repeticiones de cada ejecucion. Las configuraciones

experimentales se resumen en la tabla [4.1]

Dimension | Muestras  Repeticiones Concentraciéon A
5,10 5 - 500 10 Baja, media y alta Vacia, dispersa y densa
20,50,100 | 10 - 10000 5t Baja, media y alta Vacia, dispersa y densa

Tabla 4.1: Configuraciones para nimero de muestras variables
El mismo esquema se repite en la pruebas con concentracién variable. Para este

grupo de experimentos el valor de la concentraciéon de todas las componentes va-

riard entre 0.01 y 5; se repetird cada experimento para matrices A vacias, dispersas y
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densas; y el numero de muestras sera de 1000 para los casos con 5,10 y 20 variables,
mientras que para 50 y 100 variables se tomaran 10000 muestras. De igual manera

en la tabla [4.2] se recogen las configuraciones de los experimentos.

Dimension | Muestras Repeticiones Concentracién A
5,10,20 1000 10 0,01 -5 Vacia, dispersa y densa
50,100 10000 ) 0,01 -5 Vacia, dispersa y densa

Tabla 4.2: Configuraciones para concentracién variable

4.3. Resultados

En esta seccion expondremos los resultados obtenidos de la ejecucion de los ex-
perimentos planteados en la seccién anterior junto con las conclusiones derivadas
de dichos resultados. Debido al elevado niimero de ejecuciones y graficas produc-
to de los experimentos, nos centraremos unicamente en aquellas que ayuden a la
justificacién de las conclusiones obtenidas (Rodriguez-Lujan et al., 2015]).

En primer lugar, en la figura |4.1| observamos como para valores de concentra-
ciéon muy bajos y matriz A vacia, ambas distribuciones von Mises obtienen mejores
resultados que la normal para un nimero de variables bajo (p = 5), mientras que
para un nimero de variables medio-alto (p = 100) el rendimiento de las von Mises
cae drasticamente, probablemente como resultado del uso de la pseudo-verosimilitud
en el ajuste. Como se esperaba, la version regularizada obtiene mejores resultados
cuando el nimero de muestras es reducido, sin empeorar su rendimiento respecto a
la version no regularizada a medida que el niimero de muestras aumenta. En la figu-
ra [4.2] puede observarse como este comportamiento se hace notable cuanto menor
es el nimero de muestras respecto al niimero de variables en ambos casos.

El caso opuesto al anterior, con valores de concentraciéon altos y matriz A den-
sa se muestra en la figura [4.3| para el mismo nimero de variables. Los resultados
obtenidos concuerdan con los resultados tedricos esperados, la distribuciéon von Mi-
ses con alta concentracion se asemeja a la distribuciéon normal, teniendo para un
numero de variables bajo (p = 5) un valor de divergencia similar. Al igual que en
el caso anterior observamos como para un nimero reducido de muestras la version
regularizada obtiene resultados significativamente mejores, por lo que vemos que
este comportamiento es consistente, independientemente de la concentraciéon y la
matriz A. De igual manera, parece que el rendimiento del ajuste de la distribuciéon

von Mises decrece a medida que aumenta el nimero de variables de la distribucién.
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Figura 4.2: Divergencia KL para concentracién baja y matriz A nula para ntmero

de muestras muy reducido

Los resultados de los experimentos de variacion del valor de la concentracion
se muestran, para A dispersa en la figura A partir de las graficas podemos
sacar dos conclusiones: a medida que aumenta el nimero de variables, el valor del
parametro de concentracién para el que la distribucion von Mises se asemeja a una
distribucion normal aumenta, siendo este valor cercano a 1,5 para p = 5, mientras
que para p = 100 se encuentra cerca de 4; y que el nimero de muestras necesario para
la convergencia decrece a medida que aumenta la concentracion, como se observa
claramente para p = 100 donde la divergencia decrece a medida que aumenta la
concentracion pero el umbral de rechazo se mantiene constante.

En la figura podemos ver como, para distintos valores de la matriz A el
comportamiento difiere notablemente. En concreto para mismo nimero de variables
p = 10 vemos como el aumento del nimero de elementos distintos de cero en la

matriz parece tener el efecto contrario al aumento de la concentracién. Este efecto
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Figura 4.3: Divergencia KL para concentraciéon alta y matriz A densa

se hace especialmente notable en la figura [£.6] donde observamos como para una
matriz A nula y p = 5 la distribucién normal iguala o supera a la von Mises a partir

de una concentracién extraordinariamente baja (= 0, 2)

4.4. Aplicaciéon a datos morfolégicos de neuronas

humanas

Con el fin de evaluar la mejora que supone la aplicacién de la regularizacion al
aprendizaje de la distribuciéon von Mises multivariante sobre un conjunto de datos
reales, compararemos los ajustes obtenidos por la version no regularizada y la regu-
larizada al modelar un conjunto de variables angulares obtenidas a partir de datos
morfologicos de neuronas humanas.

Como se expone en la introduccién, las dendritas basales de neuronas pirdmidales
son un tipo concreto de neuritas que crece desde la base del cuerpo neuronal de
forma mas o menos plana. En este caso, mediremos los angulos entre cada par de
dendritas basales a partir de los datos morfolégicos de la neuronas e intentaremos
ajustar nuestras distribuciones circulares a dichos datos.

Para ello, hemos descargado un conjunto de reconstrucciones tridimensionales de
neuronas humanas (Jacobs et al., 2001) de Neuromorpho.org (Ascoli et al., |2007),
un repositorio piblico de reconstrucciones neuronales que contiene datos de méas de
30000 neuronas de distintas especies animales. Junto con las reconstrucciones, he-

mos obtenido metadatos asociados a cada reconstruccién que contienen, entre otros
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Figura 4.4: Resultados para concentracién entre 0.1 y 5 con matriz A dispersa

valores: la técnica de reconstruccion utilizada, la edad del individuo, su género y la

region del cerebro a la que pertenece la muestra. De entre todas las reconstrucciones

pertenecientes al mismo estudio (Jacobs et al., [2001)) hemos seleccionado inicamente

aquellas que pertenecen a los l6bulos occipital y frontal.

El procedimiento para la extraccion y el preprocesado de las muestras se expli-

cara con mas detalles en la segunda parte de este trabajo. En resumen, las muestras

originales, en texto plano, se procesan y se miden los dngulos entre las dendritas

basales. Ante la ausencia de una referencia externa que nos pueda indicar la orienta-

cion global de la neurona, se tomard la dendrita de mayor tamano como la principal

y se mediran los angulos en el orden contrario a las agujas del reloj como se expone

en la figura .7 El tltimo dngulo, a estar completamente determinado por el resto,

se omite en las mediciones.

Para construir la matriz de penaliza-
ciéon utilizaremos la distancia entre las
dendritas como conocimiento a prior: del
problema. Si el término \;; de la matriz
expresa la relaciéon entre en angulo forma-
do por la i-ésma dendrita y su siguiente y
el angulo entre la dendrita j-ésima y su si-
guiente es de esperar que esta correlacion
disminuya a medida que aumenta la dis-
tancia entre dichos angulos, dicho de otra

forma, esperamos que la correlacién sea
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Figura 4.7: Angulos entre dendritas. Fuente: Rodriguez-Lujan et al. (2015)

mayor cuanto mas cercanos sean los angulos. Por ello, utilizaremos la distancia entre
los dngulos como valor para la matriz de penalizacién P = (p; ;). Es interesante ver
como, tomando como referencia la figura @ el valor de p; 4 es 1 en lugar de 2.

Para la obtencién de los resultados hemos dividido los datos en conjuntos de
entrenamiento y test, ajustando las distribuciones con la primera y calculando la
divergencia KL con respecto a la segunda, repitiendo todo el proceso en 100 ocasiones
(repeated train and test). Como se puede observar en la tabla la distribucién
regularizada obtiene mejores resultados en todos los casos, especialmente en aquellos
donde el nimero de muestras es menor.

De forma adicional se ha implementado en el paquete mvCircular una funcién
que crea una grafica resumen de la funcién von Mises ajustada, incluyendo los datos
a partir de los que se realizo dicho ajuste. En la diagonal incluye diagramas de rosas
que muestran las distribuciones marginales en los datos originales; la parte triangular

superior muestra el valor de los pardmetros \; ; para cada par de variables mientras
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Tabla 4.3: Divergencia KL para angulos entre dendritas

Dendritas  Edad Region vM Regularizada vM
5 Adulto Occipital 0,63 0,68
5 Adulto Occipital 0,49 0,57
5 Adulto Occipital 0,35 0,37
5 Adulto Frontal 0,55 0,71
5 Adulto Frontal 0,53 0,65
5 Adulto Frontal 0,35 0,40
6 Adulto Frontal 0,87 1,19
6 Adulto Frontal 1,04 1,43
6 Adulto Frontal 0,50 0,64
o[1]
1qg | o W 9| 1417 0.0066 -1.454  0.0211  0.0151
0.00325 w M o | 0139  0.00557
-0.204 o ke o | 0473
Ol ) i; i; s «lba o
(a) Mujer (b) Hombre

Figura 4.8: Angulos entre dendritas de neuronas
Rodriguez-Lujan et al.| (2015)

del 16bulo occipital de adultos.

que la parte inferior expone las muestras originales dos a dos; por 1ltimo, en la

primera columna se muestran los parametros correspondientes a la media p y la

concentracién. k. Un ejemplo de dicha representacién puede verse en la figura 4.8
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Parte 11

Arborizaciones dendriticas:

Caracterizacion y simulacién
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5)

Obtencién, preprocesamiento y

caracterizacion de la arborizacion

En esta segunda parte del trabajo nos centraremos en la modelizacién y simu-
lacién del conjunto de dendritas basales de neuronas piramidales, también llamado
arborizacién dendritica basal. Analizaremos los modelos existentes en la literatura y
discutiremos en que se diferencia nuestra propuesta de las anteriores. Abordaremos
en este primer capitulo la caracterizacion de la arborizacion dendritica basal de una
neurona piramidal.

En lineas generales, seguiremos el esquema tipico de desarrollo, donde tras este
analisis inicial, pasaremos a la obtencién de datos a partir de reconstrucciones reales,
elaboraremos un modelo que explique el crecimiento para finalmente intentar ser

capaces de crear neuronas sintéticas similares a las reales.

5.1. Introducciéon

El desarrollo del sistema nervioso es un proceso dinamico de gran complejidad, las
neuronas se diferencian unas de otras, establecen y destruyen conexiones sindpticas
unas con otras a lo largo del tiempo, etc. El interés en el patrén de arborizacion
dendritico radica en el hecho de que dicho patréon determina en gran medida la
forma en la que se combinan las senales procedentes de cada una de las entradas
(sinapsis), localizadas en estas mismas dendritas, hasta generar una salida a través
del axén. Por tanto, para comprender la forma en la que las neuronas procesan
y combinan las senales recibidas para producir diferentes salidas es imprescindible
conocer los mecanismos que rigen la creacion del patrén de arborizacion dendritica
(Major et al., 2013).
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La construccion de modelos computacionales que permitan el estudio en profun-
didad de los procesos moleculares que gobiernan el comportamiento electro-fisiol6gi-
co de la neurona y su crecimiento puede ayudar a elaborar de teorias acerca del
desarrollo neuronal y, en ultima instancia, desentranar el funcionamiento el cerebro
(Van Ooyen, [2011)), aunque, en la actualidad todavia estamos lejos de dicho ob-
jetivo. Ademads, los modelos computacionales reducen el elevado coste de producir
reconstrucciones dendriticas a partir de datos reales, ya sea complementando dicho
proceso, o asistiendo la creacion de neuronas sintéticas en la creacion de simulaciones
cerebrales a gran escala.

Por si todo lo anterior no fuera suficiente, estudios recientes asocian malfor-
maciones en las ramificaciones dendriticas con enfermedades como la esquizofrenia,
el autismo o el alzheimer, o como resultado de malformaciones genéticas como el
sindrome de Down (Kulkarni y Firestein, 2012). La creacién de modelos y simulacio-
nes bio-quimicas realistas puede servir, en un futuro cercano, para encontrar dianas

terapéuticas para estas y otras afecciones, asi como para comprender su origen.

5.1.1. Modelos en la literatura

El desarrollo de modelos capaces de modelar y simular la estructura dendritica
y axonal de una neurona es un area de investigacion en pleno auge con motivo de
la aparicién de proyectos de gran tamano relacionados con el cerebro, como el Blue
Brain y su sucesor, el Human Brain Project (HBP), en Europa y el BRAIN initiative
en Estados Unidos. El objetivo de estos proyectos es el estudio del cerebro desde
un punto de vista funcional, la creacion de modelos y posterior simulaciéon a gran
escala mediante el uso de grandes supercomputadores.

Grosso modo podemos distinguir dos aproximaciones en la literatura: en primer
lugar los modelos basados en el uso de reglas paramétricas para explicar y simular
el crecimiento dendritico, y por otra parte los modelos estadisticos basados en datos
(data-driven).

En el primer grupo encontramos, entre otros, el software L-Neuron (Ascoli y
Krichmar, 2000) basado en conjuntos de reglas recursivas que describen la geometria
dendritica utilizando sistemas Lindenmeyer. Los parametros de las reglas se derivan
de las medidas tomadas en dendritas reales, determinando que, por ejemplo, el orden
centrifugo de un segmento determina la probabilidad de ramificacion en la mayoria
de casos.

También en este grupo encontramos la herramienta NeuGen (Eberhard et al.

2006)), otro modelo basado en reglas cuyo objetivo no es crear células individuales,
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si no redes completas 3D utilizando distribuciones estadisticas, ajustadas segin los
datos reales y restricciones geométricas. Este método no contempla la competicion
por los recursos entre dendritas en el proceso de generaciéon y se centra en neuronas

de capas IV y V.

El tdltimo representante de interés es NeuroConstruct (Gleeson et al., 2007)), un
modelo que baja al nivel de procesos biomoleculares para explicar la creacién de
las redes neuronales, utilizando férmulas para calcular, por ejemplo, la resistencia

estructural o la conductancia eléctrica.

Respecto al segundo grupo, tenemos también varias opciones. NETMORPH
(Koene et all 2009) es una herramienta cuyo objetivo es creare redes tridimen-
sionales con morfologias neuronales realistas; introduce el concepto de conos de
crecimiento, el cual utilizaremos en nuestro modelo, con tres acciones posibles: elon-
gacién, ramificacién y giro. Simula cada cono de forma independiente y tiene en

cuenta la competencia por los recursos entre los conos.

El trabajo que nos sirve de punto de partida (Lépez-Cruz et all 2011]) enca-
ja también dentro del segundo grupo. Crea un modelo para &arboles dendriticos
individuales teniendo en cuenta un gran ntmero de variables, aunque al contem-
plar exclusivamente bifurcaciones, crea arboles dendriticos simplificados. Una de las
caracteristicas mas destacadas es el uso de redes distintas para las bifurcaciones
segin el orden centrifugo de estas. Existen trabajos posteriores (Lin y Li, [2013)
con variables similares que utilizan redes de regulacién génicas para crear arboles

independientes.

Fuera de estos dos grupos, tenemos aproximaciones més ingeniosas o creativas,
como puede ser la creacion de arboles dendriticos mediante crecimiento por difusion
(Luczak, 2006), en el que las neuronas crecen mediante la incorporacién de pequenas
particulas que se mueven de forma aleatoria por el espacio hasta que chocan con una
estructura fija, una dendrita. Aunque el resultado puede llegar a ser estéticamente
similar en algunos casos, el modelo no refleja en absoluto el mecanismo real por el

que se produce el crecimiento dendritico.

Por dltimo, queda destacar dos algoritmos TREES (Cuntz et al., [2011) y ¢x3D
(Zubler y Douglas, |2009) que tratan el problema del crecimiento dendritico como un
problema de minimizacion, en el que tenemos que reducir la cantidad de cableado a

utilizar sujetos a una serie de restricciones geométricas.
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DE LA ARBORIZACION

5.2. Extracciéon y pre-procesamiento

La obtencion de datos experimentales de la morfologia de una tunica neurona
especifica es un proceso complejo, costoso y generalmente propenso a errores. Pe-
se a la existencia de multitud de métodos para el marcado y tinciéon de neuronas
individuales, el proceso dista mucho de ser perfecto, ya que, o bien la neurona es
modificada durante el mismo (por ejemplo, se encoje tras el marcado), o el marcado

puede ser incompleto.

La herramienta mas habitual para la extraccion de las variables morfolégicas
de una neurona sigue siendo hoy en dia el microscopio 6ptico, que en el mejor
de los casos ofrece una resolucién cercana a 100nm (Gustafsson et al., [1999)). Las
limitaciones propias de la herramienta quedan acentuadas debido al procedimiento
utilizado para la preparacién de las muestras: una tnica muestra de tejido se divide
en ldminas muy finas que se fijan y observan individualmente para, finalmente,
obtener una reconstruccion a partir de la pila de imagenes. Mas recientemente, el uso
del microscopio electronico ha reducido alguna de estas limitaciones, especialmente

aquellas asociadas a la resolucién del microscopio 6ptico.

Una vez obtenidas las imagenes, el proceso de extraccion y digitalizacion de los
datos morfolégicos se realiza a través de un proceso semi-automético denominado
tracing (Tiretken et al.| 2011), en el cual se marca el recorrido de cada neurita en la
imagen, asistido por herramientas especializadas como NEUROLUCIDA (Glaser y
Glaser, [1990). Ain y con el uso las técnicas mas recientes, el proceso de tracing re-
quiere una gran cantidad de supervision manual y hace que el resultado del proceso
quede sujeto al criterio subjetivo del neurocientifico encargado de realizar la recons-
truccion. Aunque, por lo general, el resultado de éste proceso suele tener una tasa de
errores aceptable, todavia quedan por resolver algunos problemas como las intersec-
ciones de neuritas en la imagen, los cortes en la reconstruccién (especialmente en el
eje z), la imprecisién en la medida del didmetro de las neuritas y las reconstrucciones

incompletas como resultado de los cortes realizados en la preparacién (Ascoli et al.|
2001).

En los siguientes apartados detallaremos el proceso realizado para la lectura de
las reconstrucciones dendriticas digitalizadas de un conjunto de neuronas determi-
nado, la seleccion de dichas neuronas, el proceso de filtrado asi como todas las tareas

de pre-procesamiento realizadas durante la adquisicion de los datos.
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5.2.1. Lectura y digitalizacién

La representacion digital de la estructura dendritica tridimensional 3D mas uti-
lizada en la literatura es la representacién de las ramificaciones dendriticas (y en
general de las neuritas) como una secuencia de cilindros con diferente didmetro,
orientacion y longitud. Los formatos digitales mas extendidos para la descripcion de
la morfologia dendritica son el formato SWC (una tabla con coordenadas cartesia-
nas, didmetros, etc.) y el formato Neurolucida ASCII, (ASC'), de interpretacion més
compleja.

En este trabajo hemos implementado un intérprete de ficheros ASC en R. El
formato Neurolucida se basa en la descripcién, linea a linea, de cada cilindro en
el arbol dendritico. En concreto, para cada cilindro tenemos sus coordenadas car-
tesianas y didmetro. La conectividad de cada elemento del fichero Neurolucida (el
cilindro que le precede y los que le siguen) viene dada por la propia estructura del
arbol y no se especifica en cada linea; esta estructura queda determinada a través
del niimero de indentaciones en cada linea, donde en cada bifurcacién los cilindros
hijo son indentados con respecto al padre, reforzado mediante el uso de anidaciones,
similares a la existentes en cualquier lenguaje de programacién. A continuacién se

incluye un fragmento de un fichero ASC real con fines ilustrativos.

( (Color Blue)

(Dendrite)
; ( X y z W)
( -1.96 10.19 -1.60 1.45) ; Root
( 0.82 14.08 -1.60 1.34) ; R, 1
( 1.83 16.08 -2.80 1.22) ; R, 2
(
( 5.49 15.58 -50.79 0.78) ; R-1,
( 7.05 16.58 -49.99 0.78) ; R-1, 2

Las reconstrucciones 3D de arborizaciones dendriticas reales, necesarias para el
aprendizaje del modelo, se han obtenido de Neuromorpho.org (Ascoli et al., [2007)),
un repositorio web donde es posible encontrar reconstrucciones catalogadas por es-
pecie, género, etc. De todos los conjuntos de reconstrucciones disponibles, hemos
seleccionado un conjunto de 41 reconstrucciones de neuronas piramidales de capa
IT y III pertenecientes a ratas con 36 dias de vida en formato ASC' (reconstruccio-

nes pertenecientes al archivo Svoboda (Shepherd y Svobodal 2005)) en Neuromorp-
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ho.org). Las reconstrucciones incluyen ademéds de la arborizacién dendritica basal,

reconstrucciones del axén y la dendrita apical en gran detalle.

El intérprete de ficheros en formato Neurolucida implementado en R, procesa los

ficheros originales y los transforma a un formato interno de tabla, mas sencillo de

procesar y manipular que el arbol original. En la tabla, cada fila se correspondera con

una entrada en el fichero original con coordenadas cartesianas y didmetro, a la que se

le anade informacién adicional. Para cada entrada en el fichero original, tendremos

una fila en la tabla con los siguientes campos:

Un identificador numérico tinico para cada punto
Un identificador numérico tnico de la célula a la que pertenece cada punto

Un identificador numérico del arbol dendritico al que pertenece el punto. Dicho

identificador serd tinico para cada dendrita dentro de cada célula

Un campo que identifica el tipo de estructura a la que pertenece el punto:

dendrita basal, apical, axén o soma

Las coordenadas cartesianas del punto respecto al sistema de referencia de

cada célula
El didmetro de la neurita en dicho punto

El identificador tinico del punto anterior al actual (padre). En caso de no existir

antecesor tomard el valor NA

Los identificadores unicos de sus descendientes, hasta un maximo de dos. En

caso de no tener descendientes tomara el valor NA

El identificador de la rama a la que pertenece el punto dentro del arbol dendriti-

co. Por ejemplo: R-1-2-1
La longitud del cilindro, medida desde el antecesor

La longitud del camino hasta la raiz del &rbol al que pertenece el punto (camino

hasta el soma)

El volumen total del camino hasta la raiz del arbol al que pertenece el punto

(volumen acumulado hasta el soma)

A lo largo de todo el proceso trabajaremos directamente sobre esta tabla, anadien-

do nuevas columnas en caso que sea necesario, pero manteniendo como minimo estos

campos.
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5.2.2. Reparacion y filtrado

Aunque el conjunto de neuronas seleccionado se hizo, entre otros motivos, si-
guiendo un criterio basado en la calidad de las reconstrucciones, entre las 41 recons-
trucciones seleccionadas existen diferentes errores que necesitan ser subsanados, o
incluso pueden ser motivo de descarte de la reconstruccion en cuestion.

En primer lugar, tras la carga inicial de los datos, realizamos una inspeccién vi-
sual de los mismos mediante la representacion 3D de la arborizacién dendritica basal
utilizando la libreria RGL; representaremos el soma como una esfera, asignaremos
a cada arbol dendritico un color caracteristico, y para cada fila de la tabla de datos
pintaremos un punto en el espacio y uniremos cada punto con su padre (si lo hubie-
se) mediante un segmento, ambos del color asociado al &arbol al que pertenecen. A
partir de dicha inspeccion, se detecta que en una gran cantidad de casos la dendrita
apical esta etiquetada como dendrita basal, por ejemplo en la figura vemos que
la dendrita amarilla que estd marcada como dendrita basal se diferencia claramente

del resto al tratarse de una dendrita apical.

Figura 5.1: Ejemplo de neurona con dendrita apical mal etiquetada

Para solucionar este problema se realiza una inspeccion visual de la arborizacién
dendritica de cada una de las 41 reconstrucciones en el conjunto de datos, encon-
trando que en la mayoria de ellas (més de 30) existe dicho problema. En una segunda
vuelta se modifican de forma manual las dendritas apicales mal etiquetadas. Con-

tinuando con el ejemplo anterior, en la figura se muestra el resultado tras el
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reetiquetado de la dendrita apical.

Figura 5.2: Ejemplo de neurona con dendrita apical reetiquetada

De forma paralela, el analisis de la estructura de las arborizaciones dendriticas
en los datos reveld la existencia de 3 neuronas (reconstrucciones) con trifurcaciones
en el arbol. De acuerdo a nuestro modelo, y siguiendo lo expuesto en la literatura,
consideramos dichas trifurcaciones como un error en la reconstruccién, ya que se
asume que un arbol dendritico tinicamente puede tener bifurcaciones en un mismo
nodo. Ante la imposibilidad de establecer un criterio solido y fundamentado para
reparar este problema se opta por excluir estas tres reconstrucciones del conjunto de
datos final, quedando un total de 38 reconstrucciones vélidas. La deteccion y des-
carte de trifurcaciones se implementa como una comprobacion automatica durante

el proceso de carga e interpretacién de los ficheros ASC.

5.2.3. Centrado y alineacion

Con el objetivo de simplificar los calculos posteriores y construir un modelo
acorde a lo establecido en la literatura, durante el proceso de carga y extraccion se
realizaran una serie de transformaciones sobre los datos originales para que cumplan

las siguientes condiciones:

1. El centro del cuerpo neuronal (soma) se encuentra en el origen de coordenadas
(0,0,0)

2. El origen de las dendritas basales se encuentra en el plano z = 0
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Para cumplir con la primera condicion es necesario calcular la posicién actual
del centro del soma en cada célula y, posteriormente, desplazar las coordenadas
cartesianas de todos los puntos de cada célula para desplazar la posicion del centro
al origen de coordenadas. Para calcular la posicién del soma, y en general a lo largo
del modelo, asumiremos que tiene forma esférica (Quan et al., 2013} [Stelescu et al.|
2012), aunque estudios més avanzados sugieren que se asemeja mas a un elipsoide
(Luengo Sanchez, [2014). Estableceremos, por lo tanto, el centro del soma como el
baricentro de las raices de los arboles dendriticos en la neurona y tomaremos como
radio del soma la distancia media desde este baricentro a cada una de las raices.

Una vez centrada la neurona en el origen de coordenadas, el siguiente paso es
rotar la neurona de forma que la raices de las dendritas basales se encuentren tan
cerca como sea posible del plano z = 0. Para llevar a cabo esta tarea haremos uso de
la interpretacién geométrica del andlisis de componentes principales (PCA) (Jolliffe,
2002), una técnica de extraccién de variables. El andlisis de componentes principales
devuelve una nueva base ortogonal del espacio de variables, de forma que el primer
vector recoge la varianza de mayor tamano del conjunto de datos, el segundo vector
la segunda mayor y asi sucesivamente. En el caso tridimensional, centrado en el
origen de coordenadas, el PCA nos ofrece la recta y/o el plano que mejor explican
los datos; en este ultimo caso, el tercer vector de la base ortonormal resultado de
la aplicacion del PCA resulta ser el vector normal del plano que recoge la mayor
varianza de los datos.

Teniendo en cuenta la suposicion de que las raices de las dendritas basales se
distribuyen a lo largo de un plano, aplicamos PCA a las coordenadas cartesianas
de las raices junto con el origen de coordenadas y extraemos el tercer vector de la
nueva base, el vector normal v del plano que forman en los datos originales las raices
de las dendritas basales. Una vez obtenido el vector normal, calculamos la matriz
R de la rotacién que transforma v en z = (0,0, 1) con respecto al eje dado por su
producto vectorial y el origen de coordenadas. Finalmente, multiplicamos todas las

coordenadas de los puntos en la neurona por la matriz de rotacion obtenida para

realizar dicha alineacién (figura [5.3).

5.3. Descriptores
En esta secciéon se detallan las variables seleccionadas para describir la arboriza-

cién dendritica basal. En general, el criterio seguido para la eleccion de las variables

descriptoras ha sido su sentido biolégico, su disponibilidad (debemos poder calcu-
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Figura 5.3: Alineacion de las raices de las dendritas basales con el plano z = 0

larlo), y su presencia en otros modelos del estado del arte o estudios experimentales.
Partiremos del conjunto base de variables del trabajo de referencia (Lopez-Cruz
et al., 2011)).

Una excepcién a la regla anterior es el diametro: El didmetro de la dendrita es
un elemento clave, ya que determina su capacidad conductiva (Chklovskii y Ste-
panyants, 2003)). El problema con el didmetro no estd ni en su sentido bioldgico, ni
en su presencia en otros modelos si no en su disponibilidad; con frecuencia en las
reconstrucciones encontramos didmetros erréneos (por ejemplo constantes), princi-
palmente debido a limitaciones en la resoluciéon del microscopio y en el algoritmo
de tracing. Pese a estos problemas, se ha decidido incluir el didmetro en la variables
descriptoras por ser un elemento de importancia principal y con la esperanza de

disponer en el futuro de datos con mediciones de diametro correctas.

5.3.1. Elementos de la arborizacion

Con el fin de facilitar la comprension de las variables en el modelo seleccionadas
para caracterizar el patrén de arborizaciéon dendritica, previamente necesitamos de-
finir ciertos segmentos y subconjuntos dentro de una reconstruccion, generalmente
contemplados en la literatura, sobre los cuales efectuaremos una serie de medidas
que se utilizaran como descriptores de la arborizacion.

Distinguiremos entre conjuntos, grupos de nodos con alguna caracteristica en
comun, y segmentos,series de nodos entre bifurcaciones o desde un nodo terminal
hasta una bifurcacion.

Dado un nodo concreto n, perteneciente a un arbol dendritico 7', definimos los
siguientes conjuntos (figura :

» La sub-dendrita: Es el conjunto de antecesores del nodo n en el arbol T'. Es

46



5.3 Descriptores

decir, el conjunto de nodos que construyen el camino desde n hasta la raiz del

arbol T’

= El sub-arbol: Es el conjunto de nodos pertenecientes al arbol T anteriores

(generados o seleccionados antes) que el nodo n

= La sub-arborizacion: El conjunto de nodos de la misma célula que n, gene-
rados o seleccionados con anterioridad al nodo n y que no pertenecen al arbol

T

Figura 5.4: Dado un nodo concreto (rojo intenso) se definen tres conjuntos repre-
sentativos en la arborizacién: La subdendrita (azuil), el subarbol (verde) y la sub-

arborizacién( rojo)

De igual manera, para el mismo nodo n definimos cinco segmentos represen-

tativos (figura |5.5)), entendiendo segmento como el conjunto de nodos entre dos
bifurcaciones, entre una bifurcacién y un nodo terminal, una bifurcacién y la raiz

desde la raiz hasta el nodo terminal si no existe ninguna bifurcacién:

= El segmento actual: Compuesto por los nodos desde n hasta la primera

bifurcacién o la raiz
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» El segmento hermano: Compuesto por los nodos pertenecientes al segmento

que nace de la misma bifurcacion que el segmento actual de n

» El segmento padre: Compuesto por los nodos entre las dos ultimas bifurca-

ciones desde el nodo n o desde la ultima bifurcacién hasta la raiz

» Kl segmento mas cercano en el sub-arbol: Compuesto por los nodos que
pertenecen al segmento del nodo més cercano a n dentro del sub-arbol que no

pertenece a la sub-dendrita de n

» Kl segmento mas cercano en la sub-arborizacién: Compuesto por los
nodos que pertenecen al segmento del nodo més cercano a n dentro de la

sub-arborizacion

Segmento hermano
Segmento actual

Segmento mas cercano
en la sub-arborizacion

- Segmento padre

Figura 5.5: Dado un nodo concreto (rojo intenso) se definen cinco segmentos repre-
sentativos en la arborizacién: El segmento actual (azil), el segmento hermano (verde),
el segmento padre (naranja), el segmento més cercano dentro del sub-drbol (amarillo)

y el segmento més cercano dentro de la sub-arborizacién(pirpura)

No todos los conjuntos y segmentos tienen sentido para todos los nodos, en

concreto para el primer segmento de un arbol dendritico ninguna de las definiciones
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anteriores tiene sentido, mientras que para nodos con orden menor a 1 no tenemos
sub-arbol, segmento hermano, segmento padre ni segmento mas cercano en el sub-
arbol.

Todas las medidas de orientacion para cada uno de los segmentos y conjuntos se
tomaran con respecto al sistema de referencia local al nodo actual. Dicho sistema
de referencia, compuesto por los vectores u,, u,, u,, se calculard como el resultado
de aplicar una rotacién positiva al sistema de referencia canénico que transforme el
vector x = (1,0,0) en el vector unitario dado por el segmento anterior. El azimut
se calculara como el angulo formado entre el vector u, y la proyeccion del segmento
actual sobre el plano formado por u,,u,; de manera reciproca, la inclinacién se
medird como el angulo formado entre el vector u, y la proyeccién del segmento

actual sobre el plano formado por u,, u,.

5.3.2. Variables de construccion

Las variables de construccion son las encargadas de describir el segmento cuyo
origen esta en un nodo dado. La idea detras de la definicion de estas variables es
la posibilidad de, una vez aprendido el modelo, ser capaces de crear arborizaciones
dendriticas en funcién de los valores que tomen en el modelo dichas variables de
construcciéon. Para ser capaces de obtener las coordenadas cartesianas del siguiente
nodo dado un punto de origen utilizaremos el azimut y la inclinacién para deter-
minar la orientacién del segmento respecto al segmento anterior, la longitud y el
didmetro para determinar su tamano y una variable adicional que denominaremos
tipo que determinard el comportamiento del nodo destino y cuyo valor podra ser:
Terminal, elongacién o bifurcacién. En la figura quedan representadas las variables

de orientacion de un segmento con respecto al anterior.

5.3.3. Variables por conjunto

Basandonos en otros modelos existentes en la literatura y en los hallazgos ex-
perimentales relativos al crecimiento dendritico, seleccionamos seis variables para

describir cada uno de los tres subconjuntos de nodos de la arborizacion:
= Numero de nodos terminales en el conjunto
= Numero de bifurcaciones en el conjunto

= Numero de conos de crecimiento en el conjunto, con el fin de recoger la com-

petitividad existente entre dendritas
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Segmento
actual

Segmento
anterior

Figura 5.6: Variables de construccion de un segmento: orientacién y longitud. Para

la orientacién se utiliza el azimut (6) y la inclinacién (¢) locales al nodo actual

= Longitud total del conjunto, medida como la suma de la longitud de los cilin-

dros
= Volumen total del conjunto, medida como la suma del volumen de los cilindros

= Orden centrifugo méximo en los nodos del conjunto, entendiendo el orden
centrifugo de un nodo como el nimero de bifurcaciones en el camino desde
el nodo hasta la raiz de la dendrita. La probabilidad de bifurcaciéon de una
dendrita parece decrecer exponencialmente a medida que aumenta el orden
centrifugo

De forma adicional, para el sub-arbol y la sub-dendrita se calculara la orientacion
promedio desde la raiz (azimut e inclinacién) en el sistema de referencia local del
nodo, cuyo célculo queda descrito en el subapartado anterior. La orientacién prome-
dio del conjunto se calcula como la media ponderada por la longitud del segmento
de los vectores unitarios desde la raiz hasta el punto intermedio de cada segmento.

Para la sub-arborizacion el calculo de la orientacién promedio carece de sentido
ya que estamos tratando con varios arboles dendriticos de forma simultédnea, siendo

el resultado final de escalo valor informativo.

5.3.4. Variables por segmento

Al igual que en el caso anterior, para cada uno de los segmentos relevantes para

cada nodo utilizaremos una serie de variables para su descripcion, basandonos una
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vez mas en la literatura para su eleccion. Las variables utilizadas para todos los

segmentos son:

= Longitud total del segmento, medida como la suma de las longitudes de los

cilindros del segmento

= Volumen total del segmento, medida como la suma del volumen de los cilindros

del segmento

= La tasa de encogimiento, medida como el ratio entre el didmetro inicial del

segmento y el didmetro final

» Orientacién (azimut e inclinacion) del segmento medido en el sistema de re-
ferencia local del nodo actual. Para el célculo de esta orientacion e utiliza la
orientacién promedio del segmento calculada de forma similar a la expuesta

para los subconjuntos

Ademas, para los segmentos mas cercanos en el sub-arbol y la sub-arborizacién
se incluiran las siguientes variables con el fin de reflejar en qué direccién y a que

distancia del nodo actual se encuentran cada uno de estos segmentos:
= Distancia entre el nodo actual y el segmento

» Orientacién (azimut e inclinacién) del vector entre el nodo actual y el nodo

mas cercano, medida en el sistema de referencia local del nodo actual

5.3.5. Variables del nodo

En tultimo lugar incluiremos tres variables que representan caracteristicas propias

del nodo actual en la reconstruccion, en concreto mediremos:

El orden centrifugo del nodo, es decir el nimero de bifurcaciones entre el nodo

y la raiz de la dendrita

El didmetro del nodo

La distancia en linea recta hasta el soma desde el nodo

La longitud y el volumen total del camino hasta el soma. Estas variables

coinciden por completo con las medidas para la sub-dendrita
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= El volumen del soma esférico, constante para todos los nodos pertenecientes a
una misma neurona. Segin el modelo de crecimiento por difusion de tubulina
desde el soma, la cantidad de neuritas (en volumen) que puede mantener una

neurona viene dada por su volumen
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Modelizacion

Una vez seleccionados los descriptores que caracterizan la arborizacién dendritica
basal de una neurona piramidal, nuestro objetivo es la construccion de un método
capaz de explicar desde cero el proceso completo.

El modelado de la arborizacién presenta complejidades adicionales, ya que es
necesario establecer un modelo jerarquico, donde cada paso depende del anterior,

siendo la arborizacién dendritica el tltimo eslabdn:
1. El radio del soma, supuesta esfericidad
2. El ntmero de dendritas basales a construir

3. Dado el nimero de dendritas basales, establecer su orientacién en el plano
z=0

4. Finalmente, la arborizacién dendritica basal

6.1. Radio del soma

La forma y tamafnio del soma en las herramientas y modelos existentes para
reconstruccién de arboles dendriticos existentes en la literatura ha sido un factor
sorprendentemente obviado. Pese a que, si asumimos un modelo de crecimiento li-
mitado por la difusién de una sustancia, tubulina, desde el soma hacia los conos
de crecimiento, el tamano del soma tiene un impacto directo en la longitud y com-
plejidad de las arborizaciones que una neurona puede mantener, con frecuencia la
informacion relativa al contorno o el tamano del soma es imprecisa o incluso inexis-

tente.
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Debido a esta ultima limitacién, y teniendo en cuenta que la modelizacién del
soma no es el objetivo principal de este trabajo, asumiremos la esfericidad del soma
al igual que se hizo en el capitulo anterior (Quan et al.l 2013; [Stelescu et al., [2012),
midiendo el radio del soma de las reconstrucciones reales como la distancia media
entre el origen de coordenadas (el centro del soma) a las raices de las dendritas
basales.

A partir de dichas medidas, y ante la ausencia de estudios similares en la lite-
ratura que pudieran servir como referencia, se decide adoptar un modelo en el que
el radio del soma sigue una distribucién lognormal con dos parametros el logaritmo
de la media (u) y el logaritmo de la desviacién tipica (o). Utilizamos el paquete
MASS de R para realizar el ajuste de los parametros de la distribucion, cuyo resul-
tado puede verse en la figura [6.1l Tras el ajuste, aplicamos el test no paramétrico
de Kolmogorov—Smirnov para medir la bondad del ajuste, obteniendo un p-valor
de p = 0,5090, aunque este resultado no puede considerarse significativo debido al

reducido nimero de muestras (38).
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Figura 6.1: Datos reales (azul) y su ajuste a una distribucién log-normal con pardme-
tros log u = 2,15 y logo = 0,299 (linea roja)
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6.2 Localizacion de la raiz de las dendritas basales

6.2. Localizacion de la raiz de las dendritas basa-

les

Para determinar la localizacion en el plano z = 0 de la raiz de las dendritas
basales de una neurona es necesario establecer un modelo en dos pasos en el que
en primer lugar determinamos el nimero de dendritas basales de la neurona, para,
después modelizar los angulos entre dichas dendritas.

Para modelizar el nimero de dendritas basales hemos seleccionado una distribu-
cién discreta con dominio en los enteros positivos Conway-Maxwell-Poisson (Shmueli
et al., 2005)), una generalizacién de la distribucién de Poisson en la que se incluye
un parametro adicional para controlar la dispersion.

Utilizaremos el paquete compoisson de R que implementa todas las funciones
necesarias para trabajar la distribucion, incluyendo el ajuste de pardmetros a partir
de muestras reales. Al igual que en el caso anterior, el resultado del ajuste y la dis-
tribucion real de los datos puede verse en la figura 6.2, Para comprobar la bondad de
ajuste de la distribucion utilizaremos una revisién del test de Kolgomorov-Smirnov
implementada en el paquete dgof para la evaluacién de distribuciones discretas,
obteniendo un p-valor superior a 0, 99.

0.3 1

N

0.2 1

Densidad
L~

0.14

/ \

L SN—

1 2 3 4 5 6 7 8 9 10
Numero de dendritas

Figura 6.2: Datos reales (azul) y su ajuste a una distribucién Conway-Maxwell-

Poisson con pardmetros A = 131,51 y v = 2,93 (linea roja)

En el siguiente paso, estudiaremos la orientacién plana de las raices de las den-
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6. MODELIZACION

dritas basales mediante el uso de la ditribucion von-Mises circular multivariante y
el paquete mvCircular expuesto en la primera parte de este trabajo. Realizaremos
el ajuste paramétrico en aquellos casos en los que el nimero de muestras para el
numero de dendritas basales sea superior a 3 (3, 4, 5, 6, y 7 dendritas), consideran-
do que con menos muestras no es posible obtener resultados consistentes en ningin

caso.

Utilizaremos una matriz de penalizacién con estructura similar a la expuesta

en la aplicacion de la distribucién von Mises multivariante en el estudio anterior

(Rodriguez-Lujan et al., [2015) donde la penalizacién crece a medida que aumenta

la distancia entre lo angulos. En los casos de 6 y 7 dendritas, el reducido nimero
de muestras frente a la elevada complejidad paramétrica (22 y 28 pardmetros res-
pectivamente) hace que el resultado obtenido sea extremadamente pobre, con una
estimacion de la divergencia KL excesivamente elevada, por lo que se rechazan di-
chos resultados; en el resto de casos se acepta el ajuste y sus resultados se adjuntan
en el apéndice la gréfica del resultado para cinco dendritas se muestra en la
figura |6.3]
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Figura 6.3: Ajuste de la orientacion de las dendritas basales a una distribucién von

Mises multivariante para cinco dendritas

26



6.3 Crecimiento simulado

6.3. Crecimiento simulado

La construccién de la arborizacion dendritica es un proceso de crecimiento, bifur-
cacion y retraccion que depende tanto de factores intrinsecos a la neurona, como de
factores externos. Su forma es, por lo tanto, el resultado de un proceso dindmico con
estructuras que se ramifican, crecen o decrecen en funcién de la actividad sinaptica,
la competicién con otras dendritas por los recursos y otros factores intrinsecos a
la neurona, como es la difusién de proteinas asociadas a los microtibulos desde el
soma.

Pese a existir visualizaciones en tiempo real del crecimiento neuronal, la inmen-
sa mayoria de reconstrucciones 3D proceden de estudios que utilizan técnicas que
requieren el fijado de los tejidos, por lo que inicamente disponemos de una captura
del resultado del proceso dindmico en un momento determinado, sin ningtn tipo de
informacion sobre como se ha llegado al estado actual ni de los estados anteriores.

Nuestra capacidad de construir un modelo basado en los datos queda limitada
en este aspecto por la evidente ausencia de reconstrucciones secuenciales para una
misma neurona. Por este motivo, para alcanzar el objetivo de modelizar y simular
el crecimiento de la arborizacion es necesario adoptar un modelo tedrico en este
aspecto. En este sentido, existen en la literatura modelos estocasticos que describen
el crecimiento de una neurona a lo largo del tiempo mediante el concepto de conos de
crecimiento, principalmente representados en la herramienta NETMORPH (Koene
et al., 2009).

Para nuestro modelo, acorde con lo implementado en NETMORPH, asumiremos
que el crecimiento de una u otra dendrita dentro de una misma célula se rige me-
diante la competicién por un recurso limitado (tubulina), producido en el soma y
que llega hasta los conos de crecimiento mediante transporte activo o difusién desde

el soma (Graham y van Ooyen, |2004; [Van Ooyen et al., [2001)).

6.3.1. Funcion de seleccion

Con el fin de ser capaces de modelar y simular el proceso de crecimiento es ne-
cesario que, dado un conjunto de nodos en crecimiento o activos, seamos capaces de
establecer la probabilidad de cada nodo para ser el siguiente en crecer. Denominare-
mos funcion de seleccion a la funcién que dado el conjunto de nodos, junto con una
serie de caracteristicas, devuelve el siguiente nodo a ser procesado.

En este trabajo, de acuerdo al modelo de competicién por recursos (Van Ooyen

et al., 2001)), queremos una funcién de seleccién que:

27



6. MODELIZACION

= Otorgue més probabilidad a las dendritas con mayor tamano en volumen,
ya que suponemos que dichas dendritas recibiran un aporte mayor tanto por

difusién como, especialmente, por transporte activo desde el soma

= Limite la probabilidad de crecimiento a medida que la distancia, entendida
como camino, desde el nodo activo hasta el soma aumenta, siguiendo una

argumentacion similar, pero opuesta en resultado, al caso anterior.

= Tenga en cuenta para el célculo de la probabilidad la presencia de otros nodos

activos, su distancia y tamano

A partir de las condiciones anteriores, implementamos una funcién de seleccién

que otorga a cada nodo activo una probabilidad proporcional a la siguiente cantidad:

~ _Volumen hasta el soma
pcrecimiento(n()do) ~ (Camino hasta el soma)3

En el caso de que entre los nodos activos existiese un nodo raiz, cuyo volumen y
camino hasta el soma es nulo, este sera seleccionado siempre. Si hubiese méas de un

nodo raiz, la funcion seleccionara uno de los nodos raiz al azar de forma uniforme.

6.3.2. Obtencién de descriptores

Una vez se ha definido como simular el crecimiento dendritico, aplicaremos este
procedimiento sobre reconstrucciones morfolégicas reales, obteniendo las variables
descriptoras de cada nodo seleccionado en cada iteraciéon. El algoritmo para la ob-
tencion de instancias a partir de una reconstruccion real se basa en los siguientes

pasos

1. En primer lugar marcamos todos los nodos como "no wvistos” salvo los nodos
raiz de cada dendrita, los cuales marcamos como Vistosy activos (en crecimien-
to)

2. Mientras quede algiin nodo activo en la reconstruccion:
a) Seleccionamos el siguiente nodo aplicando la funcién de seleccién sobre

los nodos activos

b) Obtenemos los descriptores de dicho nodo en el estado actual de la re-
construccion, es decir, teniendo en cuenta tnicamente los nodos "vistos”.
Hay que tener en cuenta que el conjunto de descriptores varia en funcién

del tipo de nodo (bifurcacién y elongacion) y su orden centrifugo.
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6.4 Redes Bayesianas

¢) Marcamos los descendientes del nodo, si los hubiera, en la reconstruccién
como Vistos: También marcamos los descendientes que no sean un nodo

terminal como activos:

d) Eliminamos el nodo seleccionado del conjunto de nodos activos

En la figura [6.4] se muestra de forma esqueméatica sobre una reconstruccién sim-

plificada el método propuesto en el parrafo anterior.

1 2

d
a e
b c b C
/ﬁdi\e
C
— Visto No visto ® Nodo activo

Figura 6.4: Ejemplo de obtencién de descriptores mediante crecimiento simulado: (1)
Punto intermedio del proceso con tres nodos activos (a,b,c). (2) Estado tras la seleccién
del nodo bifurcacién (a), se incluyen sus descendientes (d,e) en la lista de nodos activos.
(3) Estado tras la seleccién del nodo de elongacién (b), su nodo descendiente, al ser
terminal no se incluye en la lista de nodos activos. (4) Estado final del proceso tras

varias iteraciones al quedar vacia la lista de nodos activos

6.4. Redes Bayesianas

Las redes Bayesianas son un modelo gréafico probabilistico (Koller y Friedman),

2009) compuesto, principalmente, por dos elementos:
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6. MODELIZACION

= El grafo dirigido aciclico § que captura las independencias condicionales entre

las variables del problema

= El componente probabilistico P que incluye las distribuciones de probabilidad

condicionales para cada nodo dado sus padres en el grafo

La eleccion de un modelo Bayesiano se realiza por su capacidad de representar
el problema de una forma compacta, gracias a la factorizacion; y por ser un modelo
comprensible e interpretable, a diferencia de otros modelos de caja negra como las
maquinas de vectores soporte o las redes neuronales. Ademas las redes Bayesianas
son capaces de efectuar cualquier tipo de razonamiento sobre las variables del pro-
blema, esta flexibilidad nos permite ser capaces de simular el crecimiento dendritico
mediante inferencia.

En un principio se contemplé la posibilidad de utilizar redes Bayesianas hibridas,
donde las variables de problema pueden ser Gaussianas o discretas, con la tnica
restriccion de que una variable discreta no podia tener un padre continuo. Esta

opcion finalmente fue descartada por dos motivos principalmente:

» La distribucién de algunas variables era claramente no Gaussiana, y por tan-
to el modelo obtendria una representaciéon muy pobre e imprecisa de dichas

variables, siendo algunas tan relevantes como la longitud del segmento (figura

6.5)

= El proceso de aprendizaje con el paquete de R deal era intratable desde un
punto de vista computacional debido al elevado ntiimero de variables (hasta 63).
Una estimacién optimista del tiempo necesario para el aprendizaje estructural
con dicho algoritmo determinaba el tiempo de ejecuciéon necesario en varias

semanas.

En su lugar, aplicaremos discretizacién no supervisada para cada variable no
discreta, dividiendo el rango de valores en cuatro intervalos de igual longitud. Una
vez realizada la discretizacion, utilizaremos una red Bayesiana discreta como modelo.

De forma similar a la realizada en el trabajo que nos sirve como punto de partida
(Lopez-Cruz et al., [2011)), aprenderemos diferentes redes Bayseianas segtin el orden

centrifugo y el tipo de nodo. Especificamente, crearemos 9 redes:

= Una red Bayesiana para los segmentos raiz de cada dendrita, i.e. el primer
segmento de cada arbol, que constara inicamente de las 5 variables de cons-

truccién y el volumen del soma
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Figura 6.5: Histograma de la distribucién de valores para la longitud del segmento

actual en elongaciones de orden 2 o mas

» Cuatro redes Bayesianas para las elongaciones de orden 0,1,2 y superior, com-
puestas por hasta 58 variables (incluidas las cinco variables de construccién
del siguiente segmento)

= Cuatro redes Bayesianas para las bifurcaciones de orden 0,1,2 y superior, com-
puestas por hasta 63 variables, con dos conjuntos de variables de construccion,
unas para el segmento derecho (el segmento con mayor azimuth) y otras para
el izquierdo

6.4.1. Aprendizaje estructural y paramétrico

Tanto el aprendizaje del componente grafica de las redes Bayesianas, como del
componente paramétrico se han realizado a través del paquete de R bnlearn, el cual
incluye una amplia variedad de algoritmos implementados de forma eficiente y capaz
de aprender redes con un gran numero de variables en tiempo razonable.

En el aprendizaje de la estructura de la red Bayesiana tenemos dos vias para
atajar el problema: Detectar independencias condicionales entre variables mediante

tests estadisticos para generar el grafo; o definir una métrica que estime lo bien que

61



6. MODELIZACION

se ajusta una estructura a los datos observados y utilizar un algoritmo de buisqueda
que minimice (maximice) dicha cantidad.

En nuestro caso hemos aplicado la segunda aproximacion, utilizando con métrica
el Criterio de Informacién Bayesiano (Schwarz et al. |1978)), el cual evalia la verosi-
militud de los datos dada la estructura incluyendo una penalizacién sobre el nimero
de parametros necesarios para definir una red Bayesiana con dicha estructura. Pa-
ra la busqueda se ha utilizado el algoritmo de Hill Climbing implementado en el
mismo paquete, con un elevado nimero de reinicios (50) y perturbaciones (20) para
conseguir escapar de minimos locales.

Una vez determinada la estructura, el aprendizaje de las tablas de probabilidad
condicionada para cada variable se ha realizando mediante el método de maxima
verosimilitud, que en este caso coincide con el recuento de la frecuencia relativa de

cada valor de la variable dados los valores de sus padres en el grafo.

6.5. Interpretacién

Tras el aprendizaje estructural y paramétrico de las nueve redes Bayesianas del
modelo, en esta seccion vamos a realizar un breve andlisis de las redes obtenidas,
pudiendo consultar las nueves redes completas en el apéndice B del documento. Hay
que tener en cuenta que, el nimero de muestras varia segin la red, siendo las redes
correspondientes a las bifurcaciones de orden 0 y los segmentos raiz las que disponen
de menos muestras y la red de elongaciones de orden superior a dos la que més. En las
redes, las variables de construccion de la elongacion y del segmento derecho de una
bifurcacién estan marcadas en rojo, mientras que las correspondientes al segmento
izquierdo estan marcadas en azul.

La red de los segmentos raiz es con diferencia la mas sencilla (6 variables), esto,
unido a que el nimero de muestras es muy bajo hace que la estructura obtenida
contenga unicamente un arco entre el azimut y la inclinacion. Esta relacion es
bastante légica e intuitiva ya que ambos valores determinan la orientacion de forma
conjunta y de hecho aparecera en todas o casi todas las redes.

Cémo esperabamos, la complejidad de la red (nimero de arcos) crece a medida
que aumenta el orden centrifugo en las redes aprendidas para bifurcaciones y elon-
gaciones. En general, las redes Bayesianas de nodos de elongacién son mucho mas
complejas que sus contrapartes para bifurcaciones, principalmente debido a que se
disponen de menos muestras para el aprendizaje de estas iltimas.

Pese a la falta de precision en la medicién de los didmetros, observamos tanto en
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6.5 Interpretacion

Figura 6.6: Estructura de la red Bayesiana aprendida para los segmentos raiz

las redes de elongacién como en las redes de bifurcacién como en las de elongacion

que el diametro de construccién depende del didmetro del nodo actual para todos

los 6rdenes centrifugos, como se muestra en la figura 6.7}

n.diameter

Figura 6.7: Sub red con los didmetros de construccién de una bifurcacién (Orden 2)

Otro aspecto interesante, y acorde a lo esperado, es la relacién entre la orien-
tacién de las dos ramas de una bifurcacién (figura [6.84] En este sentido también
esperabamos ver cierta dependencia del resto de orientaciones, especialmente las del
segmento actual y los segmentos cercanos, como veremos ocurre para las elongacio-
nes. Una vez mas, el reducido nimero de muestras puede explicar la ausencia de
esta relacion.

En la red correspondiente a elongaciones de orden centrifugo dos y superior,
vemos que la orientacion del segmento a construir si que depende de la orientacién
del segmento actual, la cual es una relacién légica ya que esperamos que el siguiente
segmento siga, mas o menos, la misma orientacion que sus antecesores, sin realizar
giros bruscos en la direccién (figura .

Por ltimo, es interesante ver que en (casi) todas las redes aprendidas, la longitud

del segmento en las variables de construccién es independiente del resto de nodos en
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seg.c.az

(a) Sub-red con la orientacién de las (b) Sub-red con la orientacién del
ramas de una bifurcacién de orden 2 segmento de una elongaciéon de or-
den 2

la red. Una posible causa es que la longitud del segmento no es una caracteristica
propia de la dendrita, que en cierto modo crece de un modo continuo, si no que
depende del algoritmo de tracing utilizado en la reconstruccion y del criterio del

neurocientifico.
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Simulacion

El dltimo componente del trabajo realizado, y objetivo final del mismo, es la
creacién de arborizaciones dendriticas completas similares a las reales. Para llevar
a cabo la simulaciéon obtendremos los valores de las variables de construccién de
las redes Bayesianas dada las evidencias mediante inferencia para, progresivamente,
hacer crecer cada arbol dendritico.

En las siguientes secciones describiremos el proceso de forma detallada, mostra-
remos los resultados (las dendritas virtuales) y realizaremos una breve evaluacién

de los mismos.

7.1. Descripcién del proceso

El proceso de simulacion extremo a extremo se compone de 4 pasos secuenciales,

muy similares a los expuestos para el aprendizaje del modelo:

» En primer lugar obtenemos el radio del soma mediante muestreo de la dis-
tribucion log-normal con los parametros aprendidos durante la modelizacion.
Construimos un soma esférico centrado en el origen de coordenadas con dicho

radio

= Kl siguiente paso es obtener el nimero de dendritas a partir de la distribucién
Conway-Maxwell-Poisson ajustada en el capitulo anterior. Si no disponemos
del modelo von Mises multivariante para tal nimero de dendritas, repetimos

el muestreo para obtener otro nimero de dendritas

= Seleccionamos la distribucién von Mises multivariante para el nimero de den-

dritas seleccionado y obtenemos una muestra de los dngulos entre dendritas.
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7. SIMULACION

= Segtn los angulos entre dendritas y el radio del soma, colocamos las raices en
el plano z = 0 comenzando por el eje x, donde colocaremos la primera dendrita

en el punto (r,0,0), con r el radio del soma, y las marcamos como activas

» Simularemos el crecimiento de los arboles dendriticos siguiendo un algoritmo
similar al descrito en la modelizacién y ejemplificado en la figura [6.4 En la

siguiente seccion describiremos en detalle este proceso

7.2. Crecimiento de la arborizacion

El crecimiento de los arboles dendriticos sigue un proceso muy similar al detallado
en la seccion , realizando el siguiente procedimiento para cada nodo seleccionado

hasta que no quede ningin nodo activo:

» Obtenemos los descriptores (seccidn [5.3)), salvo las variables de construccion,
las cuales, obviamente, son desconocidas ya que el descendiente todavia no es

conocido

= Discretizamos las evidencias obtenidas utilizando los mismo puntos de corte

determinados durante discretizaciéon llevada a cabo durante la modelizacién

= Introducimos las evidencias en la red Bayesiana correspondiente segun el tipo
de nodo y su orden centrifugo. Mediante inferencia obtenemos una muestra de

los valores discretos de las variables de construccion

» Transformamos las variables de construccion discretas en continuas mediante

un proceso que se describe en detalle en la subseccién [7.2.1

= Construimos los siguientes segmentos a partir de las variables de construc-
ciéon y, si el tipo del nodo en las variables de construccién no es terminal, lo

marcamos como activo

= Actualizamos los descendientes del nodo seleccionado en la tabla y lo marcamos

como no-activo

Para la el muestreo de las redes Bayesianas utilizaremos el paquete de R gRain,
que nos permite establecer la evidencia en la red, es decir, asignar valores fijos
a ciertos nodos y obtener una muestra completa de la red en funcién de dicha

evidencia, la estructura de la red y las tablas de probabilidad.
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7.2.1. Muestreo y obtencion de variables de construccion

Para la transformacion de los valores discretos obtenidos mediante muestreo de
las redes Bayesianas, en valores continuos que nos permitan reconstruir el segmento
en cuestién utilizaremos una técnica, basada en los datos reales, que permite realizar
este proceso sin realizar ninguna asuncion sobre la forma de la distribucién de la
variable (Lépez-Cruz et all 2011)).

Dada una variable x y II(x) el conjunto de padres de z en la red Bayesiana y
sus valores discretos obtenidos por inferencia, el método selecciona M muestras en
los datos reales discretizados donde el valor de I1(x) y de la propia variable sean los

mismos que los obtenidos por inferencia.

En segundo lugar, se seleccionan los valores reales de x correspondientes a las

muestras seleccionadas y se dividen en v/ M secciones de igual longitud.

Finalmente, se selecciona una de las secciones con probabilidad proporcional al
nimero de muestras reales en dicha seccion y se toma la mediana de la seccion
como valor continuo final. En este trabajo, debido al reducido niimero de muestras

disponibles, trabajaremos con M = 16.

La figura muestra de forma esquematica el proceso descrito en el parrafo

anterior.

A B Datos reales discretizados

A B X
, Medio Alto Medio!
Muestra A Alto Seleccion = Ao Ex
_) B A|t0 » Alto 'Alltol Bajo
X X | Bajo T —TR—TY
., = Datos rea\es;ontinuas s
Agregacion

0.65 0.9 0.48

X = Medlana 0.83 0.98 0.05
<< — ax -

0.83 0.62 0.51
0.47 0.45 0.21

Figura 7.1: Proceso de conversiéon de valores discretos en reales basado en las mues-

tras originales
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(c) c (d) d

Figura 7.2: Simulacion de una arborizacién dendritica completa con cuatro dendritas

7.3. Resultados y evaluacion

Siguiendo el método propuesto en la seccion anterior utilizando el modelo apren-
dido a partir de los datos del archivo Svoboda, se generan 50 arborizaciones basales
completas de forma independiente. El proceso de creacion de cada neurona es re-
lativamente rapido, tomando cerca de 5 minutos la creacién de una arborizacion
completa, de los cuales, la mayoria del tiempo de ejecucion se emplea en la inferen-
cia.

Utilizando la libreria RGL, representamos en un entorno 3D interactivo las neu-
ronas creadas. Durante la simulacion se toman capturas del estado de la arboriza-
cién en intervalos regulares, permitiendo observar el crecimiento de las dendritas.
La figura contiene una secuencia temporal obtenida mediante simulacién de una

neurona con 4 dendritas.

Para evaluar el modelo se comparan las 50 arborizaciones simuladas con las
38 reconstrucciones reales a partir de las cuales se construyé dicho modelo. En
primer lugar se realiza una inspeccion visual de las simulaciones a través de las
representaciones 3D, detectando errores en la simulacién en comparacion con las
reconstrucciones reales. Finalmente, se reliza una evaluacion estadistica comparan-

do la distribucion de una serie de variables denominadas emergentes: variables no
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incluidas en el modelo que son resultado directo de la morfogénesis (Ascoli et al.|
2001).

7.3.1. Visual

A partir del andlisis visual de las simulaciones frente a las reconstrucciones ori-

ginales podemos extraer las siguientes conclusiones:

= En general las dendritas generadas en las simulaciones presentan un patrén
de elongaciéon mucho mas propenso al giro que las reconstrucciones reales. Las
dendritas generadas comienzan a curvarse formando estructuras muy comple-

jas y poco realistas, incluso llegando a crecer de vuelta hacia el soma.

= Por otra parte, obviando la elongacion, los patrones de ramificacion y el nimero

de ramificaciones parece similar en ambos casos.

» Las dendritas simuladas parecen no tener en cuenta la posiciéon del resto de
dendritas en la neurona. Esto concuerda con la ausencia de dependencias entre

la orientacién de los segmentos cercanos y la orientacion de construccion

= El crecimiento de la arborizacion en cada iteracion parece ser acorde con lo
esperado, en general la parte proxima al soma se desarrolla al inicio de la
simulaciéon de forma homogénea, mientras que el crecimiento en profundidad

de cada arbol parece seguir un patrén menos regular

7.3.2. Variables emergentes

El analisis estadistico de la distribucion de las variables emergentes en las ar-
borizaciones simuladas frente a la distribucién en las reconstrucciones reales es una
técnica ya contemplada en la literatura, tanto en el caso univariante con la apli-
cacién de test Kolgomorov-Smirnov y Wilcoxon-Rank o el célculo la divergencia
KL, como en el caso multivariante con el uso de la estimacion de la divergencia
KL multivariable ( |Lin y Li (2013), Lépez-Cruz et al. (2011) y |Ascoli y Krichmar
(2000))).

En este trabajo nos centraremos en la evaluacién de variables emergentes relati-
vas a la célula al completo, dejando la evaluacion de arboles individuales para futuros
refinamientos del modelo. Se reduce la seleccion a cuatro variables representativas:
Numero de bifurcaciones y terminaciones, longitud dendritica total de la neurona y

volumen cubico (boz volume).
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7. SIMULACION

Aplicamos los test de Kolgomorov-Smirnov y Wilcoxon-Rank para cada variable
emergente, comparando los valores de las reconstrucciones reales contra los de las
simulaciones. Para todas las variables, ningin test rechaza la suposicién de que
ambos conjuntos provienen de la misma distribucién subyacente, aunque con un p-
valor muy cercano al rechazo (= 0,15). Aunque, una vez mas, el reducido nimero
de muestras hace que la confianza en los resultados estadisticos de esta seccién sea
baja o nula. En el futuro seria aconsejable contar con un ntmero més elevado de

muestras y simulaciones para realizar la evaluacién.
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Conclusiones y trabajo futuro

8.1. Estadistica circular multivariante

El trabajo realizado a introducido una reformulacién de la funciéon de pseudo-
verosimilitud optimizada desde un punto de vista computacional para la distribucién
von Mises multivariante, reducidendo el tiempo de ajuste de forma significativa y
permitiendo el uso de la distribucién en escenarios de alta dimensionalidad.

Ademas, se ha propuesto una distancia circular multivariante, que junto con la
aproximaciéon por vecinos mas proximos de la distancia de Kullback-Leibler permite
la introduccion de una medida de comparacién estadistica mas robusta para datos
circulares.

Por ultimo, se ha propuesto una penalizacion L, generalizada para esta mis-
ma distribucién, comprobando como su aplicacion, especialmente en casos dénde el
nimero de muestras es muy limitado, mejora los resultados del ajuste.

Como lineas de estudio futuro, quedan abiertos varios frentes de trabajo:

= Es necesario estudiar en profundidad cémo afecta la escala los valores de la

matriz de penalizacion al resultado final

= Los resultados preliminares parecen indicar que el parametro de concentra-
cién Kk y la matriz A actian de manera conjunta sobre la distribucion, siendo

necesario ahondar en este comportamiento desde un enfoque mas tedrico

» El muestreador de Gibbs implementado en el paquete mvCircular necesita ser
estudiado en profundidad. La idea de utilizar un método adaptativo para redu-

cir el tiempo de convergencia, asi como la autocorrelacion, parece prometedora

Por 1ltimo destacar que como resultado de este trabajo se presentara un articulo
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en la conferencia CAEPIA 2015 y se publicara en el volumen especial de la conferen-
cia en Lecture Notes on Artificial Inteligence. Se espera que el paquete mvCircular

esté disponible publicamente antes de final de ano.

8.2. Reconstruccion de la arborizacion dendritica

basal

En este trabajo hemos propuesto la primera modelizacién basada en datos que
aborda el problema de la reconstruccion de la arborizacién dendritica basal teniendo
en cuenta las interacciones entre los distintos arboles.

A diferencia de modelos anteriores, nuestras simulaciones reproducen la tortuosi-
dad de las ramas originales, alejandonos de las reconstrucciones estructurales forma-
das por segmentos completamente rectos que si bien son estadisticamente similares,
visualmente ofrecen una sensacién completamente artificial

Aunque el resultado obtenido presenta fallos evidentes, creemos que éstos son

subsanables con las siguientes modificaciones a realizar en el futuro:

» La discretizacion de las variables continuas, en especial de las relativas a la
orientacion, introduce un error que si bien puede ser pequeno, al reproducirse
un elevado numero de veces durante la elongacién, produce resultados inde-
seados, como por ejemplo una tortuosidad demasiado elevada. Una linea de
trabajo futura es el uso de redes Bayesianas capaces de trabajar con variables
continuas no Gaussianas, como por ejemplo las redes con mixturas de poli-
nomios; otra opcion es el uso de técnicas mas sofisticadas de discretizacion
no supervisada como la propuesta en Friedman et al.| (1996)), que la realiza

durante el aprendizaje de la red.

= La ausencia de ciertas relaciones entre variables de la red, logicas a priori,
puede ser un indicador de que el nimero de muestras con las que se realiza
el aprendizaje es insuficiente, por lo que en el futuro serd necesario evaluar
la inclusion de reconstrucciones de distintas fuentes asi como la reduccién del
nimero de redes a entrenar segun el orden centrifugo, por ejemplo fusionando

las redes para orden 0,1 y 2

= La ausencia de una referencia externa a la hora de medir los angulos entre
dendritas puede ser una fuente de imprecision en la modelizacion. El método

actual Unicamente es consistente si asumimos simetria radial de la neurona,
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propiedad supuesta en algunos casos, pero sin fundamento teérico. Es necesario

establecer un criterio de ordenacion consistente y global

Finalmente, el objetivo a largo plazo de este trabajo es su integracién como
parte del proyecto Human Brain Project. Con el fin de facilitar su uso a usuarios
no expertos en el ambito de la informatica, se elaborara una interfaz grafica web
que permitira realizar todos los pasos de la construccién del modelo y posterior

simulacion de forma sencilla y clara para un neurocientifico.
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Orientacion de las raices

dendriticas

A continuacion se muestran las gréaficas con el ajuste de la distribucién von Mises

multivariante para los casos con 3, 4 y 5 dendritas.

o[1]
L - 1280 6.50e-12
K = 3.969
0[2] 7
U=2450 8-
k=4.992 -

Figura 1: Ajuste de la orientacién de las dendritas basales a una distribucién von

Mises multivariante para tres dendritas (KL = 0.39)
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. ORIENTACION DE LAS RAICES DENDRITICAS

o[1]
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8[3]
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Figura 2: Ajuste de la orientacién de las dendritas basales a una distribucién von

Mises multivariante para cuatro dendritas (KL = 0.81)

o]

u=1316 -0.000198 -0.000187 0.0235
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0[2]

U= 1.243 -0.00118 0.000305

K=2.413

0 100 200 300

0[3]
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6[4]

W =0.970
K =2.266

0 100 200 300
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Figura 3: Ajuste de la orientacién de las dendritas basales a una distribucién von

Mises multivariante para cinco dendritas (KL = 0.60)
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Redes Bayesianas del modelo

Figura 4: Estructura de la red Bayesiana aprendida para los segmentos raiz de la

arborizacion dendritica
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Figura 8: Estructura de la red Bayesiana aprendida para los nodos de elongacién con orden centrifugo superior a 2 en la

arborizacién dendritica
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