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Resumen

Este Trabajo de Fin de Master explora la aplicacién de los Algoritmos de Estimacién
de Distribuciones (Estimation of Distribution Algorithms) al algoritmo Iterative
Proportional Fitting (IPF) de aplicacién en tablas de contingencia. Se implementan y
comparan distintas variantes del algoritmo IPF en dos, tres y cuatro dimensiones res-
pectivamente, asi como varios EDAs representativos, incluyendo modelos univariantes
y multivariantes como UMDA o EMNA entre otros.

Ademas, se propone un enfoque hibrido IPF + EDA que combina la eficiencia del
ajuste determinista proporcionado por el IPF con la capacidad exploratoria de los
EDAs. Los experimentos realizados analizan la calidad de las soluciones, el ajuste a
los margenes objetivo, la similitud con la matriz original y el tiempo de ejecucion.
Los resultados muestran que los EDAs, especialmente en su versién hibrida con IPF,
pueden superar las limitaciones del método clasico, proporcionando soluciones mas
robustas en contextos complejos y de alta dimensionalidad.

Palabras Clave

EDAs, Algoritmo IPF, Funciéon de Ajuste, Margenes Multidimensionales, Convergen-
cia, Optimizacion.






Abstract

This Master’s Thesis explores the application of Estimation of Distribution Algorithms
(EDASs) to the Iterative Proportional Fitting (IPF) algorithm, a popular method
with applications in contingency tables. Various IPF variants are implemented
and compared in two, three, and four dimensions respectively, along with several

representative EDAs, including univariate and multivariate models such as UMDA,
EMNA, and PBIL, among others.

Additionally, a hybrid IPF + EDA approach is proposed, combining the efficiency
of the deterministic fitting of IPF with the exploratory capabilities of EDAs. The
conducted experiments analyze the solution quality, the adherence to target margins,
the similarity to the original matrix, and the execution time. The results show that
EDAs, especially in their hybrid version with IPF, can overcome the limitations of the
classical method, providing more robust solutions in complex and high-dimensional
contexts.

Keywords

EDAs, IPF Algorithm, Fitness, Multidimensional Margins, Convergence, Optimiza-
tion.






Agradecimientos

En primer lugar, deseo expresar mi mas sincero agradecimiento a mis tutores del
Trabajo Fin de Master, Pedro Larranaga y Concha Bielza, por su invaluable apoyo,
orientacion experta y dedicacion durante todo el desarrollo de este proyecto. Sus
conocimientos, sugerencias y constante disponibilidad han sido fundamentales para
la realizacion de este trabajo.

De manera especial, quiero agradecer a Laura por su implicacién y esfuerzo en la
coordinacion de nuestras reuniones, asi como por facilitarnos un espacio de trabajo
en el CEDINT, lo que permitié desarrollar este proyecto en un entorno adecuado y
propicio para la investigacion.

Finalmente, pero no por ello menos importante, deseo manifestar mi profundo
agradecimiento a mi familia por su apoyo incondicional, paciencia y &nimo durante
todo el proceso de elaboracién de este trabajo. Su respaldo ha sido mi principal
sustento en los momentos mas desafiantes.






Indice

1. Introduccion 9
1.1. Objetivos . . . . . . . 10
1.2. Estructura del Documento . . . . . . . ... ... ... L. 10

2. Estado del Arte 12
2.1. Investigacion Previa . . . . . . .. ... ... L oo 12

2.1.1. [terative Proportional Fitting . . . . . . . . . . . . . . .. ... 12
2.1.2. Extension de IPF a Dimensiones Superiores . . . . . . . . .. 14
2.2. Aplicaciones Practicas del IPF . . . . . . . .. ... ... ... .... 14
2.3. Variantes Clasicas del IPF . . . . . . ... ... ... ... ... 15
2.3.1. IPF-Fienberg . . . . . . .. . ... .. ... ... 15
2.3.2. IPF-Rischendorf . . . . . ... ... ... .. .. ... .... 17
2.3.3. IPF-Deming & Stephan . . . . . .. ... ... ... ..... 18
2.4. Criterios de Convergencia en Variantes de IPF . . . . . .. .. .. .. 19
2.5. Algoritmos de Estimacion de Distribuciones . . . . . ... .. .. .. 20
2.5.1. Modelos Univariados . . . . . . .. . .. .. ... ... ..., 20
2.5.2. Modelos Multivariados . . . . . .. . ... ... ... ... 21

3. Desarrollo 24
3.1. Planteamiento del Problema . . . . . . .. .. ... ... ... . ... 24
3.2. Requisitos de Entorno y Dependencias . . . . . ... ... ... ... 28
3.3. Implementacién IPF . . . . . . ..o 29

3.3.1. Variantes del IPF Bidimensional y Métodos de Convergencia . 29
3.3.2. Cddigo IPF Bidimensional . . . . .. ... ... ... .. ... 29
3.3.3. Extensiona3Dy4D . . .. ... ..o 30
3.4. Implementacion de EDAs . . . . . . . .. ... ... ... ... 30
34.1. EDAsEstandar . . . . . .. ... ... ... ... ..... 30
3.4.2. Métodos Alternativos: PBIL y CMA-ES . . . ... ... ... 31
3.4.3. EDAs en Espacios de 3 y 4 Dimensiones . . . . .. ... ... 33
3.5. Integracion de IPF + EDA . . . . .. ... ... 34
3.5.1. Inicializacion y Aplicacion de IPF . . . . . . . . .. ... ... 36
3.5.2. Exploracién Global con EDAs . . . . . ... ... ... .... 36
3.5.3. Refinamiento Estocastico con Busqueda Local . . . . . . . .. 37
3.5.4. Actualizacion del Mejor Resultado . . . . . . ... .. ... .. 37
3.6. Hiperparametros utilizados en los algoritmos . . . . . . . .. ... .. 37
3.7. Formas de Evaluaciéon . . . . . .. .. o000 38

4. Resultados 40
4.1. Analisis Comparativo de Variantes Clasicas del IPF . . . . . . . . .. 40
4.2. Deming & Stephan vs Fienberg vs Ruschendorf . . . . . .. ... .. 40

4.3.

4.2.1. Deming & Stephan vs Fienberg vs Ruschendorf en 2 dimensiones 40
4.2.2. Deming & Stephan vs Fienberg vs Ruschendorf en 3 dimensiones 40
4.2.3. Deming & Stephan vs Fienberg vs Ruschendorf en 4 dimensiones 41
IPF vs EDAs . . . . . . 41
4.3.1. IPF vs EDAs en 2 Dimensiones . . . . . . ... ... ..... 41



4.3.2. Evolucion del Ajuste de EDAs en 2 Dimensiones . . . . . . . . 43

4.3.3. IPF vs EDAs en 3 Dimensiones . . . . .. ... ... ..... 44

4.3.4. Evolucion del Ajuste en IPF vs EDAs en 3 Dimensiones . . . . 46

4.3.5. IPFvs EDAsendD . .. ... .. ... ... ... ...... 48

4.3.6. Evolucion del ajuste en IPF vs EDAs en 4 dimensiones . . . . 49

4.4. Comparacién IPF vs IPF + EDAs (una iteraciéon vs multiples iteraciones) 50

45. IPFvsIPF +EDAs . . . . . . . . .. ... 52

4.5.1. IPF vs IPF + EDAs 2 Dimensiones . . . . . . .. ... .. .. 52

4.5.2. Evolucion del Ajuste en IPF vs IPF + EDAs en 2 Dimensiones 54

4.5.3. IPF vs IPF + EDAs 3 Dimensiones . . . . . . ... ... ... 55

4.5.4. Evolucién del Ajuste en IPF vs IPF + EDAs en 3 Dimensiones 57

4.5.5. IPF vs IPF 4+ EDAs en 4 Dimensiones . . . . . .. ... ... 58

4.5.6. Evolucion del Ajuste en IPF vs IPF + EDAs en 4 Dimensiones 60

. Discusion de los Resultados 62

5.1. Comparativa entre IPF y los EDAs . . . . ... .. ... ... .... 62
5.2. Comparativa entre Variantes de IPF: Deming & Stephan, Fienberg y

Riischendorf . . . . . . . . . ... 62

5.3. Comparativa entre IPF y los Métodos Hibridos IPF + EDAs . . . . . 62

. Conclusiones y Trabajo Futuro 63

6.1. Conclusiones . . . . . . . . . . . ... 63

6.2. Limitaciones . . . . . . . .. ... 63

6.3. Trabajo Futuro . . . . . .. .. .. .. .o 64

. Bibliografia 64

. Anexos 67



1. Introduccion

El ajuste de margenes en tablas multidimensionales es un problema clasico en
estadistica y analisis de datos, con aplicaciones en contextos tan diversos como
la estadistica oficial, la sintesis de datos, la inferencia bayesiana y el aprendizaje
automatico. Este problema surge cuando los datos originales son inaccesibles o
incompletos, pero se dispone de informacién parcial, como los margenes (sumas por
filas, columnas o dimensiones superiores). En estos casos, es crucial estimar una tabla
o tensor que respete dichos margenes y, a la vez, sea lo mas coherente o cercana
posible a una distribucion de referencia o tabla real.

En este contexto, el algoritmo IPF (Iterative Proportional Fitting) ha sido am-
pliamente utilizado por su simplicidad, su robustez numérica y su capacidad para
garantizar la compatibilidad con los margenes. Sin embargo, su rendimiento puede
verse comprometido cuando el nimero de dimensiones crece, los margenes presentan
inconsistencias o ruido, o cuando se desea incorporar restricciones adicionales o crite-
rios de optimizacion méas complejos. Ademas, IPF no esta disenado para optimizar
directamente un criterio explicito de calidad (como la similitud con una tabla real),
sino que simplemente ajusta los margenes de forma iterativa.

Estas limitaciones motivan la exploracién de enfoques alternativos que permitan una
mayor flexibilidad y control sobre la calidad del ajuste. En particular, los algoritmos
evolutivos basados en estimacion de distribuciones (Estimation of Distribution Algo-
rithms, EDAs) constituyen una via prometedora para abordar este problema debido a
su capacidad para explorar espacios de buisqueda complejos y de alta dimensionalidad,
capturando dependencias estadisticas entre variables y adaptando iterativamente su
busqueda.

Este trabajo explora primero el rendimiento de los EDAs aplicados de forma inde-
pendiente al problema del ajuste de margenes, y posteriormente propone un enfoque
hibrido que combina IPF con EDAs, utilizando IPF para generar una solucion inicial
y los EDAs para refinarla. Ademaés, se mejora la calidad de la solucion generada
por los EDAs, incorporando una etapa de busqueda local que explora el entorno de
dicha solucién con el objetivo de alcanzar 6ptimos més precisos y estables. De este
modo, se busca superar las limitaciones del algoritmo IPF, mejorando la precision,
estabilidad y control del proceso de ajuste.

Esto plantea la siguiente pregunta de investigacion, que guia el presente trabajo:

¢ Pueden los EDAs, por si solos o en combinacion con el algoritmo IPF,
mejorar la calidad del ajuste de mdrgenes en tablas multidimensiona-
les respecto a métodos cldsicos como el IPF, en términos de precision,
velocidad y estabilidad?



1.1. Objetivos

El principal objetivo de este trabajo es desarrollar, implementar y evaluar una
metodologia hibrida que combine el algoritmo Iterative Proportional Fitting (IPF)
con diferentes algoritmos evolutivos de estimaciéon de distribucién (Estimation of
Distribution Algorithms, EDAs), tales como UMDA, PBIL, EMNA y EGNA, entre
otros. A través de esta integracion, se busca mejorar la capacidad de ajuste de tablas
de contingencia a margenes predefinidos en dos o mas dimensiones, explorando tanto
la convergencia como la calidad de las soluciones obtenidas.

De forma mas especifica, los objetivos son:

» Extender el algoritmo IPF a dimensiones superiores (3D y 4D) asegurando el
cumplimiento de los margenes multidimensionales.

= Implementar distintos EDAs, tanto univariados como multivariados, y adap-
tarlos al contexto del ajuste de tablas de contingencia, para posteriormente
evaluar su desempefio en comparacion con el algoritmo IPF.

= Disenar una estrategia de integracion donde el algoritmo IPF actie como
método determinista inicial y los EDAs como refinadores estocasticos.

= Evaluar el rendimiento del enfoque hibrido en términos de calidad del ajuste,
nimero de iteraciones hasta la convergencia y tiempo de ejecucion.

= Comparar las distintas combinaciones de IPF + EDA y variantes del algoritmo
IPF, en distintos niveles de complejidad dimensional.

1.2. Estructura del Documento
El documento esta organizado de la siguiente manera:

= El Capitulo 1 introduce el tema y expone los objetivos del trabajo.

= El Capitulo 2 presenta el estado del arte, centrado en el algoritmo IPF, su
féormula general y sus extensiones a dimensiones superiores. También se revisan
variantes clasicas (Deming & Stephan, Fienberg, Riischendorf), se discuten sus
fundamentos tedricos y aplicaciones, los criterios de convergencia, y se finaliza
con una seccion sobre EDAs, incluyendo modelos univariantes y multivariantes.

= El Capitulo 3 describe el desarrollo del proyecto. Incluye el disefio del problema,
la implementacion del algoritmo IPF en 2, 3 y 4 dimensiones respectivamente y
las implementaciones de EDAs (incluyendo CMA-ES y PBIL), y la integracion
de IPF con EDAs. También se presentan las estrategias de evaluacion.

= El Capitulo 4 detalla los resultados de los experimentos. Compara las variantes
de TPF en multiples dimensiones, analiza las diferencias de rendimiento entre
IPF y los EDAs, y explora los beneficios de los métodos hibridos (IPF 4+ EDA).

= El Capitulo 5 discute los hallazgos experimentales, analizando las ventajas
y limitaciones de cada método y comparando en profundidad IPF, EDAs y
enfoques hibridos.

= El Capitulo 6 concluye el documento resumiendo los principales aprendizajes
derivados del desarrollo de este proyecto, reconociendo las limitaciones actuales
y proponiendo lineas futuras de investigacion.

= En Anexos se incluye fragmentos relevantes de cédigo y detalles adicionales
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de implementacion. Estos apoyan las explicaciones presentadas a lo largo de
los capitulos principales y sirven como referencia para la reproducibilidad y
comprension técnica.
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2. Estado del Arte

2.1. Investigacion Previa

En las tltimas décadas, los EDAs se han consolidado como una alternativa poderosa
a los algoritmos evolutivos cldsicos, como los algoritmos genéticos (GA). Su principal
caracteristica es el reemplaz6 de los operadores genéticos (cruce y mutacién) por el
modelado explicito de la distribucion de probabilidad subyacente a las soluciones y
su posterior simulacién. Esto permite guiar la bisqueda de manera més eficiente en
muchos problemas de optimizacién complejos.

Los EDAs han sido aplicados con éxito en una gran variedad de problemas de
optimizacién, tanto discretos como continuos, incluyendo disefio de redes, aprendizaje
de estructuras de redes bayesianas, bioinformatica, y mas recientemente, en problemas
estadisticos como la imputacién de datos faltantes o la seleccion de variables.

En el contexto especifico del ajuste de margenes en tablas multidimensionales, el
algoritmo IPF, también conocido como el método de Deming-Stephan Deming and
Stephan (1940), es una técnica clasica y muy utilizada en estadistica para ajustar
tablas de contingencia con margenes conocidos. Sin embargo, su uso ha estado
tradicionalmente limitado a ajustes deterministas, sin considerar la optimizacion
global de alguna funcién objetivo mas alld del cumplimiento de los margenes. Ademas,
IPF no esta disenado para escapar de 6ptimos locales ni explorar diferentes regiones
del espacio de soluciones, lo que puede limitar su utilidad en ciertos contextos.

Hasta la fecha, la combinaciéon de EDAs con IPF no ha sido explorada. Algunos
trabajos han considerado hibridaciones entre algoritmos evolutivos clasicos y métodos
estadisticos para mejorar el ajuste o la eficiencia (Zhang et al., 2023), pero la
integracion directa de EDAs con IPF, aprovechando la capacidad exploratoria de los
primeros y la eficiencia estructural del segundo, representa un enfoque novedoso.

En resumen, mientras que EDAs e IPF han sido estudiados y aplicados de forma
independiente en contextos distintos, la combinacién de ambos en un mismo marco
algoritmico para abordar problemas de optimizacion en estadistica con restricciones
estructurales es una linea de investigacion emergente y no explorada, con un alto
potencial tanto teérico como aplicado.

2.1.1. Iterative Proportional Fitting

El IPF (Deming y Stephan, 1940) Deming and Stephan (1940) es un algoritmo
iterativo utilizado para ajustar distribuciones de datos a restricciones marginales,
garantizando la coherencia en tablas de contingencia. Su formulacién matematica se
puede expresar de la siguiente manera:

Sea X € R™™ la matriz ajustada que buscamos, Z € R™*™ la matriz inicial, e
Y € R™™ el vector objetivo que contiene los totales marginales conocidos.

A continuacién, se describe el caso bidimensional, en el cual el objetivo del IPF es
encontrar una matriz X tal que las sumas por filas y por columnas coincidan con los
margenes dados en Y.

12



X = PZQ

donde P € R™" y Q € R™*™ son matrices diagonales que se actualizan iterativa-
mente para ajustar los margenes de X a los valores objetivo de Y.

El proceso iterativo del IPF se puede describir matematicamente como sigue:

1. Inicializacién: X0 = Z
2. Iteracion k: No importa si primero ajustamos las filas o las columnas, el método

converge igualmente.

= Ajuste de filas: xg?“m = xff) : ;’;,j)

i+
» Ajuste de columnas: x,(fﬂ) = gﬁlm - il
Tyj
donde:
] xz(f) es el valor de la celda (i,7) en la matriz ajustada X en la iteracion k,

» Yir Y Y4; son los totales marginales objetivo de la fila 7 y la columna j,
respectivamente,
. xii =2 mif) es la suma de la fila 7 en la iteracion £, y ngflm =3 x%ﬁl/g)

es la suma de la columna j después del ajuste de filas.

El uso de la notacion k—l—% indica que el ajuste de columnas se realiza sobre una matriz
intermedia, que ya ha sido modificada por el ajuste de filas en la misma iteracién. Es
decir, cada iteracién completa k consta de dos pasos secuenciales: primero el ajuste
de filas, y luego el de columnas.

El proceso se repite hasta que se alcanza un criterio de convergencia, tipicamente
cuando la diferencia entre los totales marginales de X y Y es menor que un umbral
predefinido e:

(k)
Lij

Yij

(k)
1+ _ 1

Yi+

max
1

<€ y max
j

<,

En el contexto de la optimizacion estadistica, el IPF ha sido clave en problemas de
estimacion de maxima entropia y aprendizaje de distribuciones. La funcién objetivo
que el IPF minimiza implicitamente es la divergencia de Kullback-Leibler entre la
distribucion ajustada X y la distribucion inicial Z, definida como:

f(X) = Z ri;log <IU> )
ij Zij

sujeto a las restricciones marginales.

Sin embargo, su escalabilidad se ve limitada en espacios de alta dimension debido al
crecimiento exponencial del nimero de iteraciones requeridas. Para mitigar estas limi-
taciones, hemos desarrollado extensiones basadas en EDAs, que combinan modelado

13



probabilistico con heuristicas evolutivas para mejorar la eficiencia computacional
(Larranaga and Bielza, 2024).

Estos enfoques han permitido una mayor flexibilidad en la modelizacién de dependen-
cias estadisticas, superando algunas de las restricciones estructurales del algoritmo
IPF, tales como la incapacidad para capturar dependencias multivariadas complejas
mas alla de los margenes univariados y bivariados.

2.1.2. Extension de IPF a Dimensiones Superiores

En problemas bidimensionales, el IPF ajusta iterativamente las filas y columnas
hasta que los valores marginales se aproxima con los valores objetivo. Cuando se
aplica a dimensiones superiores, la misma légica se extiende a cada dimensién de la
tabla multidimensional.

Sea X el tensor ajustado, Z el tensor inicial (o semilla), y Y las distribuciones
marginales objetivo. El proceso iterativo sigue estos pasos:

1. Inicializacién: Se parte de una estimacién inicial X(© = Z.
2. Ajustes iterativos por dimensién: Para cada dimensiéon n =1,2,..., N, se
actualiza el tensor segin:

k4o k+n71 y +
Xi<17i271-\~]~7)iN = Xz(m%z X —
(k+25)
L, +
donde

n—1 n—1
nIT= oy Xy
AT PO B TS R ¥ Y,

es la suma marginal (actualizada en la iteracién parcial k + ") a lo largo de
todas las dimensiones excepto la n-ésima, y v, + es el valor marginal objetivo
correspondiente a la dimension n.
El indice £ +  indica un paso intermedio dentro de la iteracion k, es decir,
la actualizacién después de ajustar la dimension n. Por tanto, la iteracion
completa k41 corresponde a haber actualizado todas las dimensiones, cerrando
asi una iteracion completa.

3. Convergencia: Se repite el proceso hasta que las diferencias relativas entre las
marginales calculadas y las marginales objetivo sean menores que un umbral €,
para todas las dimensiones n:

(k)
max |2t — 1| < e.
e Yin+

2.2. Aplicaciones Practicas del IPF

El método IPF se emplea en numerosos ambitos donde es necesario ajustar tablas
de datos multidimensionales para que cumplan con ciertos margenes o restricciones
conocidas. Es una herramienta versatil en tareas de andlisis y modelado de datos.

14



A continuacion, se presentan algunos ejemplos practicos de su aplicacion:
Demografia y Estadisticas Sociales

En estudios estadisticos, el IPF se utiliza para ajustar tablas de contingencia proce-
dentes de encuestas, de manera que las distribuciones marginales por edad, género o
region coincidan con los datos censales oficiales. Esto permite obtener estimaciones
consistentes con la estructura real de la poblacion. Guyon (1982)

Ejemplo: Si una encuesta registra por separado la proporciéon de hombres y mujeres
y la proporcién por grupos de edad, pero no el cruce concreto (hombres jévenes,
mujeres mayores, etc.), el IPF reconstruye esa tabla de doble entrada conservando
ambos margenes conocidos.

Modelado de Transporte

En movilidad urbana, el IPF calibra matrices origen-destino para que el ntimero
total de viajes que parten y llegan a cada zona encaje con los datos de conteos o
encuestas. (Furness, 1983)

Ejemplo: En una ciudad con tres zonas, se conoce el total de viajes que salen y
llegan a cada zona, pero no cémo se distribuyen entre ellas. El IPF ajusta una matriz
inicial estimada hasta que las sumas por fila y columna coincidan con esos totales,
obteniendo asi una matriz origen-destino calibrada y coherente con los datos reales.

Modelado Energético

Permite desagregar el consumo energético total en sectores (residencial, comercial,
industrial) y zonas geograficas, alineando las estimaciones con los margenes agregados
de consumo registrados por subestaciones. (Chang and Lin, 2009)

Ejemplo: Si se sabe que el 50 % del consumo es residencial, el 30 % comercial y el
20 % industrial a nivel municipal, y ademads se conoce el consumo total medido por
zona, el IPF distribuye ese consumo por sector y por zona de forma coherente con
ambos conjuntos de margenes.

2.3. Variantes Clasicas del IPF
2.3.1. IPF-Fienberg
IPF con Preservacion de Razones de Productos Cruzados

En su version tradicional, el IPF garantiza que las distribuciones marginales de la
tabla ajustada coincidan con las distribuciones objetivo, pero puede modificar las
dependencias entre variables.

La variante del IPF con preservacion de razones de productos cruzados (Fienberg,
1970) introduce una restricciéon adicional: se mantiene invariante la estructura de
interacciones entre pares de variables, lo que significa que para cualquier combinacién
de indices 7, 7, h, k se cumple que:
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Dij Phk
Dik Phj

= constante, Vi, j, h,k,

donde P = (p;;) representa la matriz de probabilidades conjuntas de dos variables
categéricas.

Este tipo de restriccion es especialmente relevante, por ejemplo, en la calibracion de
matrices de contacto entre grupos de edad en modelos epidemiolégicos. Estas matrices
reflejan la frecuencia de interaccion entre individuos de diferentes edades, un dato
crucial para modelar la propagacién de enfermedades infecciosas. Al ajustar dichas
matrices a nuevas distribuciones demograficas, conservar la estructura relativa de las
interacciones originales resulta esencial para preservar las asociaciones subyacentes.

El IPF con preservacion de razones de productos cruzados permite realizar este
ajuste sin alterar dichas asociaciones, manteniendo la validez y precision del modelo
epidemiologico.

Fundamentos Teéricos del IPF-Fienberg

El IPF es un caso especial de los métodos de maxima entropia y pertenece a la
familia de algoritmos de optimizacién convexa. En particular, este procedimiento
busca encontrar una distribuciéon P* que satisfaga ciertas restricciones marginales
impuestas a la tabla de contingencia, minimizando la divergencia de Kullback-Leibler
(KL) respecto a una distribucion inicial Py:

P* = arg IIllIl Dy (P||Py) = Zp” log p”

bajo las restricciones de conservacion de las distribuciones marginales y, en esta
variante, de las razones de productos cruzados.

Para garantizar la preservacion de las razones de productos cruzados, el algoritmo
introduce un factor de ajuste multiplicativo en cada iteracion, tal que:

(k+1) _ (k) Yij
pz] p1] y(k)’

ij

donde y;; representa la distribucién marginal objetivo impuesta para la celda (4, j),
y yz(]k ) es el valor marginal correspondiente que tiene la tabla ajustada en la iteracion
k. La preservacion de las razones de productos cruzados se logra gracias a la forma
cuidadosa en que se actualizan las celdas de la tabla, manteniendo las interacciones

originales sin distorsionarlas.
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2.3.2. IPF-Riischendorf

IPF para Distribuciones Bivariadas Continuas con Proporcionalidad Ite-
rativa

El algoritmo IPF fue desarrollado originalmente para el ajuste de tablas de contingen-
cia en el contexto discreto, donde los datos se representan como frecuencias enteras
en una matriz. También puede aplicarse sobre probabilidades discretas (frecuencias
relativas), en cuyo caso los valores son reales entre 0 y 1.

En el caso continuo de Ruschendorf (1995), el IPF puede formularse como un
problema de minimizacién de la divergencia de Kullback-Leibler (KL) entre funciones
de densidad. Dado un espacio de medidas (X,)), el objetivo es encontrar una
distribucién v que respete las restricciones marginales impuestas, minimizando la
divergencia con respecto a una medida de referencia p. Formalmente, el criterio de
optimizacién esta dado por:

I(v||p) = /ln (Z:) dv.

A diferencia del caso discreto, en el contexto continuo se trabaja con funciones de
densidad de probabilidad. Esto implica que los valores con los que se opera son
nameros reales no negativos. Sean X y Y dos variables aleatorias continuas, cuya
distribucién conjunta se describe mediante una funcién de densidad f(z,y) en lugar
de una tabla de frecuencias discretas. Cuando se implementa computacionalmente,
se suele discretizar el espacio continuo, generando matrices cuyas celdas contienen
valores reales en lugar de frecuencias enteras.

La actualizacion iterativa de las densidades sigue el esquema:

¢ 9(y)
f( +1)(x,y) = f(t)(%y) ) Wo

donde ¢(y) es la densidad marginal objetivo en la variable y, y el denominador
corresponde a la marginal actual en dicha dimension. Alternando las actualizaciones
entre ambas variables, se obtiene una secuencia de densidades que converge, bajo
ciertas condiciones, a una solucion que cumple simultaneamente con las restricciones
marginales.

Al emplear IPF en este contexto, se garantiza que la exploracion del espacio de
soluciones preserve ciertas estructuras de dependencia entre variables, evitando la
degeneracion de las distribuciones generadas durante la evolucion del algoritmo.

IPF Bajo Condiciones de Regularidad

Para garantizar la convergencia del IPF en espacios continuos, Riischendorf (1995)
establecié un conjunto de condiciones de regularidad. Estas condiciones aseguran la
estabilidad del procedimiento iterativo y previenen situaciones en las que la densidad
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estimada pueda disverger o colapsar en ciertas regiones del espacio de busqueda.
Estas cuatro condiciones son:

» (B1) Acotacidén inferior de la densidad conjunta: Se requiere que la
densidad conjunta h mantenga un limite inferior positivo, expresado como:

h(z,y) > c-r(y),

donde ¢ > 0 es una constante y 7(y) es una funcién de control que depende tini-
camente de y. Esta condiciéon impone una cota uniforme para todo x, evitando
que la densidad estimada colapse a valores cercanos a cero y garantizando asi
la diversidad en la exploracion del espacio de soluciones.

» (B2) Integrabilidad de la densidad: La densidad debe pertenecer a un espa-
cio de funciones integrables, tipicamente L, asegurando que la normalizacién
sea posible en cada iteracion.

» (B3) Continuidad y diferenciabilidad: Para ciertas aplicaciones en optimi-
zacion, se requiere que las funciones de densidad involucradas sean continuas
y, en algunos casos, diferenciables, lo que facilita su ajuste mediante métodos
iterativos.

» (B4) Espacio de soluciones cerrado: El conjunto de distribuciones factibles
debe ser cerrado en el espacio de medidas de probabilidad. Esto implica
que cualquier secuencia de distribuciones generada por el procedimiento IPF
converge a una solucién admisible dentro del espacio considerado.

2.3.3. IPF-Deming & Stephan

IPF Estocastico

Una extension del IPF cléasico consiste en introducir ruido en los factores de ajuste, lo
que permite explorar mejor el espacio de soluciones (Deming and Stephan, 1940). Esta
modificacién se implementa agregando una perturbacién aleatoria € a la actualizacion
de probabilidades, dada por:

k k Yi
p§j+1):pz('j)' ( +(k) +6) ) GNN(OaUQ)’
> Dij

Este enfoque introduce estocasticidad en el proceso de ajuste, permitiendo simular
un operador de mutacion similar al empleado en algoritmos genéticos. Al incorporar
variabilidad aleatoria en cada iteracion, se favorece la exploraciéon del espacio de
soluciones dentro del marco de los EDAs, que tradicionalmente se basan tinicamente
en operadores de estimacion y muestreo deterministas.

IPF y Normalizaciéon Iterativa de Sinkhorn-Knopp

En problemas de alta dimensionalidad, donde el niimero de celdas puede ser muy
grande en relacion con la cantidad de datos disponibles, el algoritmo IPF puede
presentar dificultades para generalizar correctamente. El trabajo clasico de Sinkhorn
y Knopp Sinkhorn and Knopp (1967) establece un método para transformar matrices
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no negativas en matrices doblemente estocésticas mediante un procedimiento iterativo
de escalado, que es la base matematica del algoritmo IPF.

2.4. Criterios de Convergencia en Variantes de IPF

En los métodos iterativos como el algoritmo IPF, definir un criterio adecuado para
determinar la convergencia del algoritmo es fundamental para asegurar una solucion
estable y eficiente. A continuacion, se describen los criterios de convergencia mas
comunes empleados en las variantes consideradas en este trabajo.

El criterio de convergencia para la variante de Deming & Stepahn (1940) Deming
and Stephan (1940), cuyo pseudocddigo se muestra en el Listado 1, se basa en la
estabilizacion del valor de la funciéon de ajuste. Es decir, se considera que el algoritmo
ha convergido cuando la diferencia entre valores de ajuste consecutivos es inferior a
un umbral predefinido e:

FO = <

donde f® representa el valor de ajuste en la iteracién t, y se suele tomar ¢ = 1075.

En contraste, las variantes propuestas por Fienberg (1970) y Riischendorf (1995)
emplean criterios diferentes, detallados a continuacién:

= Fienberg: Este criterio evalia la convergencia mediante la minimizaciéon de
la divergencia de Kullback-Leibler (KL) entre la matriz estimada P®) en la
iteracién k y la matriz objetivo Y. Se considera que el algoritmo ha convergido
cuando dicha divergencia es menor que un umbral ¢:

Dy (Y[ P®) = zj:yij log ;/(g) <4,
i, ]

donde Y representa la matriz de margenes objetivo y P*®) la matriz estimada en
la iteracion k; v;; y pgf) son sus elementos en la posicion (i, j), respectivamente.

= Riischendorf: Este criterio evalia la convergencia mediante la log-verosimilitud
de la matriz estimada P®). La convergencia se considera alcanzada cuando la
mejora relativa en la log-verosimilitud entre iteraciones consecutivas es menor
que un umbral ~:

(P — (P
(P®) — (Pt
|[((PE-D)]
donde ¢(P™) representa la log-verosimilitud en la iteracién k, y tipicamente

se toma v = 1072, Este criterio permite detectar la estabilizacién del ajuste del
modelo, incluso cuando las matrices estimadas apenas cambian entre iteraciones.

Estos distintos criterios de convergencia reflejan enfoques complementarios para
determinar la estabilidad del algoritmo, impactando tanto en la precisién final como
en el nimero de iteraciones requeridas. Su eleccion debe considerar el contexto del
problema y los objetivos especificos del ajuste de la tabla o distribucion.
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2.5. Algoritmos de Estimacion de Distribuciones

Los EDAs Larranaga and Lozano (2002) son una clase de algoritmos de compu-
tacion evolutiva que modelan la distribucién de las soluciones mas prometedoras y
generan nuevas soluciones muestreando a partir de dicha distribucién. En lugar de
aplicar operadores genéticos clasicos como cruces o mutaciones, los EDAs utilizan
estimaciones estadisticas para guiar el proceso de busqueda.

La estructura general de un EDA se puede expresar como:

1. Inicializacién: generar una poblacion inicial de N individuos aleatoriamente,
denotada como D.

2. Repetir para [ = 1,2, ... hasta cumplir un criterio de parada:
a) Seleccion: elegir un subconjunto de n < N individuos con mejor rendi-
miento:

DP® + Seleccion(D;_1)

b) Estimacion: construir una estimacién de la distribuciéon a partir del sub-
conjunto seleccionado P;(x):

Py(x) ~ P(x | Dlse)

¢) Muestreo: generar una nueva poblacién de N individuos muestreando de
Pl (X) .
D, < Muestreo(P;(x))

Opcionalmente, algunos enfoques aplican una fase de bisqueda local sobre las mejores
soluciones generadas con el objetivo de refinar aiin mas los resultados. Esta etapa
puede mejorar la precision final del algoritmo sin alterar su estructura principal.

2.5.1. Modelos Univariados

En esta categoria, se asume independencia entre las variables con las que se repre-
sentan los individuos, modelando cada una por separado.

UMDA (Univariate Marginal Distribution Algorithm) La distribucién de
probabilidad conjunta de las soluciones candidatas, usualmente representadas como
vectores de variables binarias, se descompone como el producto de distribuciones
marginales independientes (Miihlenbein and Paass, 1996):

n

]P’I(X) = H]P)l(xz)

=1

Para variables binarias, cada x; € {0, 1}, las probabilidades marginales se esti-
man contando la frecuencia relativa de unos en la posicién i dentro del conjunto
seleccionado:

_ Si—1,
S )



donde S;_1; es el nimero de individuos con valor 1 en la posicién ¢ y S es el
total de individuos seleccionados. Para variables categéricas o continuas, se aplican
estimadores adecuados, como histogramas, suavizados o modelos paramétricos.

PBIL (Population-Based Incremental Learning) En este caso, la distribucién
de cada variable X; se actualiza con una tasa de aprendizaje a € (0,1) (Baluja,
1994):

Pz, =v)=(1—-a) P i(zi=v)+a-—> Iz =v)

ni-

donde n = | D}, | es el nimero de individuos seleccionados en la iteracién anterior, y
I(-) es la funcién indicadora, que vale 1 si la variable X; del j-ésimo individuo toma
el valor v, y 0 en caso contrario.

Univariate KEDA (Kernel Estimation Distribution Algorithm) Univariate
KEDA Soloviev et al. (2021) utiliza estimacién de densidad con kernels para modelar
la distribuciéon marginal de cada variable, proporcionando una aproximacién no
paramétrica:

1 & T —

J=1

donde K es la funcién kernel (por ejemplo, Gaussiana) y h es el ancho de banda que
controla la suavidad de la estimacion.

Nota: Aunque se utiliza la misma notacién xi en los algoritmos PBIL y Univariate
KEDA su interpretacion difiere:

= En PBIL, a:f representa un valor discreto o categorico de la variable X;
para el individuo j, y se emplea en funciones indicadoras para actualizar las
probabilidades.

= En Univariate KEDA, = es un valor continuo observado de la variable X,
utilizado dentro de una funcion kernel para estimar densidades de probabilidad.

Por tanto, aunque la notacién es la misma, el significado y tratamiento matematico
de 7/ difieren en cada algoritmo.
2.5.2. Modelos Multivariados

Estos métodos incorporan dependencias entre las variables mediante funciones de
densidad multivariantes, que en algunos casos factorizan de acorde a la estructura
de un modelo gréafico probabilistico.
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EMNA (Estimation of Multivariate Normal Algorithm) Este algoritmo
asume que la distribucion conjunta de las variables sigue una distribucion normal
multivariada (Larranaga et al., 2020):

]P)Z(X) = N(l—"lv El)a

donde p; y ¥; son la media y la matriz de covarianzas, respectivamente, estimadas a
partir del conjunto de individuos seleccionados en la generacion (.

EGNA (Estimation of Gaussian Network Algorithm) EGNA modela la
distribucion conjunta mediante una red bayesiana con nodos que representan variables
continuas con distribucién lineal gaussiana condicionada a sus padres (Larranaga
et al., 2020):
]P)Z(X) = HN(IL‘Z | 2% + Z ﬁijxj,a?),
i=1

X;€Pa;

donde Pa; denota el conjunto de variables padres de X;, y los pardmetros p;, 8;; y
o? se estiman a partir del subconjunto de individuos seleccionados en la generacién

[, reflejando las dependencias lineales condicionales entre variables.

SPEDA (Semiparametric Estimation of Distribution Algorithm) La im-
plementacién de SPEDA en EDAspy Pérez Soloviev (2024a) utiliza redes bayesianas
semiparamétricas para estimar la distribucién conjunta en cada iteraciéon. A partir
de las mejores soluciones de las tltimas [ generaciones, SPEDA aprende tanto la
estructura de la red como las distribuciones condicionales, que combinan métodos
paramétricos (por ejemplo, Gaussianas) y no paramétricos (KDE) para capturar
dependencias complejas entre variables:

n

p(x) = [T p(@i | %pa,),

=1

donde p(z; | Xpa,) se modela mediante una combinacién semiparamétrica, mezclando
estimaciones KDE con componentes gaussianos. Este enfoque permite integrar infor-
macién reciente (archivo de las ultimas [ generaciones) y estructuras de dependencia
aprendidas dinamicamente, mejorando asi el balance entre exploracion y explotacion.

CMA-ES (Covariance Matrix Adaptation Evolution Strategy) CMA-ES
(Hansen, 2006) modela la distribucién de bisqueda como una normal multivariada
N(p,, X)) y actualiza iterativamente sus pardmetros en funcién de los mejores
individuos de la generacion [.

En cada iteracion, se muestrean N individuos de la distribucién actual:

Dy = {x1,Xg,..., Xy} con x;~N(py, %)
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La media se actualiza como una combinacién ponderada de los mejores A\ < N
individuos seleccionados:

A
My = Zwixi,
=1

donde los pesos w; > 0 cumplen Z?Zl w; = 1.
La matriz de covarianza se adapta mediante:
A
El—i—l = (1 —C1 — Cu)zl + Clpcp;r + Cu sz(xz - IJ’Z)(Xi - /J’l)T7
i=1

donde ¢, ¢, € (0,1) son pardmetros de aprendizaje y p. es el vector de evolucion
acumulada que incorpora informacion sobre las direcciones recientes de la bisqueda.

Esta adaptacion permite a CMA-ES ajustar dinamicamente la forma y orientacién de
la distribucién de busqueda, facilitando la exploracion eficiente en espacios complejos.
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3. Desarrollo

3.1. Planteamiento del Problema

El objetivo principal de este trabajo es ajustar una tabla multidimensional (o tensor)
de frecuencias de forma que cumpla con unos margenes predefinidos. Este problema
es clasico en estadistica y tradicionalmente se aborda mediante el algoritmo IPF,
que ajusta iterativamente las celdas del tensor para que los margenes observados
coincidan con los deseados.

Sin embargo, este trabajo propone un enfoque alternativo basado en técnicas de
optimizacion heuristica estocastica, en particular los EDAs, con el objetivo de superar
las limitaciones del IPF en términos de convergencia, estabilidad numérica y similitud
con la distribucién inicial.

Concretamente, se plantea el uso de un algoritmo hibrido que aplica primero IPF para
obtener una solucion inicial que cumpla aproximadamente los méargenes especificados.
A continuacién, se utiliza un EDA para mejorar dicha soluciéon, buscando una
configuracion alternativa que reduzca atin mas el error marginal y mejore propiedades
adicionales del ajuste. De este modo, el EDA no sustituye al IPF, sino que actia

como un refinamiento posterior que explora el entorno de la solucién obtenida por
IPF.

Este enfoque permite formular el problema como uno de optimizacién numérica,
pues las variables de decisiéon son valores numéricos que conforman una matriz o un
tensor, y el objetivo es encontrar la configuracion que minimice una funciéon de coste
continua asociada al error en los margenes.

El objetivo final es comparar empiricamente el rendimiento del algoritmo IPF frente al
enfoque combinado IPF+EDA | evaluando su comportamiento en distintos escenarios
simulados.

Para inicializar la poblacién del EDA, se genera un conjunto de individuos alrededor
de la solucién obtenida por IPF, que sirve como punto de partida prometedor. Esto
se consigue aplicando pequenas perturbaciones aleatorias a los valores de cada celda
del tensor ajustado por IPF, muestreando valores cercanos mediante distribuciones
normales con media en el valor IPF y varianza controlada. De esta manera, la
poblacion inicial explora localmente el espacio de soluciones, permitiendo al EDA
refinar la solucion original y mejorar la calidad del ajuste de los margenes.

Ejemplo de Tabla de Contingencia

Una tabla de contingencia es una representacién tabular que muestra la frecuencia
conjunta de dos variables categoricas. En este ejemplo cada celda indica el niimero
de casos que pertenecen simultdneamente a una categoria de cada variable, mientras
que las sumas por fila y columna representan los margenes totales.

Por ejemplo, el Cuadro 1 relaciona el nimero de vehiculos por hogar con el tamano
del hogar.

24



N? Vehiculos / Hogar | Pequeno | Mediano | Grande | Total
Sin vehiculo 120 150 300 570
1 vehiculo 160 220 480 860
2+ vehiculos 140 210 220 570
Total 420 580 1000 2000

Cuadro 1: Ejemplo de tabla de contingencia con margenes conocidos.

En este ejemplo, el objetivo del ajuste seria modificar ligeramente las celdas internas
de la tabla para que coincidan con unos margenes externos preestablecidos. En el
caso multidimensional, la légica es la misma, pero se extiende a mas de dos variables
(por ejemplo, tamano del hogar, niimero de vehiculos y salario), lo que da lugar a
estructuras mas complejas llamadas tensores, en lugar de matrices bidimensionales
simples.

Ejemplo Ilustrativo de Ajuste Bidimensional mediante IPF y EDA

Supongamos que deseamos ajustar la tabla anterior para cumplir con unos margenes
objetivo diferentes a los observados. Imaginemos que disponemos de datos separados
sobre el nimero total de hogares segtin el tamano del hogar y, por otro lado, el
numero total de hogares segin el niimero de vehiculos que poseen. El objetivo es
estimar la distribucion conjunta de hogares por tamano y ntmero de vehiculos,
ajustando dicha distribuciéon para que cumpla los méargenes objetivo.

Los margenes observados y los margenes objetivo son los siguientes:

» Margenes observados de ntiimero de vehiculos: {5700, 8600, 5700}, correspon-
dientes a hogares con 0, 1 y 2 o méas vehiculos respectivamente.

» Margenes objetivo de nimero de vehiculos: {2700, 4300, 3000}, que reflejan un
ajuste para la estimacion.

= Mérgenes observados de tamano del hogar: {4200, 5800, 1000}, correspondientes
a hogares con tamano pequenio, mediano y grande respectivamente.

» Margenes objetivo de tamatio del hogar: {2200, 2800, 5000}, un ajuste leve
similar al anterior.

Partimos del Cuadro 2, que representa una tabla sin informaciéon especifica, en la
que todas las celdas se inician con valores iguales:

Vehiculos / Tamano Hogar | Pequeiio | Mediano | Grande | Total
Sin vehiculo 1 1 1 3
1 vehiculo 1 1 1 3
2+ vehiculos 1 1 1 3
Total 3 3 3 9

Cuadro 2: Tabla inicial con valores iguales

En la primera iteracion del algoritmo IPF, ajustamos los valores por filas para que
los totales coincidan con los margenes objetivo del niimero de vehiculos, manteniendo

25



la proporcién original dentro de cada fila.

N€ Vehiculos / Hogar | Pequeno | Mediano | Grande | Total
Sin vehiculo 900 900 900 2700

1 vehiculo 1433,3 1433,3 1433,3 4300

2+ vehiculos 1900 1900 1900 5700
Total 4233,3 4233,3 4233,3 | 12700

Cuadro 3: Tabla tras ajustar filas a los méargenes objetivo de vehiculos (primera
iteracion)

En la siguiente iteracién, se ajustan las columnas para cumplir los margenes objetivo
del tamaifio del hogar. Alternando estas correcciones fila-columna a lo largo de varias
iteraciones, el algoritmo converge a una tabla que satisface ambos conjuntos de
margenes simultaneamente.

El Cuadro 4 corresponde a la tabla ajustada tras la aplicacion del algoritmo IPF:

N€ Vehiculos / Hogar | Pequeno | Mediano | Grande | Total
Sin vehiculo 400 500 1800 2700

1 vehiculo 1000 1500 1800 4300

2+ vehiculos 800 800 1400 3000
Total 2200 2800 5000 10000

Cuadro 4: Tabla ajustada con el algoritmo IPF

Aunque el método IPF ajusta la tabla para que cumpla perfectamente con los
margenes establecidos (es decir, las sumas por filas y columnas son correctas), no
siempre ofrece resultados realistas. En particular, algunas combinaciones dentro de
la tabla pueden ser poco probables o poco coherentes con el contexto real.

Por ejemplo, IPF puede asignar demasiados hogares grandes sin vehiculo, una
distribucién que, aunque cumple los margenes, no refleja adecuadamente la realidad
socioecondmica, donde es comun que viviendas mas grandes tengan més vehiculos.

Para mejorar este aspecto, aplicamos un refinamiento adicional mediante un algoritmo
llamado EDA, que parte de la soluciéon generada por IPF y la ajusta para lograr
una distribucién mas plausible y coherente. Esto es posible gracias a que la funciéon
objetivo del EDA no solo minimiza la discrepancia con los margenes originales,
sino que también penaliza las soluciones que se alejan demasiado de la matriz
inicial, favoreciendo asi combinaciones que mantienen una estructura realista. Tras el
refinamiento con EDA, el Cuadro 5 muestra un patrén mas 16gico: un mayor niimero
de hogares pequenos sin vehiculo y un aumento progresivo en la cantidad de vehiculos
conforme crece el tamano del hogar. Esto hace que la solucién no solo cumpla con
los margenes, sino que también sea mas apropiada con lo que buscabamos.
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N? Vehiculos / Hogar | Pequeno | Mediano | Grande | Total
Sin vehiculo 1200 800 700 2700

1 vehiculo 700 150 2100 4300

2+ vehiculos 300 500 2200 3000
Total 2200 2800 5000 10000

Cuadro 5: Tabla ajustada con refinamiento EDA

Este procedimiento puede extenderse sin dificultad a dimensiones superiores, utili-
zando tensores en lugar de matrices y generando conjuntos coherentes de margenes
para cada dimension. El principio sigue siendo el mismo: generar valores aleatorios
por dimensién, escalar y ajustar los margenes para que coincidan con los margenes
dados.

Definicién Formal del Problema
Dado un tensor X € R xd2xXdn go hygea encontrar una soluciéon que:
)

» Contenga tnicamente valores no negativos (frecuencias o probabilidades).

» Satisfaga un conjunto de restricciones de margenes (sumas de subconjuntos de
elementos).

= Sea lo més similar posible a un tensor inicial Z, utilizado como semilla.

= Minimice una funcién objetivo ponderada, definida como:

fitness(X) = « - f: HmZ(X> - m;)ijZ + - Z |Ti5 — 2i
i=1 1,J

donde:

= M es el nimero de margenes considerados

m;(X) representa el vector de margenes extraido del tensor X para el margen i
obj

m.:

27 es el vector de mérgenes objetivo para el margen 4
Z es el tensor inicial
«a 'y [ son hiperparametros positivos que equilibran la penalizaciéon por error
en los margenes y la similitud con el tensor inicial. No estan restringidos
al intervalo [0, 1], sino que pueden tomar cualquier valor positivo segin la
importancia relativa de cada criterio en la funciéon objetivo.

Enfoque Hibrido IPF + EDAs

Este problema, por su naturaleza, puede tener muchas soluciones posibles, espe-
cialmente cuando las restricciones no determinan univocamente la tabla. Por ello,
al combinar el algoritmo IPF con EDAs se pueden explorar soluciones cercanas al
resultado de IPF, pero que optimicen otras caracteristicas (como el error global o la
similitud con la matriz inicial o real).

27



Ademas, se incorpora una etapa de busqueda local (local search) sobre la solucién
obtenida por el EDA, con el objetivo de refinarla atin méas y mejorar la convergencia
hacia soluciones de alta calidad.

La solucién final se busca como una matriz o tensor que parte de la solucion obtenida
por el algoritmo IPF, la cual se refina mediante un algoritmo EDA que optimiza una
funciéon de ajuste. Opcionalmente, esta solucién puede mejorarse aiin mas mediante
una etapa de busqueda local, explorando pequenas modificaciones en torno a la
solucion obtenida tras aplicar IPF y EDA.

La calidad de la soluciéon se evaltia considerando tres aspectos: la precision en el
ajuste de los margenes, que corresponde al primer término de la funcién ajuste; la
similitud con la matriz inicial, que corresponde al segundo término de la funcion
ajuste y el tiempo de ejecucion, que se reporta como métrica adicional pero no forma
parte directa de la funcion ajuste.

3.2. Requisitos de Entorno y Dependencias

Para ejecutar los algoritmos propuestos se ha utilizado el lenguaje Python y varias
librerias de acceso abierto especializadas de optimizacion, aprendizaje probabilistico
y analisis numérico. Las principales dependencias son:

= numpy: operaciones matriciales y manejo de datos numéricos. https://numpy.org/
» pandas: manejo de estructuras de datos tabulares. https://pandas.pydata.org/
» matplotlib: visualizacién de resultados. https://matplotlib.org/
= EDASpy: implementacion de varios EDAs (como EMNA, UMDAc, EGNA, entre
otros). https://github.com/VicentePerezSoloviev/EDAspy
» cma: para algoritmos de optimizacion basados en estrategias evolutivas. https://pypi.org/project /
» pybnesian y pgmpy: librerias necesarias para el funcionamiento de algunos
modelos de EDA en EDAspy, especialmente aquellos basados en redes bayesianas.
https://pybnesian.readthedocs.io/, https://pgmpy.org/
= time: medicién de tiempos de ejecucion.

Las librerias pueden instalarse mediante los siguientes comandos:

pip install numpy pandas matplotlib
pip install EDAspy

pip install pybnesian

pip install pgmpy

pip install cma

Las importaciones basicas utilizadas en el desarrollo son las siguientes:

import numpy as np

import pandas as pd

import matplotlib.pyplot as plt
import time, cma

# Importacidén de EDAs desde EDAspy
from EDAspy.optimization import EMNA, UMDAc, EGNA, UnivariateKEDA

28


https://numpy.org/
https://pandas.pydata.org/
https://matplotlib.org/
https://github.com/VicentePerezSoloviev/EDAspy
https://pypi.org/project/cma/
https://pybnesian.readthedocs.io/
https://pgmpy.org/

Para verificar los algoritmos disponibles dentro del médulo EDAspy.optimization,
se puede usar:

import EDAspy.optimization
print (dir (EDAspy.optimization))

Para acceder a todo el codigo y la documentacion relacionados con este trabajo,
puede consultarse el repositorio ptblico en GitHub (Arteaga, 2025).

3.3. Implementaciéon IPF

Para este trabajo, se ha implementado el algoritmo IPF + EDAS siguiendo las
variantes presentadas en las Secciéon 2.3 del algoritmo IPF: la propuesta original
de Deming & Stephan, la mejora con log-verosimilitud de Fienberg y el enfoque de
Riischendorf con divergencia KL simétrica.

3.3.1. Variantes del IPF Bidimensional y Métodos de Convergencia

A continuacion, se describe la implementacién realizada en el caso bidimensional,
que ha sido extendida de forma analoga a tres y cuatro dimensiones, ajustando
iterativamente los margenes en cada dimension.

3.3.2. Cdbdigo IPF Bidimensional

En el Listadol se muestra un fragmento representativo del cédigo en Python utilizado
para las variantes mencionadas:

Listado 1: Iterative Proportional Fitting - Variante de Deming y Stephan (1940)

def iterative_proportional_fitting_deming(matrix, row_margins,
col_margins, initial_matrix, tol=1le-6, max_iterations=100):
start_time = time.time ()
matrix = matrix.astype(float)
best_costs = []

convergence_iter = None
for it in range(max_iterations):
matrix *= (row_margins[:, None] / (matrix.sum(axis=1,
keepdims=True) + 1e-10))
matrix *= (col_margins / (matrix.sum(axis=0) + 1e-10))

best_cost = fitness_function(matrix, row_margins,
col_margins, initial_matrix)
best_costs.append(best_cost)

if it > 0 and abs(best_costs[-1] - best_costs[-2]) < tol:
convergence_iter = it + 1
break
matrix = np.round(matrix).astype(int)
execution_time = time.time() - start_time

return matrix, execution_time, best_costs, convergence_iter
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De forma similar, se implementaron las variantes de Fienberg (1970) y Rischendorf
(1996) con sus respectivos criterios de convergencia.

3.3.3. Extensiéon a 3D y 4D

El mismo enfoque de actualizacién iterativa por dimensiones ha sido extendido a
tensores tridimensionales y tetradimensionales, manteniendo el principio de ajuste
proporcional de los margenes unidimensionales en cada eje del tensor. En el caso
tridimensional, se generan y ajustan sucesivamente los margenes asociados a cada una
de las tres dimensiones (i), (j) y (k), garantizando que la suma marginal en cada eje
coincida con los valores establecidos. De forma andloga, en el caso tetradimensional
se ajustan iterativamente los margenes unidimensionales correspondientes a las

dimensiones (i), (7), (k) y (1).

Nota: Aunque seria posible definir y ajustar directamente margenes sobre combina-
ciones de tres dimensiones en 3D (como (i, 7, k)) o incluso de cuatro dimensiones en
4D, el uso de margenes unidimensionales simplifica el proceso y permite mantener
una mayor generalidad y eficiencia computacional. Esta decision se alinea con el
objetivo de conservar el mismo esquema iterativo del caso bidimensional, facilitando
asi la extension a dimensiones superiores sin requerir una reformulacion completa del
algoritmo.

No obstante, el ajuste directo de margenes multidimensionales presenta varios incon-
venientes. En primer lugar, es necesario definir un conjunto de margenes consistentes,
ya que no todos los margenes arbitrarios son compatibles entre si, y algunos podrian
resultar imposibles de satisfacer simultaneamente. Ademaés, desde el punto de vista
computacional, el proceso se vuelve mas costoso, ya que las operaciones no se pueden
realizar sobre simples filas o columnas (que corresponden a margenes unidimensiona-
les), sino sobre regiones més amplias del tensor que involucran varias dimensiones
simultaneamente. Cada paso de la iteracién requiere normalizaciones sobre estos
bloques multidimensionales, lo que incrementa significativamente tanto el tiempo de
ejecucion como la complejidad del algoritmo.

3.4. Implementacion de EDAs
3.4.1. EDAs Estandar

Los EDAs estandar implementados comparten la estructura comun: inicializacion
de una distribucién paramétrica, generacion de individuos, evaluacion de soluciones,
y actualizacién de parametros segiin las mejores soluciones. En el Algoritmo 1 se
presenta un esquema general:
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Algoritmo 1: Esquema general del EDA con refinamiento local
Entrada:
« EDA (EMNA, EGNA, UMDA, UKEDA, SPEDA)
= row_margins, col_margins: Vectores de margenes de fila y columna
» dims: Dimensiones de la matriz (ngras X Ncolumnas)
= max_iter: Maximo ntimero de iteraciones
» init_matrix: Matriz de referencia inicial
Salida:
» optimized_matrix: Matriz optimizada normalizada
fitness_history: Evolucién del ajuste
final_fitness: Mejor ajuste obtenido
exec_time: Tiempo de ejecucion
best_perturbed: Mejor matriz obtenida tras busqueda local

Inicializacién del EDA:
= pop_size: Tamaiio fijo de la poblacion, establecido en 100 individuos.
» stagnation: Nimero maximo de iteraciones sin mejora permitido antes de
detener el proceso, fijado en 10.
= bounds: Limites de biisqueda definidos como el valor maximo entre los
margenes de filas y columnas, para acotar el espacio de soluciones posibles.

Funcién Ajuste(matriz, row_margins, col_margins, initial_matriz, o, )
row_diff < | > matriz; . — row_margins,|
col diff «— | 3= matriz. ; — col_margins;|
margin_penalty < > row_dif f2 + 3 col _dif f*
similarity_penalty < Y |matriz — initial_matriz|
return « - margin_penalty + (3 - similarity_penalty

start_time <— start_timer()
Ejecucion principal:
solution, fitness_history «— EDA(fitness, dims, max_iter, pop_size, bounds)

Refinamiento local:
optimized, final_fitness, best_perturbed, improved <«
local_search(solution, row_margins, col_margins, init_matrix)

if not improved then
optimized < normalize(reshape(solution, shape(init_matrix)), row_margins,
col_margins)

exec_time <— stop_timer(start_time)
return optimized_matrix, fitness_history, final_fitness, exec_time, best_perturbed

Las particularidades de cada EDA radican en la forma de inicializar la distribucién,
la parametrizacién y el método de actualizacion.

3.4.2. Métodos Alternativos: PBIL y CMA-ES

Estos métodos presentan diferencias sustanciales en su logica, por lo que se muestran
sus implementaciones completas y detalladas a continuacion, en el Algoritmo PBIL
y CMA-ES, para facilitar su comprensién.
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Algoritmo 2: Optimizacion hibrida PBIL con bisqueda local

Entrada:
= row_margins, col_margins: Vectores de margenes de fila y columna
» dims: Dimensiones de la matriz (ngras X Ncolumnas)
= max_iter: Nimero maximo de iteraciones
= init_matrix: Matriz de referencia inicial
Salida:
optimized matrix: Matriz optimizada normalizada
fitness_history: Evoluciéon del ajuste
final _fitness: Mejor ajuste obtenido
= exec_time: Tiempo de ejecucion
» best_perturbed: Mejor matriz obtenida tras buisqueda local
Configuraciéon PBIL:
= population: Tamano de poblacion, establecido en 100.
» learning rate: Tasa de aprendizaje, 0.1.
= bounds: Limites de busqueda, calculados como
méx(row_margins, col_margins).
Funcién Ajuste(matriz, row_margins, col_margins, initial_matriz, o, 3)
row_diff < | 3> matriz;, — row_margins,|
col diff < | 3> matriz. ; — col_margins;|
margin_penalty < Y row_dif f> + 3 col _dif f*
similarity_penalty <— Y |matriz — initial_matriz|
return « - margin_penalty + - similarity_penalty

start_time <— start_timer();
Ejecucion PBIL:
best_sol, fitness_history < PBIL(Ajuste, dims, maz_iter, population, bounds)
Refinamiento local:
optimized, final fitness, best_perturbed, improved <— local_search(best_sol,
row_margins, col_margins, init_matrix);
if not improved then
optimized < normalize(reshape(best_sol, shape(init_matrix)), row_margins,
col_margins);
exec_time <— stop_timer(start_time);
return optimized, fitness_history, final_fitness, exec_time, best_perturbed
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Algoritmo 3: Optimizacion hibrida CMA-ES con busqueda local
Entrada:
= row_margins, col_margins: Vectores de margenes de fila y columna
» dims: Dimensiones de la matriz (ngras X Ncolumnas)
= max_iter: Nimero maximo de iteraciones
= init_matrix: Matriz de referencia inicial
Salida:
» refined matrix: Matriz refinada
= fitness_history: Evolucion del ajuste
= final fitness: Mejor ajuste obtenido
= exec_time: Tiempo de ejecucion
» best_perturbed: Mejor matriz perturbada
Configuracion CMA-ES:
= x0: Vector inicial plano, generado a partir de initial matrix.flatten().
» sigma: Desviacion estandar inicial, fijada en 50.
= es: Estrategia CMA-ES inicializada con xq y o.
» history: Lista para guardar el historial de fitness.
= best_overall _cost: Costo mejor global inicializado a infinito.
Funcién Ajuste(matriz, row_margins, col_margins, initial_matriz, o, )
row_diff < | ¥ matriz;. — row_margins,|
col diff «— | 3= matriz. ; — col_margins;|
margin_penalty < S row_dif f? + 3 col_di f >
similarity_penalty <— Y |matriz — initial_matriz|
return « - margin_penalty + (3 - similarity_penalty

start_time <— start_timer()

Ejecucion CMA-ES:

best_sol, fitness_history <—

CMAES(Ajuste, dims, maz_iter, pop_size, bounds)

# Dentro de CMAES se evalia Ajuste, y se usan ask/tell iterativamente.
Refinamiento local:

refined_matrix, final_fitness, best_perturbed, improved <
local_search(best_vector, row_margins, col_margins, initial_matrix, rows, cols)

if not improved then
Imprimir: “Usando la matriz de CMA-ES como la mejor solucion.”

refined_matrix < best_matrix

final_fitness <— best_overall_cost
exec_time <— stop_timer(start_time)

return refined_matrix, history, final_fitness, best_perturbed, exec_time

3.4.3. EDAs en Espacios de 3 y 4 Dimensiones

El método iterativo de ajuste de margenes mediante EDAs, originalmente disenado
para matrices bidimensionales, ha sido extendido para manejar matrices tridimensio-
nales y tetradimensionales.

Esta generalizacion a dimensiones superiores implica un incremento en la complejidad
computacional y en el espacio de bisqueda, por lo que los EDAs resultan especialmente
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adecuados al poder modelar las dependencias entre variables y realizar busquedas
eficientes en espacios de alta dimensién.

3.5. Integracion de IPF 4+ EDA

El presente trabajo propone un enfoque hibrido que combina el algoritmo IPF
con algoritmos EDAs, con el objetivo de mejorar el ajuste de matrices a margenes
predefinidos.

Inicialmente se evaluo la ejecucion de una unica iteracion combinada de IPF seguida
de un algoritmo EDA para optimizacion, pero esta aproximacién mostré limitaciones
para alcanzar soluciones 6ptimas y estables. Por ello, se decidié implementar un
esquema iterativo que alterna multiples ciclos de IPF y EDA, permitiendo una
mejora progresiva en la calidad de la solucién y garantizando el cumplimiento de los
margenes. Este método mejora la exploracién y explotacion del espacio de soluciones,
resultando en una mayor robustez y convergencia.

El funcionamiento detallado de este enfoque se presenta en el Algoritmo 4.
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Algoritmo 4: Algoritmo hibrido: IPF + EDA genérico

Entrada:

= matrix: Matriz actual en cada iteraciéon del algoritmo

= row_margins: Vector con los margenes de fila

» col_margins: Vector con los méargenes de columna

= initial_matrix: Matriz inicial que se desea ajustar

» run_eda: Funcién del EDA utilizada para el refinamiento,
= iterations: Numero de iteraciones

= tol: Tolerancia de convergencia (por defecto 1079)

Salida:

= optimal_matrix: Matriz 6ptima final redondeada,

» exec_time: Tiempo total de ejecucion,

» fitness_history: Historial del coste (fitness) durante las iteraciones,
= best_matrix: Mejor matriz refinada obtenida

1 Inicializacion:

=W

© 0w g o O«

10

11
12
13
14
15
16

17
18
19

= best_costs: Lista para registrar la evolucion del coste en cada iteracion.

» start_time: Tiempo de inicio del algoritmo.

= best_matrix: Copia inicial de la matriz a ajustar.

= final fitness: Valor inicial del ajuste, calculado como el coste compuesto entre
la matriz actual, los margenes y la matriz de referencia.

for it + 0 hasta max_iter — 1 do

matrix <— copy(best_matrix);
Paso IPF:
// Ajuste por filas
matrix <— matrix .x (row_margins ./ sum_rows(matrix));
// Ajuste por columnas
matrix < matrix .* (col_margins ./ sum_cols(matrix));
fitness <— « - ||matrix — matrix_inicial||? 4+ (3 - penalizacién_margenes
// Se busca minimizar el ajuste
if fitness < best_fitness then
final_fitness < fitness;
best_matrix <— copy(matrix);
print("Tteracion’, it, 'Coste Ajuste:’; final fitness);
Refinamiento EDA:
matrix_ref, fitness ref <— run_eda(matriz, row_margins, col_margins,
matrix_inicial);
if fitness_ref < final_fitness then
best_matrix < float(matrix_ref);
final fitness < fitness_ref;
best_costs.append(fitness_ref);
else
L best_costs.append(final fitness);

if it >0 y (|best_costs[it] - best_costs[it-1]|) < tol then
print(’Convergencia alcanzada (tolerancia < tol)’);
break;

exec_time <— stop_timer(start_time);
return best_matriz, exec_time, best_costs
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3.5.1. Inicializaciéon y Aplicaciéon de IPF
En cada iteraciéon del proceso (ver Algoritmo 4):

= Se parte de una matriz candidata, que puede ser la original o la mejor solucién
encontrada hasta el momento (lineas 25-26).

= Se aplica el algoritmo IPF, que ajusta de forma iterativa las filas y columnas
de la matriz para que las sumas marginales coincidan con los valores deseados
(lineas 29-31).

» La matriz resultante se evaliia mediante una funciéon de coste compuesta que
penaliza tanto la desviacion respecto a los margenes como la distancia respecto
a la matriz original (linea 33).

Esta etapa garantiza que cada solucion evaluada cumpla las restricciones marginales,
proporcionando asi una base sélida sobre la cual aplicar técnicas de mejora global.

3.5.2. Exploracién Global con EDAs

A continuacion, se utiliza un algoritmo EDA (UMDA, PBIL, EMNA, EGNA| entre
otros) para explorar el espacio de soluciones de forma més amplia y evitar el
estancamiento en minimos locales:

= La matriz ajustada por IPF se transforma en un vector individual que sirve
como punto de partida para el algoritmo EDA.

= El EDA genera una poblaciéon de soluciones mediante el muestreo de una
distribucion probabilistica, que se actualiza iterativamente en funcién de los
mejores individuos segin la funcién objetivo.

= Esta funcion objetivo, comun a todos los EDAs, considera tanto el ajuste a los
margenes como la fidelidad a la matriz original, promoviendo asi soluciones
que mantengan la estructura informativa del problema original.

Ventajas de Aplicar EDA tras IPF:

= Los EDAs permiten una exploracion més global del espacio de soluciones que
los métodos deterministas como el IPF, reduciendo la probabilidad de quedar
atrapado en optimos locales.

» Facilitan la generacién de soluciones diversas, lo cual es esencial en problemas
con multiples configuraciones viables.

= Al integrar la salida del IPF como entrada al EDA, se parte de una region del
espacio de busqueda ya factible, lo que acelera la convergencia y evita generar
soluciones inviables.

Al finalizar esta fase, la mejor solucién encontrada por el EDA se reestructura como
matriz y se vuelve a normalizar mediante IPF para garantizar la coherencia de
los margenes, ya que las operaciones del EDA pueden haber introducido pequenas
desviaciones.
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3.5.3. Refinamiento Estocastico con Biisqueda Local

Para afinar atin mas la solucién obtenida, se implementa un procedimiento de
bisqueda local estocastica (ver lineas 4044 del Algoritmo 4):

= Se introduce ruido multiplicativo gaussiano a la mejor solucién actual, generando
multiples versiones ligeramente perturbadas.

» Cada version es normalizada nuevamente mediante IPF para asegurar el cum-
plimiento de los mérgenes.

= Se evaliia cada version y, si alguna supera a la mejor soluciéon anterior, se
actualiza el mejor resultado.

Justificacion del uso de busqueda local:

= Aporta capacidad de explotacién, explorando el entorno cercano a la mejor
solucion conocida.

= Permite escapar de pequenos valles del paisaje de soluciones que pueden no ser
superados por el muestreo probabilistico de los EDAs.

» Introduce diversidad controlada en la fase final del proceso, lo que mejora la
robustez del enfoque sin sacrificar la factibilidad.

3.5.4. Actualizacion del Mejor Resultado

El mejor individuo se actualiza siempre que el EDA o la busqueda local proporcione
una mejora respecto a la solucion actual. Ademaés, se guarda la evolucién del valor
de la funcién objetivo en cada iteracion, lo que permite:

= Analizar la convergencia del algoritmo hibrido.

» Comparar diferentes variantes (por ejemplo, IPF + UMDA vs IPF + EGNA)
en términos de rendimiento y estabilidad.

» Evaluar el impacto de cada componente (IPF, EDA, busqueda local) en la
mejora global del ajuste.

Estas mejoras se almacenan en una lista de costes iterativos, lo que permite visualizar
la evolucion del ajuste y aplicar criterios de parada basados en la variacion del coste.

3.6. Hiperparametros utilizados en los algoritmos

A continuacién, se describen los principales parametros utilizados para ejecutar los
distintos algoritmos evolutivos de estimacion de distribucién (EDAs) y otros métodos
empleados en este trabajo. En general, se han mantenido los valores por defecto
proporcionados por la libreria EDASpy o se han fijado valores tipicos adecuados al
problema tratado. La implementacion y configuraciéon de estos algoritmos se ha
basado en la libreria EDASpy, disponible en GitHub (Pérez Soloviev, 2024b).

= Poblaciéon: En la mayoria de los algoritmos se ha utilizado una poblacién de
100 individuos por generaciéon. Una excepcion es el algoritmo UKEDA, donde se
ha utilizado una poblaciéon de 350 individuos, debido a su propia dinamica de
actualizacion.
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= Nimero maximo de generaciones: Se ha configurado de forma flexible
segin los experimentos (por ejemplo, 100 iteraciones). Este parametro marca
el niimero total de generaciones del algoritmo.

= Iteraciones sin mejora: Se ha fijado en 10 para todos los EDAs empleados. Si
el algoritmo no muestra mejora en la funcién objetivo durante 10 generaciones
consecutivas, se considera que ha alcanzado la convergencia y se detiene la
ejecucion anticipadamente.

Nota: Este criterio de parada se gestiona internamente dentro de cada EDA y
no afecta al nimero total de iteraciones del algoritmo hibrido IPF + EDA.

» Dimensionalidad del problema: Corresponde al ntimero total de celdas
de la matriz o tensor a estimar. En el caso bidimensional, es el producto del
numero de filas por el nimero de columnas. Para tensores de mayor dimension,
se calcula como el producto del tamano en cada una de las dimensiones. Este
parametro depende de cada experimento y define el espacio sobre el cual se
realiza la estimacion.

= Cotas inferior y superior: Se establecen cotas para asegurar que el valor de
cada celda de la matriz no supere los margenes correspondientes. En particular,
se utiliza un limite inferior de 1 y un limite superior igual al méaximo entre
los totales de fila y columna, restringiendo asi los valores plausibles para cada
celda y evitando que excedan los margenes dados.

» Algoritmo CMA-ES: Se ha inicializado con la matriz de partida aplanada
como soluciéon inicial y un valor de ¢ igual a 50, sin modificar el resto de
parametros por defecto de la libreria cma'.

= PBIL: Se ha utilizado una poblacién de 100 individuos y una tasa de aprendizaje
(learning rate) de 0.1. El vector de probabilidad inicial se ha generado de
forma aleatoria con valores aleatorios entre 0 y 1.

3.7. Formas de Evaluacion

Para evaluar el rendimiento de los algoritmos desarrollados, se han utilizado las
siguientes métricas:

= Ajuste final: Se define como una funcién de penalizacién combinada que
incorpora tanto el error de ajuste a los margenes como la similitud con la
matriz original. Dada una matriz generada X, los margenes objetivo r,c y la
matriz original Xy, la funcién utilizada fue:

Ajuste(X) = « (Z(m —rFM2 4D (¢ — C}g-en)2) + 8> X4 — Xoij

i J 1]

En la implementacién practica, el término de similitud se calcula mediante la
norma cuadratica, es decir:

1X = Xo||* =D (X — Xoij)?,

i,J

"https://pypi.org/project/cma/
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mientras que la penalizacion sobre los méargenes corresponde al error cuadratico
en las sumas de filas y columnas generadas.

Los coeficientes de ponderacién «v 'y 5 (por defecto, « = 60, § = 10) priorizan
el ajuste de los margenes frente a la similitud estructural. Se eligi6 un valor
mas elevado para a porque el objetivo principal del problema es garantizar que
la matriz generada respete los margenes objetivos, mientras que la similitud
con la estructura original es deseable, pero secundaria al cumplimiento de esta
restriccion fundamental.

= Evolucion del ajuste promedio: Analisis de la convergencia basado en la
evolucion promedio del ajuste a lo largo de las iteraciones, calculada a partir
de multiples ejecuciones. Los resultados se representan graficamente mostrando
la media y la desviacién estandar, lo que permite evaluar la estabilidad, con-
sistencia y velocidad de convergencia de los algoritmos durante el proceso de
optimizacién.

» Tiempo de ejecucidén: Se ha medido el tiempo total en segundos requerido
por cada algoritmo desde el inicio hasta la convergencia o finalizacion. Esto
permite comparar la eficiencia computacional de los distintos enfoques.

= [teraciones hasta la convergencia: Para algoritmos iterativos como el IPF
o los EDAs, se ha registrado el nimero de iteraciones necesarias hasta que se
ha cumplido algin criterio de parada, entre ellos:

o Variacion minima en el log-likelihood entre iteraciones consecutivas.
e Cambio pequeno en la funcién de ajuste.
o Divergencia de Kullback-Leibler simétrica inferior a un umbral e.
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4. Resultados

4.1. Analisis Comparativo de Variantes Clasicas del IPF

En esta seccién se comparan las tres variantes clasicas del algoritmo IPF: Deming
(1940), Feinberg (1970) y Riischendorf (1995). Cabe destacar que el ajuste obtenido
por las tres variantes es practicamente idéntico en todas las dimensiones evaluadas,
donde la principal diferencia viene dada en este caso en el criterio de convergencia.

A continuacién, para cada una de las tres variantes se presentan los resultados
estadisticos obtenidos para dimensiones 2, 3 y 4 que se detallan en los Cuadros 5, 6
y 7 respectivamente, incluyendo la media y desviacién estandar del ajuste final, el
tiempo medio de ejecucién y el numero medio de iteraciones hasta la convergencia.

Todos los experimentos fueron repetidos 10 veces para cada variante y dimension, y
los valores reportados corresponden a las medias y desviaciones estandar calculadas
sobre estos experimentos.

4.2. Deming & Stephan vs Fienberg vs Ruschendorf

4.2.1. Deming & Stephan vs Fienberg vs Ruschendorf en 2 dimensiones

Método Media del Ajuste Tiempo medio (s) Iteraciones
Deming & Stephan 100.116,7972 £ 0,0000 0,0007 £ 0,0003 8,00 £ 0,00
Feinberg 100.116,7972 £+ 0,0000 0,0010 £ 0,0005 7,00 £ 0,00
Riischendorf 100.116,7972 £+ 0,0000 0,0007 £ 0,0003 5,00 £ 0,00

Cuadro 6: Resultados estadisticos para las variantes de IPF en 2 dimensiones.

En la cuadro se puede observar la comparacién del tiempo de ejecucion y ntimero
de iteraciones para las tres variantes en dos dimensiones. Riischendorf destaca por
requerir menos iteraciones para converger, manteniendo un tiempo de ejecucion
similar al de Deming & Stephan, y ligeramente mejor que Feinberg.

4.2.2. Deming & Stephan vs Fienberg vs Ruschendorf en 3 dimensiones

Método Media del Ajuste Tiempo medio (s) Iteraciones
Deming & Stephan 143.214,7531 £ 0,0000 0,0006 £ 0,0001 6,00 = 0,00
Feinberg 143.214,7531 £ 0,0000 0,0007 £ 0,0001 5,00 &= 0,00
Riischendorf 143.214,7531 + 0,0000  0,0005 + 0,0001 4,00 + 0,00

Cuadro 7: Resultados estadisticos para las variantes de IPF en 3 dimensiones.

Para tres dimensiones, los tiempos de ejecucién son mayores en general, aunque
Feinberg reduce considerablemente el tiempo medio en comparaciéon con Deming &
Stephan, mientras que Riischendorf presenta un buen balance entre tiempo y ntimero
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de iteraciones. La convergencia mas rapida en cuanto al niimero de iteraciones vuelve
a ser para Rischendorf.

4.2.3. Deming & Stephan vs Fienberg vs Ruschendorf en 4 dimensiones

Método Media del Ajuste  Tiempo medio (s) Iteraciones
Deming & Stephan 1.674.111,2351 £ 0,0000 0,0032 =+ 0,0002 7,00 £ 0,00
Feinberg 1.674.111,2351 £+ 0,0000 0,0054 £ 0,0008 6.00 &= 0.00
Riischendorf 1.674.111,2351 + 0,0000  0,0029 4+ 0,0001 4,00 = 0,00

Cuadro 8: Resultados estadisticos para las variantes de IPF en 4 dimensiones.

En cuatro dimensiones, aunque el ajuste sigue siendo el mismo, la variante Riischen-
dorf vuelve a mostrar la menor cantidad de iteraciones para alcanzar la convergencia,
con un tiempo medio muy competitivo respecto a Deming & Stephan y Feinberg.

Estos resultados evidencian que las tres variantes del algoritmo IPF son equivalentes
en términos de calidad del ajuste, pero difieren en la rapidez de convergencia y tiempo
de ejecuciéon. La variante propuesta por Riischendorf destaca por su menor niimero
de iteraciones necesarias para alcanzar la convergencia, lo que puede representar una
ventaja en escenarios con grandes dimensiones o con restricciones de tiempo.

4.3. IPF vs EDAs
4.3.1. 1IPF vs EDAs en 2 Dimensiones

En esta comparacién, se enfrentan las variantes del algoritmo IPF (Deming & Stephan,
Feinberg y Riischendorf) frente a una serie de algoritmos evolutivos de tipo EDA:
SPEDA, EMNA, UMDAc, EGNA, UKEDA, PBIL y CMA-ES. Todos los métodos
han sido evaluados bajo un mismo conjunto de condiciones experimentales: se parte
de una tnica matriz de entrada generada de forma aleatoria, que permanece constante
en los 20 experimentos realizados para cada algoritmo. Esta estrategia asegura que
las comparaciones se basen en un escenario comun, permitiendo asi una evaluacion
del desempeiio equitativa.

El Cuadro 9 muestra los resultados obtenidos en términos de ajuste final y tiempo
de ejecucion, expresados como media + desviacion estandar:
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Método Media del Ajuste Tiempo medio (s)

IPF (Deming & Stephan) 48.712,00 £ 0,00 0,00
IPF (Feinberg) 48.712,00 4+ 0,00 0,00
IPF (Rischendorf) 48.712,00 4 0,00 0,00
SPEDA 46.012,00 £ 270,27 5,99
UMDA 46.506,00 £ 674,17 5,79
EGNA 53.790,00 £ 627,25 424,02
EMNA 64.737,50 + 603,76 7,36
CMA-ES 60.544,00 + 1.851,17 1.928,00
PBIL 77.706,50 + 1.383,47 2.364,50
UKEDA 80.089,50 £ 2.272,02 18,27

Cuadro 9: Resultados del ajuste y tiempo medio para los algoritmos evaluados en 2
dimensiones.

Como se observa, los métodos IPF en sus tres variantes alcanzan exactamente el
mismo valor medio de ajuste, con desviacion nula y tiempo de computo despreciable.
Este comportamiento constante refleja la naturaleza determinista del algoritmo y
su capacidad para converger de forma estable y precisa hacia la soluciéon deseada.
Este resultado era esperable dado que el problema esta perfectamente definido y las
condiciones iniciales son siempre las mismas.

Sorprendentemente, el algoritmo evolutivo SPEDA logra un ajuste atin mejor en
términos numéricos, lo que sugiere que es capaz de encontrar soluciones que se
aproximan mejor a los margenes objetivos bajo ciertos criterios. Ademas, su tiempo
de ejecucion es competitivo y su variabilidad es bastante baja en comparaciéon con
otros EDAs. Este resultado posiciona a SPEDA como una alternativa especialmente
solida y eficiente, incluso frente a los algoritmos deterministas.

UMDA también obtiene resultados destacados y un tiempo muy similar al de SPEDA.
Aunque presenta mayor dispersién, su desempeno global lo ubica en el grupo de
métodos mas competitivos.

Por otro lado, EGNA muestra un rendimiento mas pobre en términos de precision.
Ademas, su tiempo de ejecucién significativamente mayor, lo que compromete su
eficiencia practica.

CMA-ES y EMNA ocupan un nivel intermedio. CMA-ES muestra una gran dispersién,
y su tiempo medio supera ampliamente a la mayoria de los demés algoritmos, lo que
lo hace inviable en aplicaciones practicas. EMNA es mas rapido y menos disperso
pero su ajuste final esta lejos de los mejores resultados obtenidos.

Finalmente, los algoritmos PBIL y UKEDA presentan el peor rendimiento. UKEDA
es el menos fiable de todos, con el ajuste peor ajuste y una variabilidad considerable.
PBIL, aunque mas estable, tiene el mayor tiempo de computo registrado, lo que lo
descarta para aplicaciones reales. Se muestra la comparaciéon visual de estos resultados
en la Figura 1.
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Figura 1: Comparacion del Ajuste entre los Algoritmos IPF vs EDAs 2 Dimensiones

4.3.2. Evolucion del Ajuste de EDAs en 2 Dimensiones

En este apartado se presentan los resultados de la evoluciéon del ajuste promedio de
distintos métodos de optimizacion a lo largo de las iteraciones. Las lineas sélidas
en la Figura 2 representan la media, mientras que las areas sombreadas indican la
variabilidad (desviacién estandar) entre ejecuciones. Este enfoque permite analizar
tanto el rendimiento medio de cada algoritmo como su consistencia en distintas
ejecuciones.

Todos los métodos parten de un valor de ajuste inicial similar, reflejando condiciones
homogéneas en su inicializacién. No obstante, su evolucion revela diferencias notables
en cuanto a eficacia y capacidad de convergencia.

La Figura 2 muestra que SPEDA es el método con mejor rendimiento como se vié en
la Figura 1, alcanzando los valores mas bajos de ajuste de manera constante y con
una convergencia rapida y estable. La estrechez de su area de variabilidad refuerza
su robustez y fiabilidad. En contraste, UKEDA no evidencia mejoras significativas en
el ajuste, permaneciendo en niveles altos a lo largo de las iteraciones, lo que apunta
a una capacidad limitada de optimizacién.

UMDAc y EGNA muestran un comportamiento alto donde ambos parten de valores
similares al resto, pero logran una mejora progresiva y sostenida. Aunque no superan
a SPEDA, se posicionan como el segundo y tercer mejor método, respectivamente.

Por otro lado, PBIL y CMA-ES presentan un rendimiento deficiente, con curvas
practicamente planas que reflejan una capacidad muy reducida de optimizacion.
EMNA | por su parte, muestra una convergencia rapida en las primeras iteraciones,
pero se estanca prematuramente, situandose en una posicion intermedia.

Concluyendo el analisis comparativo muestra que SPEDA es el método mas eficaz
y robusto, seguido por UMDAc y EGNA. La combinaciéon de bajo ajuste, rapida
convergencia y baja variabilidad hace que estos métodos destaquen frente a los demés
en el problema de optimizacion evaluado.
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Nota: Dado que el algoritmo IPF es determinista y no realiza un proceso iterativo
con mejora progresiva, su resultado es siempre constante e inmediato. Por ello, no
se incluye en este andalisis de convergencia, que esta centrado exclusivamente en los
EDAs, cuyos procesos iterativos permiten observar patrones de mejora, estabilidad o
estancamiento a lo largo del tiempo.
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Figura 2: Evolucion del Ajuste en EDAs 2 Dimensiones

4.3.3. IPF vs EDAs en 3 Dimensiones

Para evaluar la eficacia y robustez de los algoritmos en un escenario mas complejo,
se ha extendido el analisis a problemas tridimensionales.

En los 20 experimentos realizados en este caso se observa que los algoritmos IPF (en
sus tres variantes: Deming & Stephan, Feinberg y Rischendorf) y SPEDA ofrecen
resultados optimos y completamente estables.

El Cuadro 10 muestra los resultados obtenidos en términos de ajuste final y tiempo
de ejecucion, expresados como media + desviacién estandar:
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Método Media del Ajuste Tiempo medio (s)

IPF (Deming) 196.210,00 + 0,00 0,5
IPF (Feinberg) 196.210,00 %+ 0,00 0,5
IPF (Riischendorf)  196.210,00 = 0,00 0,5
EMNA 246.272,51 + 514,02 25,2
UMDACc 237.913,82 + 1.698,41 2,09
EGNA 196.373,71 + 273,52 510,8
UKEDA 327.718,34 + 3.238,62 40,3
CMA-ES 198.027,54 + 860,35 5,3
PBIL 259.517,27 + 994,74 0,84
SPEDA 196.210,00 % 0,00 2,17

Cuadro 10: Media y desviacion estandar del ajuste y tiempo medio para los algoritmos
evaluados en 3 dimensiones.

En todos los casos, los métodos IPF alcanzan exactamente el mismo valor de ajuste
sin ninguna variabilidad entre repeticiones, lo que evidencia no solo su elevada
capacidad de ajuste, sino también una robustez excepcional. El caso de SPEDA
resulta especialmente destacable, ya que, a pesar de tratarse de un algoritmo evolu-
tivo, iguala en precision y estabilidad a los algoritmos IPF, métodos deterministas
tradicionalmente mas precisos en este tipo de tareas.

Muy cerca de ellos se sitia EGNA, que muestra un comportamiento sobresaliente
con una alta precision y estabilidad en sus soluciones. Aunque no alcanza el minimo
teérico como los algoritmos IPF y SPEDA, su rendimiento lo posiciona como una
alternativa evolutiva altamente competitiva. Por su parte, CMA-ES también ofrece
resultados razonablemente buenos, con valores de ajuste mas elevados que EGNA
pero ain dentro de un rango aceptable; sin embargo, presenta una mayor variabilidad,
lo que puede comprometer su fiabilidad en ciertos escenarios.

En un segundo nivel de rendimiento se encuentran algoritmos como EMNA, PBIL y
UMDACc, que aunque consiguen converger, lo hacen hacia soluciones con un ajuste
significativamente inferior y ademés muestran una variabilidad considerable entre
ejecuciones. Esta dispersion indica menor consistencia y menor capacidad para
encontrar soluciones cercanas al 6ptimo. Finalmente, UKEDA presenta el peor
desempeno general: no solo obtiene las medias de ajuste mas altas, sino también
la variabilidad mas elevada, reflejando una pobre capacidad de convergencia y una
alta inestabilidad, haciéndolo poco recomendable para contextos exigentes donde la
precision es critica.

En conjunto, los resultados permiten establecer una clasificacién clara. Los algoritmos
IPF y SPEDA son los métodos maés eficaces, tanto en términos de ajuste como de
estabilidad. EGNA les sigue de cerca y se posiciona como la mejor alternativa
evolutiva en términos de equilibrio entre precision y consistencia. CMA-ES mantiene
un rendimiento aceptable, aunque con cierta dispersiéon. En cambio, EMNA, PBIL y
UMDACc presentan resultados intermedios con menor competitividad, mientras que
UKEDA queda descartado como opcion viable dadas sus limitaciones evidentes. A
continuacion se muestra la comparacion visual de estos resultados en la Figura 3.
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Figura 3: Comparacion del Ajuste entre los Algoritmos IPF vs EDAs 3 Dimensiones

4.3.4. Evolucién del Ajuste en IPF vs EDAs en 3 Dimensiones

La Figura 4 muestra la evoluciéon del ajuste medio a lo largo de las iteraciones para
los distintos algoritmos EDA aplicados a un problema de ajuste en tres dimensiones.

Aunque los algoritmos no parten exactamente del mismo valor inicial, todos comienzan
desde una region del espacio de buisqueda con niveles de ajuste elevados y comparables,
lo que permite una evaluacién equitativa de su rendimiento desde el punto de vista
de la convergencia.

Entre todos los métodos, SPEDA destaca como el mas eficaz: su ajuste decrece de
forma sostenida y desde el inicio, alcanzando rapidamente valores bajos de error con
muy poca variabilidad entre ejecuciones. Este comportamiento sugiere que SPEDA
combina una buena capacidad exploratoria en las primeras iteraciones con una alta
capacidad de explotacion en fases finales, logrando un ajuste fino y consistente.

En segundo lugar, PBIL y CMA-ES presentan similitudes ya que alcanzan valores
competitivos de ajuste en muy pocas iteraciones y se estabilizan tempranamente.
Aunque esta convergencia rapida puede parecer ventajosa, también indica una posible
limitacion exploratoria, ya que ambos algoritmos se quedan ’atrapados’ en regiones
prometedoras sin continuar mejorando sustancialmente. En problemas mas complejos
o con mas ruido, esta estabilizacién precoz podria traducirse en soluciones subéptimas.

El comportamiento de EMNA es peculiar: tras una primera iteracion en la que
mejora bruscamente el ajuste, su progreso se detiene casi por completo. Este salto
inicial sugiere que el algoritmo capta rapidamente una estructura general favorable,
pero carece de mecanismos efectivos para seguir refinando la solucion. Esta rapida
saturacion del proceso evolutivo lo convierte en un método poco competitivo a largo
plazo, pese a su buen arranque.

Por otro lado, EGNA y UMDACc muestran una evolucién mas progresiva. Aunque
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parten de valores mas altos de ajuste y mejoran de forma mas lenta que otros méto-
dos, sus curvas mantienen una pendiente descendente a lo largo de las iteraciones.
Esto indica que ambos algoritmos conservan su capacidad de adaptacion durante
mas tiempo, y que con mas iteraciones podrian seguir mejorando. Este comporta-
miento sugiere una mayor estabilidad exploratoria, aunque con menor eficiencia de
convergencia a corto plazo.

Finalmente, UKEDA presenta el rendimiento mas deficiente entre todos los métodos
analizados. Su curva de fitness se mantiene elevada durante todo el proceso, sin
apenas mejoras a lo largo de las iteraciones. Ademas, exhibe una gran variabilidad
entre ejecuciones, lo que indica falta de robustez y alta sensibilidad a las condiciones
iniciales o al muestreo estocastico. En este contexto, UKEDA no solo falla en encontrar
soluciones de calidad, sino que ademéas muestra una consistencia muy baja, lo que
limita severamente su aplicabilidad en este tipo de problemas.

Concluyendo, SPEDA es el algoritmo mas competitivo y estable para el ajuste en tres
dimensiones. PBIL y CMA-ES ofrecen buenas soluciones rapidamente, pero podrian
beneficiarse de una exploracion més prolongada. EGNA y UMDACc se mantienen
como alternativas viables si se dispone de mas iteraciones. Por el contrario, EMNA y
UKEDA presentan limitaciones notables en convergencia y estabilidad, lo que los
relega a un segundo plano en este escenario.
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Figura 4: Evolucion del Ajuste en EDAs 3 Dimensiones
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4.3.5. 1IPF vs EDAs en 4D

Para analizar el comportamiento de los algoritmos en un escenario de mayor comple-
jidad, se ha realizado el analisis en cuatro dimensiones. En esta ocasion, el niimero
de experimentos se ha reducido a 12 debido al incremento considerable del coste
computacional que implica trabajar con una dimension adicional.

Por este motivo, y dada la elevada carga computacional que supone, en esta com-
paracion se ha optado por excluir el algoritmo IPF + EMNA para centrarse en los
métodos con tiempos de ejecucién mas manejables.

El Cuadro 11 muestra los resultados obtenidos en términos de ajuste final y tiempo
de ejecucién, expresados como media + desviacién estandar:

Método Media del Ajuste Tiempo medio (s)
IPF (Deming) 3.310.616,00 & 0,00 0,52
IPF (Feinberg) 3.310.616,00 £ 0,00 0,52
IPF (Rischendorf) 3.310.616,00 £ 0,00 0,52
UMDACc 3.690.816,17 £+ 5.141,61 18,26
EGNA 3.304.416,00 & 0,42 26,49
UKEDA 3.313.019,33 £+ 0,88 10,26
CMA-ES 3.350.469,67 £ 5.613,52 86,90
PBIL 3.657.943,67 £ 1.649,77 5,10
SPEDA 3.300.849,33 £+ 1.52 40,36

Cuadro 11: Media y desviacion estandar del ajuste y tiempo medio para los algoritmos
evaluados en 4 dimensiones.

A pesar de la reduccién en el nimero de experimentos debido al coste computacional
en 4 dimensiones, los algoritmos IPF (Deming, Feinberg y Riischendorf) mantienen
una precision matematicamente perfecta, alcanzando en todas las ejecuciones un
valor de ajuste idéntico y sin desviaciéon alguna entre repeticiones. Esta estabilidad
absoluta reafirma su caracter determinista y los posiciona como la referencia mas
solida en términos de robustez, como se muestra en la Figura 5.

Sin embargo, el resultado més llamativo no es de SPEDA, sino de EGNA, que con
un ajuste medio de 3,3044 x 10° y una desviacién estandar practicamente nula (+
0,0004 x 109), se sittia justo por debajo de IPF, demostrando un equilibrio excelente
entre precision y estabilidad. Este comportamiento excepcional indica que EGNA ha
desarrollado mecanismos evolutivos muy eficaces para espacios multidimensionales
complejos, acercandose mucho a la referencia determinista.

Por su parte, SPEDA presenta un ajuste medio destacable con una desviacion
estandar muy baja, mostrando un rendimiento competitivo aunque ligeramente
inferior a EGNA y a los métodos IPF. Su capacidad para alcanzar resultados
consistentes con un tiempo de ejecucion considerablemente mayor refleja una buena
exploracion-explotacién, pero con un coste computacional superior.

CMA-ES y UKEDA exhiben ajustes medios més elevados (3,3505 x 106 y 3,3130 x 10°
respectivamente) y desviaciones estandar moderadas, indicando fluctuaciones que
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podrian limitar su aplicabilidad en entornos donde la repetibilidad es critica, a pesar
de que CMA-ES requiera un tiempo de ejecucién muy alto.

Los algoritmos UMDAc y PBIL presentan ajustes medios mas elevados y desviaciones
estandar notables, lo que evidencia ciertas limitaciones de estos EDAs en problemas
de alta dimension. Ademas, PBIL destaca por su menor tiempo de ejecucion, pero con
un rendimiento claramente inferior, lo que lo hace menos atractivo para aplicaciones
practicas que exijan alta precision.

Los resultados en 4 dimensiones consolidan a los algoritmos IPF como robustos
candidatos debido a su precisiéon y estabilidad absolutas. Sin embargo, merece
especial mencion el desempeno de los EDAs como EGNA y SPEDA, que logran un
rendimiento muy similar al de los métodos IPF, aunque con tiempos de ejecuciéon algo
mayores. A pesar de este mayor coste computacional, ambos siguen siendo viables y
ofrecen una alternativa al algoritmo IPF tradicional.
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Figura 5: Comparacion del Ajuste entre los Algoritmos IPF vs EDAs 4 Dimensiones

4.3.6. Evolucion del ajuste en IPF vs EDAs en 4 dimensiones

Tal como se observo en el caso tridimensional, SPEDA vuelve a posicionarse como
el método mas eficaz al abordar problemas con mayor complejidad. En entornos de
cuatro dimensiones, este algoritmo mantiene una reduccién constante del ajuste a lo
largo de las iteraciones, conservando ademas una estabilidad notable entre ejecuciones.
Su comportamiento revela una capacidad destacada para adaptarse a espacios de
busqueda mas exigentes sin perder precision.

EGNA también muestra una evolucién consistente y progresiva, aunque menos
pronunciada que la de SPEDA. Frente al entorno tridimensional, en el que su mejora
era mas limitada, en cuatro dimensiones destaca por su gran estabilidad, manteniendo
un rendimiento regular a lo largo de todo el proceso. Esto lo convierte en una opcién
especialmente robusta en escenarios donde la consistencia es prioritaria.

En contraste, algoritmos como PBIL y CMA-ES presentan dificultades para mantener
un proceso de mejora sostenido. Al igual que en tres dimensiones, ambos métodos
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tienden a estancarse tras las primeras iteraciones, mostrando poca capacidad de
adaptacion cuando se incrementa la dimensionalidad del problema. Este comporta-
miento sugiere que su rendimiento decrece notablemente a medida que aumenta la
complejidad del espacio de soluciones.

UMDAc y UKEDA, por su parte, logran una mejora modesta del ajuste. Si bien su
comportamiento es mas favorable que el de PBIL y CMA-ES, no alcanzan el nivel
de eficacia observado en SPEDA o EGNA. En comparaciéon con sus resultados en
tres dimensiones, estos métodos muestran una ligera pérdida de eficiencia, reflejando
una mayor sensibilidad al incremento dimensional.

En conjunto tal y como se aprecia en la Figura 6, puede concluirse que SPEDA y
EGNA son los algoritmos que mejor se adaptan al entorno de cuatro dimensiones. Esta
tendencia refuerza lo observado en escenarios con menor complejidad, consolidando
su ventaja frente a métodos mas simples que se ven claramente penalizados por el
aumento en la dimensionalidad.
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Figura 6: Evolucion del Ajuste en EDAs 4 Dimensiones

4.4. Comparacién IPF vs IPF 4+ EDAs (una iteracién vs
muiltiples iteraciones)

En este apartado se comparan los resultados de ajuste obtenidos al combinar el
algoritmo IPF de Deming & Stephan con diversos EDAs (EMNA, UMDAc, EGNA,
PBIL, UKEDA, CMA_ES y SPEDA). Para ello, se consideraron un total de 15
experimentos, todos partiendo de la misma matriz inicial y el mismo conjunto de
margenes, garantizando asi una comparacién homogénea y consistente.
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= Una iteracion: se realiza una tnica pasada combinada de IPF y EDA, donde
el EDA se aplica una vez tras una ejecucion del algoritmo IPF, obteniendo asi
una solucién final.

= Miiltiples iteraciones: se realiza un proceso iterativo en el que cada nueva
iteracion parte de la solucién obtenida en la iteracién anterior, aplicando
nuevamente IPF y EDA de forma secuencial. De este modo, se refina la solucién
a través de varias pasadas sucesivas.

La Figura 7 muestra los resultados en 2 dimensiones, donde se aprecia claramente
que en muchos casos las versiones con multiples iteraciones obtienen un mejor ajuste
respecto a las de una sola iteracion.
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Figura 7: Comparacion del ajuste por experimento para IPF + EDAs con una
iteracién vs multiples iteraciones en 2 dimensiones.

En tres dimensiones, aunque las diferencias entre una y varias iteraciones son menores,
como se muestra en la Figura 8, todavia se puede observar que los modelos que
ejecutan miltiples iteraciones tienden a obtener mejores resultados en varios métodos.
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Figura 8: Comparacion del ajuste por experimento para IPF + EDAs con una
iteracion vs multiples iteraciones en 3 dimensiones.

Nota: Por iltimo en cuatro dimensiones, el comportamiento es practicamente el
mismo que en tres dimensiones, lo que confirma de forma consistente que es mas
beneficioso realizar multiples iteraciones que quedarse con una sola.

4.5. IPF vs IPF + EDAs
4.5.1. 1IPF vs IPF 4+ EDAs 2 Dimensiones

En esta comparacion se analizan tres variantes del algoritmo IPF (Deming & Stephan,
Feinberg y Riischendorf) frente a sus respectivas versiones hibridas, donde cada
algoritmo IPF se combina con un algoritmo de tipo EDA.

Estas versiones hibridas, denominadas aqui como IPF + EDA, consisten en aplicar
primero una pasada del algoritmo IPF correspondiente sobre una matriz inicial
aleatoria, seguida inmediatamente de un proceso de optimizaciéon mediante un EDA
(entre ellos: SPEDA, EMNA, UMDAc, EGNA, UKEDA, PBIL y CMA-ES).

De esta forma, el objetivo de la evaluacion es doble: por un lado, comprobar hasta
qué punto el uso de un EDA posterior mejora el ajuste obtenido por IPF de forma
directa; y por otro, observar si el comportamiento de los EDAs varia segtin la version
de IPF empleada previamente.

Todos los métodos han sido evaluados bajo un mismo conjunto de condiciones
experimentales: se parte de una tinica matriz de entrada generada aleatoriamente,
que se mantiene constante a lo largo de los 15 experimentos realizados. Asi se asegura
una comparacion controlada, justa y basada en un escenario comun.

El Cuadro 12 muestra los resultados obtenidos en términos de ajuste final y tiempo
de ejecucion, expresados como media + desviacién estandar:
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Método Media del Ajuste Tiempo medio (s)

IPF (Deming) 120.970,00 + 0,00 0,04
IPF (Feinberg) 120.970,00 £ 0,00 0,04
IPF (Rischendorf)  120.970,00 £+ 0,00 0,04
IPF + EMNA 12.185,81 4+ 767,92 8,91
IPF + UMDACc 19.210,22 4+ 1.285,52 10,23
IPF + EGNA 22.065,09 + 2.365,09 197,44
IPF + UKEDA 75.936,63 £ 2.923,31 22,04
IPF + CMA-ES 26.166,11 £ 1.687,65 3,30
IPF + PBIL 41.778,70 + 2.433,94 99,18
IPF + SPEDA 1.765,44 + 222,43 1,23

Cuadro 12: Media y desviacion estandar del fitness final y tiempo medio de ejecucion
para los métodos evaluados.

Los algoritmos IPF (Deming & Stephan, Feinberg y Riischendorf) muestran un
comportamiento completamente estable, como se ha observado en secciones anteriores,
manteniendo un valor constante a lo largo de todas las ejecuciones. Esta consistencia
perfecta se debe a su naturaleza determinista.

En contraste, los algoritmos hibridos demuestran una capacidad significativamente
superior para optimizar la funcién objetivo. IPF + SPEDA destaca como el método
mas eficiente, alcanzando valores de ajuste extraordinariamente bajos aunque con
cierta variabilidad entre ejecuciones. Esta dispersion indica que, si bien el algoritmo
puede encontrar soluciones cercanas al 6ptimo global, su rendimiento depende en
cierta medida de las condiciones iniciales.

Los métodos hibridos que combinan IPF con algoritmos evolutivos o de estima-
cién de distribuciones, como IPF + EMNA e IPF + UMDAc, consiguen reducir
significativamente el ajuste final, situandolos entre los algoritmos mas prometedores.

IPF+EGNA e IPF+CMA-ES exhiben un rendimiento similar, mostrando que son
capaces de mejorar el ajuste inicial, pero no tan eficaces como los dos anteriores.

En contraste, IPF + PBIL obtiene un desempeno inferior, lo que sugiere una menor
capacidad para optimizar la solucién en este contexto. Finalmente, IPF + UKEDA
muestra el peor rendimiento entre los métodos hibridos, aunque sigue siendo una
mejora respecto a los algoritmos IPF.

La Figura 9 ilustra claramente como todos los métodos hibridos superan significativa-
mente al algoritmo IPF, demostrando que la combinacién de técnicas deterministas
con estrategias evolutivas permite mejorar sustancialmente la calidad de las solucio-
nes en problemas de ajuste bidimensional. Esta evidencia sugiere que los enfoques
hibridos, especialmente aquellos basados en SPEDA, representan una alternativa
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prometedora para aplicaciones donde la precision del ajuste es critica.
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Figura 9: Comparacién del Ajuste entre los Algoritmos IPF y IPF + EDAs en 2
Dimensiones

4.5.2. Evolucion del Ajuste en IPF vs IPF + EDAs en 2 Dimensiones

Al igual que hicimos en la seccion 4.3 se va a analizar la evolucion del ajuste en IPF
vs IPF + EDAs en las distintas dimensiones, comenzando por dos.

En primer lugar, la combinacion IPF 4+ SPEDA demuestra ser la mas eficiente en
términos de optimizacion, alcanzando rapidamente los valores de ajuste més bajos
entre todos los métodos evaluados. Desde la primera iteracion, SPEDA presenta una
mejora drastica, lo que indica una fuerte capacidad exploratoria inicial. Sin embargo,
esta mejora viene acompanada de una alta varianza en las etapas iniciales, lo que
sugiere que el algoritmo explora un espacio de soluciones amplio antes de converger
rapidamente hacia soluciones de alta calidad.

Le sigue en desempeno IPF + EMNA | que también logra una reduccion progresiva del
ajuste, aunque de forma maés estable y con menor dispersién. Este comportamiento
indica una mayor estabilidad en la convergencia, aunque con un ritmo de mejora
mas moderado en comparacién con IPF + SPEDA.

Por su parte, IPF + EGNA e IPF + UMDAc muestran un comportamiento similar,
con descensos constantes en el fitness, aunque sin llegar a los niveles minimos
observados en SPEDA o EMNA. Estas combinaciones mantienen un equilibrio
aceptable entre exploracion y explotacion, pero con una capacidad de mejora mas
limitada.

En contraste, combinaciones como IPF + PBIL, IPF + CMA-ES y especialmente IPF
+ UKEDA presentan los valores de ajuste promedio més altos a lo largo de las iteracio-
nes. Estos métodos muestran menor efectividad en la bisqueda de soluciones 6ptimas
dentro del nimero limitado de iteraciones consideradas. Particularmente, UKEDA
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mantiene un ajuste elevado de forma persistente, lo que sugiere una convergencia
prematura o una baja capacidad de adaptaciéon a la dinamica del problema.

En resumen, los resultados de la Figura 10 evidencian una diferencia sustancial en la
eficiencia de las distintas combinaciones IPF + EDA. IPF + SPEDA y IPF + EMNA
destacan como los métodos mas prometedores para esta configuracién, mientras que
métodos como IPF + UKEDA, IPF + PBIL y IPF + CMA-ES resultan menos
competitivos, posiblemente debido a limitaciones en su modelo de probabilidad o a
una exploracién insuficiente del espacio de soluciones.

Nota: En esta seccion se presenta unicamente el analisis de convergencia del algoritmo
combinado IPF + EDAs, ya que el algoritmo IPF por si solo es determinista y produce
resultados constantes e inmediatos sin un proceso iterativo de mejora progresiva. Por
tanto, no tiene sentido incluir el algoritmo IPF individual en este andlisis iterativo,
mientras que la combinacién IPF + EDAs si permite observar patrones de evolucién,
mejora o estancamiento a lo largo del tiempo.
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Figura 10: Evolucion del Ajuste en IPF + EDAs 2 Dimensiones

4.5.3. 1IPF vs IPF + EDAs 3 Dimensiones

En esta seccion se analizan los resultados de la comparacion entre el algoritmo IPF
puro y sus versiones hibridas con EDAs en un espacio tridimensional. Al igual que en
caso bidimensional se realizaron 15 experimentos para cada método manteniendo los
mismos margenes para todos los algoritmos con el fin de asegurar la comparabilidad
de los resultados. Ademas, se utiliz6 el mismo tensor inicial en todas las ejecuciones
para garantizar condiciones homogéneas.

El salto a 3 dimensiones revela desafios adicionales para los algoritmos ya que se
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observa una marcada diferenciaciéon en términos de capacidad de optimizacion y
adaptabilidad a espacios multidimensionales. Los resultados demuestran patrones
consistentes con los hallazgos en 2 dimensiones, aunque con valores absolutos mas
elevados que reflejan la mayor complejidad del problema tridimensional.

El Cuadro 13 muestra los resultados obtenidos en términos de ajuste final y tiempo
de ejecucién, expresados como media + desviacion estndar:

Método Media del Ajuste Tiempo (s)
IPF (Deming & Stephan)  297.250,00 £ 0.00 0,23
IPF (Feinberg) 297.250,00 £ 0.00 0,23
IPF (Riischendorf) 297.250,00 £ 0.00 0,23
IPF + EMNA 25.192,18 £ 600.75 2,70
IPF + UMDAc 103.805,13 + 2033.62 2,79
IPF + EGNA 12.603,68 + 244.45 2,06
IPF + UKEDA 194.293,70 £ 3256.50 7,3
IPF + CMA-ES 69.951,37 £+ 1086.22 18,34
IPF + PBIL 100.705,85 £ 1008.05 3,43
IPF + SPEDA 12.310,29 + 493.05 1,37

Cuadro 13: Resumen de ajuste promedio, desviacion estandar y tiempo de ejecucion
para IPF y métodos hibridos en 3D.

Los algoritmos algoritmos IPF mantienen un comportamiento estable y consistente
en las diferentes ejecuciones. Sin embargo, en este caso tridimensional, queda atn
mas patente que IPF se queda considerablemente alejado de los mejores resultados
obtenidos por los métodos hibridos, evidenciando sus limitaciones para explorar y
optimizar en espacios mas complejos.

En contraste significativo, los algoritmos hibridos demuestran una capacidad notable
para optimizar la funcién objetivo en el espacio 3D. IPF + SPEDA emerge nuevamente
como el método més eficiente, junto con IPF + EGNA, ambos alcanzando valores de
ajuste excepcionalmente bajos. La dispersion observada es ligeramente mayor que
en dos dimensiones, lo que sugiere que estos algoritmos mantienen su efectividad
en espacios complejos, aunque con una dependencia algo més pronunciada de las
condiciones iniciales. En concreto, IPF + SPEDA logra reducir el ajuste en un 95.9 %
respecto al IPF clasico, mientras que IPF + EGNA también presenta una reduccion
significativa, cercana al 95.8 %, confirmando asi la robustez de ambos métodos en
entornos multidimensionales.

Los algoritmos IPF + EMNA e IPF + UMDACc siguen siendo opciones validas en
el contexto tridimensional. IPF + EMNA logra una reduccién del ajuste del 91,5 %
respecto al IPF clésico, aunque con un coste computacional moderado (2,70 segundos).
Por su parte, IPF + UMDAc mejora el ajuste en un 65,0 %, aunque presenta una
elevada dispersion, lo que sugiere una mayor sensibilidad a las condiciones iniciales.
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En cuanto a IPF + CMA-ES, consigue una mejora del 76,5 % en el ajuste medio, pero
a costa del mayor tiempo de ejecucion de todos los métodos (18,34 segundos), lo que
lo convierte en una opciéon menos eficiente cuando se prioriza el coste computacional.

IPF + PBIL también presenta una mejora del 66,1 % en comparacion con IPF clasico,
aunque se queda rezagado frente a métodos mas competitivos. Finalmente, IPF +
UKEDA ofrece el peor rendimiento entre los enfoques hibridos: una reducciéon de
solo el 34,6 % en el ajuste, con un tiempo de ejecucién de 7,3 segundos. No obstante,
incluso en este caso, supera ampliamente a los métodos IPF tradicionales, reafirmando
que los enfoques hibridos resultan méas adecuados para abordar la complejidad del
problema tridimensional.

En la Figura 11 se puede ver lo explicado con anterioridad.
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Figura 11: Comparaciéon del Ajuste entre los Algoritmos IPF y IPF + EDAs en 3
Dimensiones

4.5.4. Evolucion del Ajuste en IPF vs IPF + EDAs en 3 Dimensiones

Al aumentar la dimensionalidad, se observa un patrén de comportamiento que en
gran medida reafirma las conclusiones obtenidas en dos dimensiones, como se muestra
en la Figura 12. IPF + SPEDA vuelve a posicionarse como el enfoque mas eficaz,
logrando una rapida reducciéon del ajuste desde las primeras iteraciones.

Le sigue IPF + EMNA, que mantiene su perfil estable y robusto. Aunque su ritmo
de mejora sigue siendo mas moderado que el de SPEDA, su baja desviacion estandar
lo convierte en una opcion predecible y confiable, especialmente valiosa en contextos
donde la estabilidad es prioritaria.

Las combinaciones IPF + EGNA e IPF + UMDACc repiten un desempeno intermedio,
aunque en este caso UMDAc enfrenta mayores dificultades para escalar: parte de
valores mas elevados y converge mas lentamente. Esta pérdida de eficacia sugiere
una menor capacidad del modelo para adaptarse al incremento de dimensionalidad.
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En contraste, IPF + PBIL e IPF + CMA-ES vuelven a mostrar un estancamiento
temprano. IPF + UKEDA, por su parte, contintia arrojando los peores resultados,
con un ajuste persistentemente elevado, lo que apunta a una inadecuacion de su
modelo probabilistico frente a la mayor complejidad del problema.

El andlisis conjunto en dos y tres dimensiones permite observar una tendencia
consistente: los métodos que integran modelos probabilisticos mas sofisticados, como
SPEDA y EMNA, ofrecen el mejor desempeno global al combinar capacidades
exploratorias y estabilidad en la convergencia. En cambio, métodos mas simples o
menos adaptativos como PBIL, CMA-ES o UKEDA muestran limitaciones evidentes
que se agravan al aumentar la dimensionalidad.

Este comportamiento sugiere que, para problemas de mayor complejidad estructural,
no solo es relevante la capacidad exploratoria de los algoritmos, sino también su
habilidad para ajustarse dinamicamente a la estructura del espacio de bisqueda, algo
que SPEDA y EMNA logran con mayor eficacia. En consecuencia, estos métodos
se perfilan como las alternativas méas prometedoras dentro del enfoque IPF + EDA
para contextos multidimensionales.

000G = Meds del fitness (IFF + ERBA
w— Medis del fitness (IFF + MDA )
Medea del itnexs [IFF + EGNA]
= Medha del fitness [IFF + UKEDA)
15500 = Medka del fitness (IPF & CMA-ES)
—— Media dol hitness (IPF + PRIL)
Maodky del fitnes [IPF + SPIDA)

150000

125000

/

THOD0

£ H000

o
-
[
3

L iaf a ]

Figura 12: Evolucion del Ajuste en IPF + EDAs 3 Dimensiones

4.5.5. IPF vs IPF + EDAs en 4 Dimensiones

Al escalar el problema a un entorno atin mas complejo, como el caso de cuatro
dimensiones, las limitaciones del IPF clasico se vuelven todavia mas evidentes. Tal
como era previsible a partir de los escenarios anteriores, el algoritmo IPF presenta
grandes dificultades para adaptarse a la creciente complejidad, lo que resalta la
necesidad de recurrir a enfoques hibridos.
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Dado el considerable aumento en el coste computacional asociado al tratamiento
de espacios de mayor dimensionalidad, en este caso se ha reducido el niimero de
experimentos realizados por cada método con respecto a los escenarios anteriores.
Ademas, al igual que en la Seccién 4.3.6, se ha decidido excluir el método IPF +
EMNA del anélisis, ya que sus tiempos de ejecucion eran desproporcionadamente altos
en relacion con el resto de algoritmos evaluados, lo que comprometia la viabilidad
del experimento.

Método Media del Ajuste Tiempo medio (s)
IPF (Deming) 1.758.328,00 £ 0,00 0,04

IPF (Feinberg) 1.758.328,00 £ 0,00 0,04

IPF (Rischendorf) 1.758.328,00 +£ 0,00 0,04

IPF 4+ UMDACc 1.452.552,19 £ 3.743,14 19,53

IPF + EGNA 1.041.928,24 £ 1.327,06 35,07

IPF + UKEDA 185.805,20 £ 3.973,41 23,60

IPF + CMA-ES 512.117,75 £ 23.088,38 109,88

IPF + PBIL 1.276.181,80 £ 9.930,26 22,05

IPF + SPEDA 1.227.137,00 £ 1.902,91 29,75

Cuadro 14: Media del fitness final, desviacion estandar y tiempo medio de ejecucion
por método (problema con restricciones reales).

Sorprendentemente, IPF + UKEDA se posiciona como el método mas eficiente en
este escenario de alta dimensionalidad, con un ajuste promedio notablemente mejor
y una baja variabilidad, lo que indica una alta consistencia y robustez frente a la
dispersion del espacio de busqueda.

Por otro lado, tanto IPF + EGNA como IPF 4+ SPEDA, que habian mostrado buen
rendimiento en problemas de menor dimension, presentan aqui comportamientos
mas inestables. Mientras EGNA mantiene una evolucion relativamente consistente
aunque con un tiempo de ejecuciéon mayor, SPEDA muestra oscilaciones bruscas y
mayor variabilidad en sus resultados, lo que limita su fiabilidad practica y sugiere la
necesidad de ajustes para estabilizar su desempeno.

También cabe destacar IPF + CMA-ES, que aunque ofrece buenos resultados en
términos de ajuste, lo acompana un tiempo de ejecucion considerablemente elevado,
lo que puede limitar su aplicabilidad en escenarios donde el coste computacional es
critico.

La Figura 13 ilustra claramente estas diferencias descritas anteriormente y destacar
como estos resultados subrayan que en problemas complejos y de alta dimension, los
mecanismos especificos de UKEDA proporcionan una ventaja competitiva decisiva
frente a otros enfoques hibridos.
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Figura 13: Comparaciéon del Ajuste entre los Algoritmos IPF y IPF + EDAs en 4
Dimensiones

4.5.6. Evolucion del Ajuste en IPF vs IPF + EDAs en 4 Dimensiones

Al incrementar la dimensionalidad a cuatro dimensiones, se observan diferencias
relevantes respecto a configuraciones anteriores, como se aprecia en la Figura 14.
En este nuevo escenario, la combinaciéon IPF + UKEDA se posiciona como la mas
efectiva, alcanzando rapidamente valores bajos de fitness y manteniéndolos de forma
estable a lo largo de las iteraciones. Su comportamiento evidencia una excelente
capacidad de exploraciéon y una convergencia robusta incluso en espacios de busqueda
de alta complejidad.

IPF + CMA-ES también muestra un rendimiento destacable, siendo el segundo
algoritmo hibrido con el ajuste mas bajo y su estabilidad lo convierte en una
alternativa sélida en contextos donde la precision y la consistencia son prioritarias.

La combinacion IPF + EGNA se sitia en una posicion intermedia. Si bien no alcanza
los niveles de ajuste de IPF + UKEDA o IPF + CMA-ES, presenta una mejora
constante en el ajuste, lo que indica una capacidad razonable para adaptarse a la
mayor dimensionalidad del problema.

Por otro lado, IPF + PBIL e IPF 4+ SPEDA presentan un comportamiento similar,
con mejoras visibles frente al IPF clasico, pero sin alcanzar los niveles 6ptimos de
ajuste. Ambas variantes muestran fluctuaciones y cierta inestabilidad, lo que podria
limitar su eficacia practica en entornos complejos si no se afinan sus pardametros de
exploracion.

Cabe destacar el contraste en el comportamiento de IPF 4+ SPEDA respecto a
las dimensiones previas. Mientras que en los escenarios de dos y tres dimensiones
este algoritmo se habia consolidado como el més eficaz, en cuatro dimensiones su
rendimiento desciende notablemente, situandose en una posicion intermedia. Esta
caida puede atribuirse a la mayor complejidad del espacio de busqueda, que podria
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exigir un ajuste mas fino de sus parametros de exploraciéon o una adaptacién en
su estrategia para mantener la efectividad observada en configuraciones de menor
dimensionalidad.
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Figura 14: Evolucion del Ajuste en IPF + EDAs 4 Dimensiones
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5. Discusion de los Resultados

5.1. Comparativa entre IPF y los EDAs

El algoritmo IPF se mantiene como el algoritmo maés eficiente y estable para el
ajuste de margenes en matrices, especialmente cuando se priorizan la rapidez y el
determinismo. No obstante, entre los algoritmos evolutivos, SPEDA se consolida
como la alternativa mas solida, destacando por su capacidad adaptativa, precision y
buen rendimiento en escenarios complejos.

El analisis de la convergencia en distintas dimensiones refuerza estas observaciones.
En dos dimensiones, UMDAc y SPEDA muestran una evolucién del ajuste rapida y
estable. En tres dimensiones, tanto IPF como SPEDA logran convergencia exacta
y sin variabilidad, con EGNA destacando también por su consistencia. En cuatro
dimensiones, SPEDA mantiene su ventaja con una trayectoria clara y descendente,
mientras que UKEDA y EGNA siguen siendo opciones viables. En cambio, algoritmos
como EMNA PBIL, UMDAc y CMA-ES presentan una convergencia mas erratica o
se estancan prematuramente.

5.2. Comparativa entre Variantes de IPF: Deming & Stephan,
Fienberg y Riischendorf

Aunque las tres variantes del algoritmo IPF Deming & Stephan, Fienberg y Riischen-
dorf se alcanza la misma calidad de ajuste, existen diferencias relevantes en cuanto
a eficiencia computacional. En todas las dimensiones analizadas (2D, 3D y 4D), la
variante de Riischendorf requiere sistematicamente menos iteraciones para converger,
manteniendo tiempos de ejecucion competitivos. Esta eficiencia puede representar
una ventaja importante en escenarios de alta dimensionalidad o con restricciones de
tiempo, haciendo de Riischendorf la variante mas recomendable del algoritmo IPF.

5.3. Comparativa entre IPF y los Métodos Hibridos IPF +
EDAs

La combinacién del algoritmo IPF con EDAs muestra un notable potencial en
problemas de mayor dimensionalidad. Mientras que en 2D las diferencias respecto al
algoritmo IPF son poco significativas, en 3D y 4D los métodos hibridos como IPF +
SPEDA, IPF + EGNA e IPF 4+ UKEDA logran una mejora sustancial del ajuste,
con distintos niveles de estabilidad. En particular, IPF + UKEDA sobresale en 4D
al ofrecer el mejor ajuste junto con una baja variabilidad, lo que sugiere una alta
eficacia en espacios de busqueda complejos.

Por su parte, IPF 4+ SPEDA, que habia destacado en dimensiones inferioes, expe-
rimenta una caida relativa en 4D, aunque mantiene un ajuste competitivo. IPF +
EGNA se posiciona en un zona intermedia, con una convegencia progresiva y una
estabilidad consistente entre iteraciones. En contraste, combinaciones como IPF +
UMDACc o IPF 4+ CMA-ES presentan un rendimiento menos consistente a medida
que aumenta la complejidad estructural del problema.
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6. Conclusiones y Trabajo Futuro

6.1. Conclusiones

Los resultados obtenidos permiten extraer varias conclusiones relevantes sobre los
métodos evaluados para el ajuste de méargenes multidimensionales.

En primer lugar, el algoritmo IPF se confirma como una herramienta sélida, rapida,
estable y con precisién determinista, especialmente adecuada para problemas de baja
y media dimensionalidad (2D y 3D). Entre sus variantes, Riischendorf destaca por
su eficiencia computacional al requerir menos iteraciones para alcanzar soluciones
de igual calidad, convirtiéndola en la opciéon més recomendable dentro del enfoque
clasico.

Por otro lado, la extensién del IPF clasico a dimensiones superiores (3D y 4D)
permitié abordar problemas complejos de ajuste, garantizando el cumplimiento de
los margenes multidimensionales en aplicaciones estadisticas y de modelado de datos.

En cuanto a los algoritmos evolutivos, SPEDA emerge como el mejor EDA puro,
gracias a su capacidad adaptativa, precision y estabilidad en problemas de mayor
complejidad estructural. La integracion hibrida IPF+SPEDA se mostré especialmente
efectiva, combinando la rapidez y estabilidad del IPF con la flexibilidad y capacidad
de refinamiento estocastico de los EDAs, mejorando sustancialmente el ajuste sin
sacrificar el tiempo de ejecucion.

En general, los métodos hibridos (IPF + EDAs) presentan un camino prometedor para
solucionar problemas multidimensionales complejos, superando algunas limitaciones
de los métodos cléasicos y aportando soluciones robustas, precisas y escalables.

Los aspectos a resaltar en la sintesis comparativa de métodos evaluados, serian los
siguientes:

= Algoritmo IPF: Preciso, rapido y determinista. Ideal para 2D y 3D.

» [PF-Riischendorf: Variante del algoritmo IPF maés eficiente en cuanto al nimero
de iteraciones.

= SPEDA: Mejor EDA puro en escenarios complejos por su estabilidad y adapta-
bilidad.

= [PF + SPEDA: Mejor método hibrido en 2D y 3D, combinando precisién,
estabilidad y mejora sustancial de fitness.

» [PF + UKEDA: Alternativa sélida en 4D.

6.2. Limitaciones

A pesar de los avances y resultados prometedores obtenidos en este trabajo, existen
ciertas limitaciones que deben considerarse para contextualizar los hallazgos y orientar
futuras lineas de investigacion:

= Escalabilidad a dimensiones muy altas: Aunque la extension de IPF y la
integracion con EDAs permiti6é abordar problemas hasta de cuatro dimensiones,
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6.3.
Esta

la escalabilidad a dimensiones superiores (5D o més) no fue explorada en profun-
didad. En escenarios con alta dimensionalidad, la complejidad computacional
y el tiempo de convergencia pueden aumentar significativamente, afectando la
aplicabilidad practica de los métodos estudiados.

Dependencia de parametros en EDAs: Los EDAs requieren la calibra-
ci6n de varios hiperpardmetros (tamano de la poblacién o limites inferiores y
superiores), los cuales pueden influir de manera importante en el rendimien-
to. La seleccion de estos parametros se realizé basandose en configuraciones
estandar, pero no se efectué una optimizacion exhaustiva que garantice el mejor
rendimiento en todos los escenarios.

Evaluacién limitada a conjuntos sintéticos y especificos: Los expe-
rimentos se realizaron principalmente con matrices y margenes generados
sintéticamente para controlar la complejidad y evaluar métricas especificas.
La aplicabilidad y desempeno en datos reales, especialmente en ambitos con
estructuras mas heterogéneas o ruido, requieren validacién adicional.

Posible estancamiento en métodos hibridos: Aunque la combinaciéon IPF
+ EDAs mejora la precision y estabilidad en muchos casos. Algunos métodos
hibridos mostraron variabilidad en la convergencia y riesgo de estancamiento
en Optimos locales, especialmente en problemas de alta dimensionalidad y
complejidad estructural elevada.

Trabajo Futuro

seccion describe los proximos pasos que estan previstos para la metodologia y

los sistemas desarrollados en este trabajo:

7.

Configuracion dindmica de parametros: Desarrollar estrategias de ajus-
te automatico de parametros clave (como tamano de poblacién) en funcién
de métricas internas del algoritmo, como la tasa de mejora o la diversidad
generacional.

Aplicacién a casos reales multidimensionales: Evaluar los EDAs y métodos
hibridos propuestos en problemas reales que impliquen ajuste de margenes en
datos multidimensionales (como celdas censales o matrices de movilidad), para
validar su aplicabilidad practica.

Analisis teérico del comportamiento de convergencia: Estudiar formal-
mente las condiciones bajo las cuales los EDAs convergen a soluciones optimas,
especialmente en presencia de restricciones como los margenes.

Bibliografia

Referencias

Arteaga, J. (2025). Repositorio con cédigo y materiales del trabajo de master.
https://github.com/javierarteagapuell/MASTER/tree/main.

Baluja, S. (1994). Population-based incremental learning: A method for integra-

64


https://github.com/javierarteagapuell/MASTER/tree/main

ting genetic search and competitive learning. Technical Report CMU-CS-94-163,
Carnegie Mellon University.

Chang, S. and Lin, J. (2009). An iterative proportional fitting procedure for adjusting
energy consumption data in spatial disaggregation. Energy Policy, 37(7):2581-2588.

Deming, W. E. and Stephan, F. F. (1940). On a least squares adjustment of a sampled
frequency table when the expected marginal totals are known. The Annals of
Mathematical Statistics, 11(4):427-444.

Fienberg, S. E. (1970). An iterative procedure for estimation in contingency tables.
The Annals of Mathematical Statistics, 41(3):907-917.

Furness, W. R. (1983). The furness method for trip distribution. Transportation
Research Record, 911:13-19.

Guyon, J. (1982). TIterative proportional fitting and the modeling of population
structures. Journal of the American Statistical Association, 77(379):686-692.

Hansen, N. (2006). The cma evolution strategy: a comparing review. In Towards a
new evolutionary computation, pages 75-102. Springer.

Larranaga, P. and Bielza, C. (2024). Estimation of distribution algorithms in machine
learning: a survey. IEEE Transactions on Evolutionary Computation. Disponible en:
https://ieeexplore.ieee.org/stampPDF/getPDF. jsp?arnumber=10247259.

Larranaga, P., Bielza, C., and Inza, 1. (2020). Bayesian networks in continuous do-
mains: Theory and applications. Journal of Machine Learning Research, 21(104):1—
42.

Larranaga, P. and Lozano, J. A. (2002). Estimation of Distribution Algorithms: A
New Tool for Evolutionary Computation. Springer.

Miihlenbein, H. and Paass, G. (1996). From recombination of genes to the estimation

of distributions i. binary parameters. In Parallel Problem Solving from Nature —
PPSN IV, pages 178-187. Springer.

Pérez Soloviev, V. (2024a). Edaspy: Estimation of distribution algorithms in python.
https://github.com/VicentePerezSoloviev/EDAspy.

Pérez Soloviev, V. (2024b). Edaspy: Python package for estimation of distribution al-
gorithms. https://github.com/VicentePerezSoloviev/EDAspy/tree/master/
EDAspy.

Riischendorf, L. (1995). Convergence of the iterative proportional fitting procedure.
The Annals of Statistics, 23(4):1160-1174.

Sinkhorn, R. and Knopp, P. (1967). Concerning nonnegative matrices and doubly
stochastic matrices. Pacific Journal of Mathematics, 21(2):343-348.

Soloviev, A., Burdakov, O., and Mijalkovic, M. (2021). Kernel-based estimation of
distribution algorithms for continuous optimization. Neurocomputing, 442:187-199.

65


https://ieeexplore.ieee.org/stampPDF/getPDF.jsp?arnumber=10247259
https://github.com/VicentePerezSoloviev/EDAspy
https://github.com/VicentePerezSoloviev/EDAspy/tree/master/EDAspy
https://github.com/VicentePerezSoloviev/EDAspy/tree/master/EDAspy

Zhang, X., Du, B., Zhang, J., and Wu, J. (2023). Surrogate-assisted distribution esti-
mation in interactive estimation of distribution algorithms. Symmetry, 15(2):276.

66



8. Anexos

A continuacién se listan los anexos que contienen las implementaciones clave de los
algoritmos utilizados en este trabajo.

Anexo A: Estructura comin para EMNA, UMDAc, EGNA y UnivariateKEDA
En el Listing 2 se presenta una funcion genérica run_eda que unifica la eje-
cucion de distintos algoritmos EDAs representativos del trabajo: EMNA,
UMDAc¢, EGNA y UnivariateKEDA. La estructura comun facilita la compa-
racion directa entre algoritmos al compartir el mismo esquema de entrada
(margenes de filas y columnas, dimensiones, matriz inicial) y salida (mejor
matriz encontrada, evolucién del fitness, tiempo de ejecucion). Ademads, incluye
un paso de busqueda local con ruido para refinar la soluciéon encontrada por
el EDA, mejorando la calidad final del ajuste a los margenes objetivo.

Listado 2: Estructura comun para EMNA, UMDAc, EGNA y UnivariateKEDA

def run_eda(eda_class, row_margins, col_margins, dimensions,
iterations, initial_matrix):
nnn
Ejecuta un algoritmo EDA generico dado su clase de
implementacion.

Parametros:

eda_class : clase del EDA a usar (EMNA, UMDAc, EGNA,
UnivariateKEDA)

row_margins : array con margenes de filas
col_margins : array con margenes de columnas
dimensions : numero total de variables (dimensiones)
iterations : numero maximo de iteraciones
initial_matrix : matriz inicial para evaluacion

Retorna:
best_matrix_refined : mejor matriz encontrada tras
busqueda 1local
history : evolucion del fitness durante las
iteraciones
refined_fitness : fitness tras busqueda local
execution_time : tiempo total de ejecucion
best_perturbed_matrix : mejor matriz perturbada tras
busqueda local
won
eda = eda_class(size_gen=100, max_iter=iterations,
dead_iter=10, n_variables=dimensions, lower_bound=1,
upper_bound=max (row_margins.max (), col_margins.max

O

def fitness_function(individual):
matrix = individual.reshape((len(row_margins), len(
col_margins)))




matrix = normalize_matrix(matrix, row_margins,
col_margins)

return combined_penalty(matrix, row_margins,
col_margins, initial_matrix)

start_time = time.time ()

result = eda.minimize(fitness_function)

end_time = time.time ()

best_matrix = result.best_ind.reshape((len(row_margins),
len(col_margins)))

best_matrix = normalize_matrix(best_matrix, row_margins,

col_margins)

# Aplicar busqueda local con ruido para refinar solucion
best_matrix_refined, refined_fitness,
best_perturbed_matrix, improved =
local_search_with_noise (
result.best_ind, row_margins, col_margins,
initial_matrix

)
if not improved:
print (£
)
best_matrix_refined = best_matrix
execution_time = end_time - start_time

return best_matrix_refined, np.array(result.history),
refined_fitness, execution_time, best_perturbed_matrix
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Anexo B: Implementacién del algoritmo PBIL

El Listing 3 presenta la implementacion de PBIL, otro algoritmo evolutivo que
se ha incluido para ampliar la comparacién. PBIL sigue una estructura similar
a la funcion genérica anterior, pero con su propia logica interna de aprendizaje
y actualizacion del vector de probabilidades. Se conserva el mismo esquema
de evaluacién basado en la funcién de ajuste que penaliza el incumplimiento
de los margenes y la desviacion con respecto a la matriz original, asi como la
busqueda local para mejorar resultados.

Listado 3: Funcién para ejecutar PBIL

def run_pbil(row_margins, col_margins, dimensions, iterations,
initial_matrix):

pbil = PBIL(size_gen=100, max_iter=iterations, dead_iter
=10,
n_variables=dimensions, lower_bound=1,
upper_bound=max (row_margins.max (), col_margins

.max()))

def fitness_function(individual):
matrix = individual.reshape((len(row_margins), len(
col_margins)))
matrix = normalize_matrix(matrix, row_margins,
col_margins)
return combined_penalty(matrix, row_margins,
col_margins, initial_matrix)

start_time = time.time ()

result = pbil.minimize(fitness_function)

end_time = time.time ()

best_matrix = result.best_ind.reshape((len(row_margins),
len(col_margins)))

best_matrix = normalize_matrix(best_matrix, row_margins,

col_margins)

# Busqueda local para refinar la solucion
best_matrix_refined, refined_fitness,
best_perturbed_matrix, improved =
local_search_with_noise (
result.best_ind, row_margins, col_margins,
initial_matrix)

if not improved:

print(
)
best_matrix_refined = best_matrix
execution_time = end_time - start_time

return best_matrix_refined, np.array(result.history),
refined_fitness, execution_time, best_perturbed_matrix




Anexo C: Implementacién del algoritmo CMA-ES

En el Listing 4 se muestra la funcién encargada de ejecutar CMA-ES, un
algoritmo evolutivo de optimizacién basado en estrategias de covarianza
adaptativa. La estructura sigue la misma logica que los EDAs anteriores para
asegurar la comparabilidad. Se utiliza la misma funcién de ajuste para evaluar
la calidad de las soluciones y también se incluye la bisqueda local con ruido
para refinar la matriz resultado, ajustando de manera 6ptima los margenes de
filas y columnas.

Listado 4: Funcién para ejecutar CMA-ES

def run_cmaes (row_margins, col_margins, dimensions, iterations
, initial_matrix):

cmaes = CMAES(size_gen=100, max_iter=iterations, dead_iter
=10,
n_variables=dimensions, lower_bound=1,
upper_bound=max (row_margins.max (),
col_margins.max()))

def fitness_function(individual):

matrix = individual.reshape((len(row_margins), len(
col_margins)))
matrix = normalize_matrix(matrix, row_margins,

col_margins)
return combined_penalty(matrix, row_margins,
col_margins, initial_matrix)

start_time = time.time ()
result = cmaes.minimize(fitness_function)
end_time = time.time ()

best_matrix = result.best_ind.reshape((len(row_margins),
len(col_margins)))

best_matrix = normalize_matrix(best_matrix, row_margins,
col_margins)

# Busqueda local para refinar la solucion
best_matrix_refined, refined_fitness,
best_perturbed_matrix, improved =
local_search_with_noise (
result.best_ind, row_margins, col_margins,
initial_matrix)

if not improved:

print(
)
best_matrix_refined = best_matrix
execution_time = end_time - start_time

return best_matrix_refined, np.array(result.history),
refined_fitness, execution_time, best_perturbed_matrix

70




Anexo D: Algoritmo hibrido: IPF + EDA genérico

El Listing 5 corresponde a la implementacién del enfoque hibrido desarrollado
en el trabajo, que combina iterativamente el algoritmo clasico de Ajuste
Proporcional Tterativo (IPF) con un EDA genérico para el refinamiento. La
funcion recibe una matriz inicial y en cada iteracion aplica primero el paso
determinista de IPF para ajustar los margenes, seguido del refinamiento
exploratorio mediante el EDA seleccionado, incrementando la calidad de la
solucion.

Listado 5: Funcién hibrida IPF + EDA genérico

def run_ipf_eda(row_margins, col_margins, dimensions,
iterations, initial_matrix, eda_class):

eda = eda_class(size_gen=100, max_iter=iterations,
dead_iter=10, n_variables=dimensions,
lower_bound=1, upper_bound=max(row_margins
.max (), col_margins.max()))

def fitness_function(individual):

matrix = individual.reshape((len(row_margins), len(
col_margins)))
matrix = normalize_matrix(matrix, row_margins,

col_margins)
return combined_penalty(matrix, row_margins,
col_margins, initial_matrix)

best_individual = initial_matrix.flatten ()
history = []
start_time = time.time ()

for i in range(iterations):
# Ajuste Proporcional Iterativo (IPF)
best_individual = ipf_adjustment(best_individual.
reshape ((len(row_margins), len(col_margins))),
row_margins, col_margins).flatten ()

# Refinamiento con EDA

result = eda.minimize(fitness_function, start=
best_individual)

best_individual = result.best_ind

history.append(result.best_fitness)

end_time = time.time ()

best_matrix = best_individual.reshape((len(row_margins),
len(col_margins)))

best_matrix = normalize_matrix(best_matrix, row_margins,

col_margins)

# Busqueda local para refinar la solucion
best_matrix_refined, refined_fitness,
best_perturbed_matrix, improved =
local_search_with_noise (
best_individual, row_margins, col_margins,
initial_matrix)
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if not improved:

print(
)
best_matrix_refined = best_matrix
execution_time = end_time - start_time

return best_matrix_refined, np.array(history),
refined_fitness, execution_time, best_perturbed_matrix
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