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Resumen

Este Trabajo Fin de Máster trata la clasificación supervisada de series temporales
multivariadas. El objetivo principal del trabajo ha sido diseñar un sistema de cla-
sificación supervisada capaz de identificar el ascensor del aeropuerto de Bilbao que
está activo en cada trayecto. Para ello, se partió de datos reales y en crudo, recogidos
por la empresa Aingura IIOT bajo encargo, lo que implicó el desarrollo de un flujo
de procesamiento completo. Este abarcó desde el preprocesamiento de las señales
eléctricas y la segmentación de trayectos, hasta la comparativa de diversos enfoques
de clasificación aplicables a series temporales multivariadas.

En una primera fase, se exploraron diferentes técnicas para tratar con señales ruido-
sas, desbalanceadas y de longitudes variables. Posteriormente, se probaron múltiples
metodologías de clasificación supervisada, incluyendo modelos basados en shape-
lets, transformaciones aleatorias (ROCKET), representaciones simbólicas (WEASEL-
MUSE), ensembles multicanal y extracción automática de características. Estos en-
foques se evaluaron en función de métricas como accuracy, F1-score y balanced ac-
curacy.

Uno de las conclusiones ha sido que no existe un método mejor que otro, sino que
el rendimiento depende en gran medida del preprocesamiento aplicado y de la re-
presentatividad de los datos. Los resultados obtenidos han demostrado que es viable
distinguir entre los ascensores a partir de la señal eléctrica agregada, alcanzando una
precisión competitiva con modelos relativamente eficientes y sin recurrir a técnicas
de alto coste computacional.

El trabajo sienta las bases para futuras mejoras, como el desarrollo de un sistema
autónomo de detección de trayectos o la adaptación del enfoque a otras instalaciones.
En conjunto, este proyecto constituye un ejemplo práctico de cómo aplicar técnicas de
inteligencia artificial a problemas reales del ámbito industrial, combinando análisis
de señales, modelado estadístico y comprensión en profundidad de algoritmos.

Palabras Clave: clasificación supervisada, series temporales multivariadas, señales
eléctricas, ascensores.
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Abstract

This Master’s Thesis deals with the supervised classification of multivariate time se-
ries. The main objective of the work has been to design a supervised classification
system capable of identifying which elevator at Bilbao Airport is active during each
trip. To achieve this, the project started from raw, real-world data collected by the
company Aingura IIOT on commission, which required the development of a com-
plete processing pipeline. This pipeline included everything from preprocessing the
electrical signals and segmenting the trips, to comparing various classification ap-
proaches applicable to multivariate time series.

In a first phase, different techniques were explored to deal with noisy, unbalanced
signals of variable lengths. Subsequently, multiple supervised classification metho-
dologies were tested, including models based on shapelets, random transformations
(ROCKET), symbolic representations (WEASEL-MUSE), multi-channel ensembles, and
automatic feature extraction. These approaches were evaluated based on metrics
such as accuracy, F1-score, and balanced accuracy.

One of the key learnings has been that there is no single method better than another,
but rather that performance depends largely on the preprocessing applied and the
representativeness of the data. The results obtained have demonstrated that it is fea-
sible to distinguish between elevators from the aggregated electrical signal, achieving
competitive precision levels with relatively efficient models and without resorting to
high computational cost techniques.

The work lays the foundation for future improvements, such as the development of
an autonomous trip detection system or the adaptation of the approach to other
installations. Overall, this project constitutes a practical example of how to apply
artificial intelligence techniques to real problems in the industrial field, combining
signal analysis, statistical modeling, and in-depth understanding of algorithms.

Keywords: supervised classification, multivariate time series, electrical signals, ele-
vators.
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Capítulo 1

Introducción

Este Trabajo de Fin de Máster (TFM) surge a raíz de un proyecto real desarrollado en
colaboración con la empresa Aingura IIOT1, en el que se plantea un reto interesante:
identificar qué ascensor del aeropuerto de Bilbao de los dos que se están monitori-
zando se está usando, únicamente a partir de señales eléctricas. Aunque a simple
vista pueda parecer un problema sencillo, su complejidad es alta por la naturaleza
temporal, ruidosa y multivariable de las señales involucradas.

El caso concreto tiene lugar en el aeropuerto de Bilbao, donde hay cuatro ascensores
que conectan el parking con las zonas de salidas, facturación y cafeterías. En este
proyecto se monitorizan los dos ascensores situados en la parte derecha del edificio
que se pueden observar en la Figura 1.1. El recorrido que pueden hacer estos as-
censores es: el derecho de la planta 0 hasta la 3 y el izquierdo de la planta 0 hasta
la 4 (un cuarto piso que no está abierto al público). Estos ascensores están en fun-
cionamiento casi continuo durante el día, especialmente en horas punta, y solo se
detienen por la noche. A lo largo del proyecto se ha trabajado con los datos reco-
gidos por un sensor que mide el consumo eléctrico conjunto de ambos ascensores,
sin diferenciarlos directamente. Para obtener etiquetas, compañeros de la empresa
realizaron anotaciones manuales desplazándose hasta el aeropuerto, registrando qué
ascensor estaba en funcionamiento en cada momento.

La idea principal es desarrollar un clasificador capaz de distinguir entre ambos as-
censores usando únicamente esas señales eléctricas, sin la ayuda de modelos de
aprendizaje profundo (por indicación de la empresa, posiblemente debido a su difí-
cil interpretabilidad o su naturaleza de “caja negra”) ni sensores adicionales. Esto
implica transformar un conjunto de datos complejos en representaciones que un al-
goritmo pueda entender, y para eso ha sido necesario explorar distintas estrategias,
desde métodos más tradicionales hasta enfoques recientes centrados en series tem-
porales multivariadas.

1.1. Motivación

La motivación principal para realizar este trabajo va más allá del reto técnico; se trata
de un caso real y tangible en el que se pueden aplicar los conocimientos adquiridos
durante el máster y observar resultados concretos. Participar en un proyecto con

1https://www.ainguraiiot.com/es
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1.2. Objetivos

datos reales nos permite comprender las dificultades prácticas que no siempre se
reflejan en tareas académicas, y la posibilidad de aprender sobre campos nuevos,
como el de la ingeniería industrial y del análisis de señales eléctricas.

Desde el punto de vista del aeropuerto de Bilbao (AENA) y de la empresa colaborado-
ra Aingura IIOT, este trabajo tiene un valor estratégico. Poder identificar el funciona-
miento de cada ascensor individual a partir de una señal eléctrica conjunta permiti-
ría habilitar nuevas formas de mantenimiento preventivo o diagnóstico temprano, sin
necesidad de instalar sensores adicionales ni modificar la infraestructura existente.
Esto se traduce en una solución no intrusiva y escalable, muy atractiva en entornos
como aeropuertos, donde la fiabilidad operativa y la eficiencia en mantenimiento son
prioritarias.

Aunque ambos ascensores comparten las mismas características técnicas y fueron
instalados bajo idénticas condiciones, se espera que su uso diario, el desgaste y las
condiciones operativas propias de cada uno generen patrones diferenciadores en las
señales eléctricas. Estas diferencias no son fácilmente observables, ya que las señales
son muy similares en apariencia, lo que hace que este problema, sea especialmente
interesante desde el punto de vista de análisis avanzado de datos.

Además, este proyecto ofrece la oportunidad de investigar y experimentar con diferen-
tes enfoques para el análisis de series temporales multivariadas, un área que, aunque
está en expansión, sigue planteando numerosos desafíos. La necesidad de trabajar
con datos ruidosos, sin etiquetas directas y con estructuras temporales complejas
nos ha impulsado a profundizar en técnicas avanzadas y a desarrollar una visión
crítica sobre sus ventajas y limitaciones.

Este trabajo también representa un puente entre la teoría y la práctica, ya que no solo
se busca un modelo que funcione, sino entender qué métodos son más adecuados
para este tipo de datos y en qué contextos. La experiencia de colaborar con una
empresa y resolver un problema real nos aporta un valor añadido tanto técnico como
profesional, ampliando la formación y los horizontes.

1.2. Objetivos

El objetivo principal de este proyecto es diseñar un sistema capaz de identificar cuál
de los dos ascensores está operando a partir de las señales eléctricas registradas du-
rante sus trayectos. Para ello, se parte de un conjunto de datos reales, sin etiquetado
directo por dispositivo, con el reto añadido de que las señales tienen una estructura
multivariable y temporal.

Además de resolver este problema concreto, el trabajo tiene una parte importante de
investigación: evaluar distintos enfoques técnicos y entender cuáles funcionan mejor,
cuáles no, y por qué. Esto implica no solo aplicar modelos, sino también estudiar sus
fundamentos, limitaciones y comportamiento sobre datos reales.

A continuación, se detallan los objetivos específicos que se han ido abordando du-
rante el desarrollo del proyecto:

Diseñar una estrategia de preprocesamiento adecuada que permita normalizar
las señales, tratar longitudes variables y mitigar el ruido y los posibles valores
atípicos.
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Introducción

Figura 1.1: Ascensores del aeropuerto de Bilbao (imagen proporcionada por Aingura
IIOT).

Evaluar y comparar diferentes enfoques para la clasificación de series tempora-
les multivariadas.

Medir el rendimiento de cada modelo propuesto en términos de precisión, ro-
bustez y escalabilidad, utilizando validación cruzada y métricas estándar.

Determinar qué técnicas resultan más eficaces para este tipo de problema, jus-
tificando su elección en función del contexto real de aplicación.

Documentar todo el proceso de forma clara y reproducible, tanto los aciertos
como los intentos que no funcionaron.

1.3. Estructura del documento

Este documento se organiza en cinco capítulos, además de la bibliografía.

Capítulo 1 – Introducción: Se presenta el contexto del proyecto, la motivación
que lo impulsa, los objetivos principales y la estructura general del trabajo.

Capítulo 2 – Marco teórico: Recoge el recorrido de investigación realizado. Co-
mienza con enfoques exploratorios iniciales y continúa con una revisión detalla-
da de distintas técnicas aplicables a la clasificación de series temporales multi-
variadas. Se analizan métodos basados en distancia, shapelets, representacio-
nes simbólicas, redes convolucionales aleatorias, metaclasificadores, extracción
de características y patrones recurrentes. El capítulo concluye con una tabla
comparativa.

Capítulo 3 – Desarrollo: Describe con detalle cómo se ha llevado a cabo el
proyecto. Incluye la descripción del problema, el preprocesamiento aplicado a

3



1.3. Estructura del documento

los datos, los modelos evaluados y el diseño experimental utilizado para validar
los resultados.

Capítulo 4 – Resultados: Se presentan los resultados obtenidos con los distin-
tos métodos y se analizan sus diferencias, fortalezas y debilidades. También se
incluyen visualizaciones que ayudan a interpretar mejor el comportamiento de
los métodos.

Capítulo 5 – Conclusiones: Recoge las conclusiones generales del trabajo, las
limitaciones encontradas y algunas ideas para continuar desarrollando esta lí-
nea de investigación en el futuro.
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Capítulo 2

Marco teórico

Este capítulo recoge de forma estructurada el proceso de investigación desarrollado
a lo largo de este Trabajo Fin de Máster. A lo largo del mismo, se exploran diversas
estrategias metodológicas orientadas a resolver un problema de clasificación super-
visada a partir de señales eléctricas, registradas en un entorno industrial real. Lejos
de limitarse exclusivamente al estado del arte en clasificación de series temporales
multivariadas (multivariate time series classification, MTSC), este capítulo documenta
también las fases iniciales de exploración, en las que se evaluaron modelos que resul-
taron no ser necesariamente adecuados para el problema, pero ayudaron a orientar
el camino hacia el enfoque más apropiado.

La identificación progresiva de la naturaleza temporal y multivariada de los datos lle-
vó a centrar la investigación en el campo de la MTSC. A partir de ahí, se analizaron
múltiples enfoques: métodos clásicos basados en medidas de distancia (DTW), algorit-
mos de representación simbólica (BOSS, WEASEL-MUSE), transformaciones convo-
lucionales aleatorias (ROCKET), metaclasificadores (HIVE-COTE 2.0, ColumnEnsem-
bleClassifier), técnicas de extracción automática de características (tsfresh, TSFEL),
y patrones recurrentes (Matrix Profile).

Este capítulo se estructura del siguiente modo. En la Sección 2.1, se describen breve-
mente las técnicas exploradas durante las fases iniciales del proyecto, que permitie-
ron descartar ciertos métodos y enfocarse en modelos temporales. En la Sección 2.2,
se revisan los fundamentos de las series temporales, tanto univariadas como mul-
tivariadas, con especial énfasis en su aplicabilidad a señales eléctricas industriales.
Posteriormente (de la Sección 2.3 a la 2.6), se presentan las diferentes familias de al-
goritmos evaluadas durante el proyecto, agrupadas por su naturaleza metodológica.
Finalmente, en la Sección 2.10, se incluye una comparación de los enfoques consi-
derados junto a una justificación de la elección de los métodos finales empleados en
el desarrollo experimental.

2.1. Exploraciones previas

Antes de llegar a la conclusión de que se trataba de series temporales multivariadas,
se llevó a cabo un proceso amplio de investigación sobre distintos enfoques, modelos
y marcos teóricos que podrían ajustarse al problema de clasificación de ascensores
en función de señales eléctricas. Esta primera etapa de investigación fue crucial para
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entender tanto las características como las limitaciones del problema.

El primer paso fue estudiar clasificadores estándar, disponibles en bibliotecas como
scikit-learn1, para tener una base comparativa y explorar qué enfoques podrían
adaptarse mejor a la naturaleza de los datos. Entre los algoritmos evaluados estuvie-
ron clasificadores bayesianos como naive Bayes y TAN (tree-augmented naive Bayes),
modelos lineales como la regresión logística y LinearSVC (máquina de vectores de
soporte lineal que clasifica los datos encontrando el hiperplano óptimo para sepa-
rarlos, siendo eficiente para grandes conjuntos de datos), así como algoritmos más
complejos como random forest, XGBoost (eXtreme Gradient Boosting, un potente algo-
ritmo de boosting basado en árboles de decisión que construye un modelo predictivo
combinando varios modelos débiles para mejorar la precisión de forma iterativa) o
Support Vector Machines (SVMs, máquinas de vectores de soporte, que buscan el me-
jor hiperplano para separar clases, pudiendo usar funciones de núcleo para manejar
relaciones no lineales en los datos, a diferencia de LinearSVC que se limita a sepa-
raciones lineales). Se observó que, aunque estos clasificadores ofrecían puntos de
partida interesantes, en general no estaban preparados para capturar la dimensión
temporal entre variables.

2.1.1. Redes Bayesianas en tiempo continuo

Las redes Bayesianas en tiempo continuo (continuos time Bayesian network, CTBN)
surgen como una alternativa a los modelos de tiempo discreto, como las redes Baye-
sianas dinámicas (dynamic Bayseian network, DBN) y los clasificadores Bayesianos
dinámicos, para modelar procesos que evolucionan a lo largo del tiempo de manera
continua, en lugar de en intervalos discretos. Este enfoque fue introducido por No-
delman (2007) y permite abordar la dinámica de sistemas donde los eventos ocurren
de manera continua y asíncrona en el tiempo.

Las CTBNs combinan conceptos de redes Bayesianas con procesos de Markov en
tiempo continuo, lo que les permite capturar transiciones de estado entre variables
en función del tiempo y las dependencias entre ellas, algo que no es posible con las
redes bayesianas tradicionales. Formalmente, Codecasa y Stella (2014b) definen una
CTBN mediante un grafo dirigido (posiblemente cíclico), donde cada nodo representa
una variable aleatoria discreta cuya dinámica se modela como un proceso de Markov
homogéneo de tiempo continuo, condicionado por el estado de sus variables padres.

Durante este trabajo, se exploraron tanto el toolkit de Codecasa y Stella (2014a), así
como aproximaciones manuales en Python con la ayuda de la biblioteca pgmpy. El
toolkit proporciona:

Implementación de algoritmos de inferencia para CTBNs.

Estimación de parámetros por máxima verosimilitud.

Soporte para aprendizaje estructural con penalización BIC.

La CTBN personalizada que se intentó diseñar no pudo ser aplicada de manera efec-
tiva debido a las limitaciones inherentes de los datos disponibles. Específicamente, la
naturaleza continua de las señales eléctricas, que exigía una discretización adecuada
para el modelo, así como la escasez y el desbalanceo de las muestras en esta fase
inicial, impidieron la viabilidad de este enfoque para el problema planteado.

1https://scikit-learn.org/stable/
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2.1.2. Clasificación de flujos de datos

Un flujo de datos (data stream) es una secuencia potencialmente infinita de datos
que llegan de forma continua y rápida, a menudo en tiempo real, y que requieren ser
procesados de manera incremental sin almacenar todo el historial. Bifet et al. (2010)
describen este paradigma como habitual en aplicaciones de monitorización, sensores
industriales, redes y sistemas de recomendación, donde las decisiones deben tomarse
sobre la marcha conforme se reciben nuevas observaciones.

Durante esta fase se exploró el campo del aprendizaje sobre flujos de datos, motivados
por la naturaleza secuencial y potencialmente continua del problema. Para ello, se
evaluaron herramientas especializadas como Massive Online Analysis (MOA) de Bifet
et al. (2010) y Scikit-Multiflow2, ambas orientadas al procesamiento eficiente y
en tiempo real de grandes volúmenes de datos que llegan de forma secuencial.

Se probaron modelos clásicos para flujos de datos, como Hoeffding Tree, Adaptive
Random Forest y métodos de boosting, especialmente adaptados para escenarios con
clases desbalanceadas y cambios conceptuales en los datos.

Hoeffding Tree es un algoritmo incremental de árboles de decisión diseñado
para clasificación en flujos de datos. Utiliza el límite de Hoeffding para deter-
minar, con alta confianza y tras observar solo una fracción del flujo, cuál es el
mejor atributo para realizar una división en un nodo. Esto permite construir
y actualizar el árbol en tiempo real, sin necesidad de almacenar todo el con-
junto de datos, y adaptarse rápidamente a instancias nuevas o cambios en la
distribución de los datos.

Adaptive Random Forest es una extensión de los bosques aleatorios para en-
tornos de datos en flujo. Consiste en múltiples árboles de decisión incrementa-
les, cada uno entrenado sobre una muestra diferente del flujo por medio de téc-
nicas de bagging. Incorpora mecanismos de detección de drift o cambio concep-
tual, reemplazando árboles que disminuyen su rendimiento por modelos nuevos
más adaptados, manteniendo así la precisión frente a datos no estacionarios.

Métodos de boosting en flujo (como Online AdaBoost) ajustan secuencialmente
varios modelos débiles (por ejemplo, árboles muy simples), enfocándose progre-
sivamente en las instancias mal clasificadas por los anteriores. Estos métodos
han sido adaptados al entorno de datos en línea, y son especialmente eficaces
para tratar con clases desbalanceadas o con distribuciones que cambian con el
tiempo.

Estas técnicas permiten actualizar el modelo de manera incremental conforme llegan
nuevas instancias, sin necesidad de almacenar todos los datos históricos. Por tanto,
son especialmente adecuadas para aplicaciones en tiempo real o en entornos donde
el comportamiento de los datos puede variar a lo largo del tiempo (concept drift).

Sin embargo, el principal inconveniente en esta aplicación práctica es que, aunque
los datos llegan de forma secuencial, el objetivo no era clasificar cada medición in-
dividual (normalmente cada 250 milisegundos), sino identificar un viaje completo
(compuesto por múltiples mediciones) y el ascensor que lo ha realizado. Por tanto,
no tenía sentido aplicar una clasificación punto a punto, sino que era necesario con-
siderar la secuencia completa asociada a cada trayecto. Esta diferencia estructural

2https://scikit-multiflow.github.io/
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entre el marco de flujos de datos y la organización real de los datos llevó a descartar
esta perspectiva y orientarnos más en métodos enfocados en la clasificación de series
temporales completas, que permiten analizar mejor la información de un viaje.

2.1.3. Lecciones aprendidas

Durante esta fase se consultaron trabajos previos como el TFM de Fernández (2022),
centrado en técnicas de clasificación para flujos de datos, donde se describen en
profundidad métodos Bayesianos, árboles incrementales y meta-clasificadores adap-
tativos. Este trabajo ayudó a asentar conocimientos teóricos y a orientar las pruebas
prácticas con MOA y otros marcos de aprendizaje online. También se revisaron docu-
mentos técnicos y comparativas del entorno MOA, y se contactó con algunos autores
para resolver dudas prácticas sobre su implementación.

Resumiendo, esta fase exploratoria permitió descartar algunos enfoques que, aunque
teóricamente viables, no resultaban prácticos en este caso, y sentó las bases para
la transición hacia el análisis específico de métodos para clasificación supervisada
de series temporales multivariadas, que se aborda en profundidad en las siguientes
secciónes.

2.2. Clasificación de series temporales

La clasificación de series temporales es una tarea fundamental en múltiples disci-
plinas, desde la monitorización de maquinaria industrial hasta el análisis financie-
ro, biomédico o energético. A diferencia de la clasificación convencional basada en
atributos estáticos, este tipo de problemas se caracteriza por datos cuya dimensión
temporal es clave: las observaciones están ordenadas secuencialmente y presentan
dependencia temporal, estacionalidad o patrones de largo alcance.

Formalmente, una serie temporal se define como una secuencia ordenada de obser-
vaciones a lo largo del tiempo. En la variante univariada, se trata de una sola variable
registrada en intervalos regulares; en la multivariada, cada instante incluye un vector
de múltiples variables simultáneamente medidas. La tarea de clasificación consiste
en asignar una etiqueta a una serie completa, basándose en sus propiedades diná-
micas y estructurales.

Los principales desafíos que plantea la clasificación de series temporales incluyen:

Variabilidad temporal: Las series pueden presentar duraciones distintas o estar
desfasadas temporalmente, lo que complica las comparaciones directas.

Redundancia y ruido: Especialmente en entornos reales, los datos temporales
pueden contener ruido sensorial, variabilidad operativa o señales poco informa-
tivas.

Dependencias temporales complejas: Algunos patrones solo se observan al
analizar secuencias largas o correlaciones entre diferentes momentos.

Estructura multicanal: En series multivariadas, la interacción entre dimensio-
nes (por ejemplo, tensión y corriente) puede ser esencial para distinguir clases.

A lo largo de la última década, se han propuesto numerosas estrategias para abordar
estos retos. Los enfoques tradicionales se apoyan en medidas de similitud como la

8



Marco teórico

Dynamic Time Warping (DTW), tal como demostraron Rakthanmanon et al. (2013).
Por otro lado, algunos métodos se centran en extraer características estadísticas o
frecuenciales relevantes para alimentar clasificadores clásicos, siguiendo la línea de
trabajo de Christ et al. (2018). En los últimos años, han emergido enfoques basados
en convoluciones aleatorias, como el propuesto por Dempster et al. (2020), así co-
mo ensamblajes híbridos que combinan múltiples representaciones, destacando los
trabajos de Lines et al. (2016) y Middlehurst et al. (2021).

Esta variedad de metodologías muestra la complejidad del problema, pero también
permite adaptar las soluciones a los requisitos específicos de cada situación: preci-
sión, interpretabilidad, escalabilidad o robustez frente al ruido. Ahora examinaremos
los métodos utilizados en la clasificación de series temporales, centrándonos espe-
cialmente en nuestro caso.

2.2.1. Series univariadas

Una serie temporal univariada es una secuencia de observaciones de una sola va-
riable medida a lo largo del tiempo. Por ejemplo, el consumo energético total de una
máquina registrado cada segundo. Este tipo de series suele representarse como una
secuencia:

{xt ∈ R | t = 1, 2, . . . , T}

donde cada xt representa el valor de la variable en el instante t y T es la longitud total
de la serie.

Aunque parezcan sencillas, las series univariadas presentan una serie de propieda-
des que las hacen interesantes desde el punto de vista del análisis: la dependencia
temporal entre observaciones cercanas, los patrones cíclicos o estacionales, y tam-
bién la posible existencia de ruido o variabilidad no estructurada. Para entender
mejor su comportamiento, muchas veces se recurre a su descomposición en cuatro
componentes fundamentales (Hyndman y Athanasopoulos, 2018):

1. Tendencia (Tt): Movimiento a largo plazo (creciente, decreciente o estacionario).
En el caso de los ascensores, la tendencia puede reflejar cómo cambian los pa-
trones de uso a lo largo del tiempo. Por ejemplo, se pueden observar incrementos
en la utilización durante ciertas épocas del año (como temporadas altas de via-
jes o vacaciones), o cambios sostenidos en la demanda diaria o semanal según
el flujo de pasajeros en el aeropuerto. Estos patrones estacionales impactan la
tendencia porque, al repetirse regularmente, pueden hacer que el nivel medio
de uso del ascensor aumente o disminuya de manera prolongada, más allá de
la variación diaria o aleatoria.

2. Estacionalidad (St): Patrones que se repiten en intervalos regulares de tiem-
po, como días, semanas, meses u horas. En el contexto de los ascensores en
un aeropuerto, esto puede observarse, por ejemplo, en los picos de uso que se
repiten diariamente en ciertos horarios (como primeras horas de la mañana y
última hora de la tarde, cuando hay mayor tránsito de pasajeros). Para señales
eléctricas, sigue ciclos operativos:

St = St+kP ∀t, k ∈ Z (2.1)

donde P es el período estacional.
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3. Ciclicidad (Ct): Fluctuaciones no periódicas a largo plazo, vinculadas a factores
externos (eventos especiales en aeropuertos).

4. Irregularidad (It): Componente aleatoria no sistemática, originada por ruido
electromagnético o perturbaciones transitorias.

La descomposición se formula como:

Xt = Tt + St + Ct + It (2.2)

En los últimos años se han desarrollado multitud de técnicas para trabajar con este
tipo de datos. Algunas de las más conocidas incluyen el suavizado exponencial, que
da más peso a las observaciones recientes, y los modelos ARIMA, que combinan au-
torregresión, diferenciación e integración para modelar estructuras complejas (Box et
al., 2015). Estos modelos son especialmente útiles cuando se busca predecir valores
futuros en series con estructura temporal estable.

También se han aplicado transformaciones al dominio de la frecuencia, como la
transformada de Fourier (Christ et al., 2018), para detectar patrones periódicos o
repetitivos. Este tipo de análisis frecuencial resulta útil en contextos donde las seña-
les tienen una base física o electromagnética, como en ciertos sistemas industriales.

Sin embargo, las series univariadas tienen limitaciones claras cuando se trata de
analizar fenómenos donde interactúan múltiples variables al mismo tiempo. En el
caso de este proyecto, trabajar con una sola señal eléctrica no es suficiente para
distinguir entre ascensores. Por eso, aunque los modelos univariados pueden ofrecer
buenos resultados en problemas simples o bien controlados, no siempre capturan
toda la complejidad del sistema si hay interacciones entre señales.

2.2.2. Series multivariadas

A diferencia de las univariadas, las series temporales multivariadas recogen múltiples
variables medidas simultáneamente en cada instante de tiempo. En lugar de tener
una única secuencia de valores, se tiene una secuencia de vectores:

Xt = (x
(1)
t , x

(2)
t , . . . , x

(d)
t ), t = 1, 2, . . . , T (2.3)

donde cada x
(i)
t representa la i-ésima variable medida en el instante t, y d es la di-

mensionalidad del sistema (Bagnall et al., 2017). Esto se da, por ejemplo, cuando
un sistema monitoriza temperatura, humedad y presión en meteorología al mismo
tiempo.

Este tipo de datos es mucho más rico, pero también más complejo de manejar. Bag-
nall et al. (2017) resaltan que, por un lado, permiten capturar relaciones entre señales
(un cambio en la tensión afecta a la corriente) pero, por otro lado, introducen nuevos
retos ya que hay que tener en cuenta la correlación entre variables, que no siempre
evolucionan sincronizadamente, y además se complica la representación y el análisis
cuando el número de señales crece mucho.

Para el problema que nos concierne, esta estructura multicanal refleja mejor la reali-
dad del sistema, ya que disponemos de dos señales principales junto a sus armónicos
y subarmónicos. Analizar cada una de estas variables de forma aislada no permite
capturar patrones complejos, que solo emergen al considerar su evolución conjunta.
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La clasificación de series multivariadas (multivariate time series classification, MTSC)
ha ido ganando protagonismo en los últimos años, y muchos de los métodos desa-
rrollados para series univariadas han tenido que ser adaptados. Algunos algoritmos
simplemente aplican técnicas univariadas a cada señal por separado y luego combi-
nan los resultados, pero otros, como los basados en shapelets multivariadas o redes
neuronales, intentan capturar directamente las dependencias cruzadas entre señales
(Ruiz et al., 2021).

Esta mayor expresividad conlleva mayores costes ya que se necesitan más datos, más
capacidad de cómputo, y muchas veces es más difícil interpretar lo que el modelo está
aprendiendo. Por eso, a lo largo del trabajo se han probado tanto enfoques simples
como otros más sofisticados, intentando encontrar un equilibrio entre rendimiento y
viabilidad práctica.

2.3. Enfoques basados en medidas de distancia

Una de las estrategias clásicas para abordar la clasificación de series temporales
consiste en definir una métrica de distancia entre series y utilizarla para comparar
ejemplos nuevos con ejemplos ya conocidos. Bajo este enfoque, el modelo no aprende
explícitamente una representación abstracta de los datos, sino que basa su decisión
en qué tan “parecida” es una serie nueva a otras ya etiquetadas.

Este enfoque es útil cuando se dispone de pocos datos o cuando los patrones tempo-
rales tienen formas distintivas que pueden reconocerse incluso si están desalineados.
La técnica DTW ha sido una de las más utilizadas, ya que permite comparar series
de distinta longitud o desfasadas en el tiempo (Rakthanmanon et al., 2013).

Además de la comparación directa mediante distancias, se han desarrollado variantes
más sofisticadas que usan estas distancias dentro de modelos estructurados como
bosques aleatorios. Es el caso de Proximity Forest o TS-CHIEF, que aprovechan la
robustez de los métodos basados en distancias, pero los integran en estructuras más
eficientes desde el punto de vista computacional.

2.3.1. k-NN con DTW multivariado

El algoritmo k-nearest neighbors (k-NN), introducido por Fix (1985), es una de las
estrategias más simples y directas para clasificación supervisada. En el caso de series
temporales, su eficacia depende en gran medida de la elección de una buena métrica
de similitud. Una de las más utilizadas es la DTW, que permite alinear dos series
elásticamente en el tiempo, es decir, ajustarlas aunque una sea más larga o más
corta que la otra, o sus eventos ocurran con cierto desfase (Rakthanmanon et al.
(2013)).

En entornos industriales, la DTW multivariada ha demostrado efectividad en:

Diagnóstico de equipos: En el estudio de Mei et al. (2014), se propone un
algoritmo de diagnóstico de fallos industriales basado en DTW multivariada y
se valida en el proceso Tennessee Eastman, mostrando mejoras de rendimiento
frente a métodos clásicos.

Monitorización médica: Lion y Shahar (2021) analizan registros longitudinales
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de pacientes diabéticos, donde DTW multivariada superó a métodos convencio-
nales en un 15 % de precisión.

Agricultura de precisión: Belgiu et al. (2020) aplicaron DTW y sus variantes
ponderadas para el mapeo de cultivos utilizando series temporales, logrando
precisiones superiores al 85 % y demostrando la utilidad de estas técnicas en
agricultura de precisión.

Para ilustrar el concepto de alineación elástica en el contexto multivariado, la Figura
2.1 muestra dos series temporales multidimensionales representadas como trayecto-
rias complejas en un espacio 3D. Cada trayectoria de color (como el arcoíris) repre-
senta una de las series temporales, donde cada punto a lo largo de la trayectoria es
un vector que contiene los valores de múltiples variables en un instante dado. Las
flechas indican el “camino de alineación” óptimo, donde puntos multidimensionales
(vectores) de distintas series son emparejados elásticamente en el tiempo, comparan-
do simultáneamente los valores de todas las variables en cada par para determinar
la distancia y la ruta de alineación.

Figura 2.1: Visualización del alineamiento de dos series temporales multivariadas
mediante DTW.

En este trabajo, se aplicaría DTW multivariada considerando las 13 variables eléc-
tricas simultáneas de las que se dispone. La distancia entre las series X e Y se
calcularía como:

DTW (X,Y ) = mı́n
π

∑
(i,j)∈π

√√√√ 13∑
k=1

(xi,k − yj,k)2 (2.4)

donde:

xi,k es el valor de la variable k-ésima en el instante i de la serie X.

yj,k es el valor de la variable k-ésima en el instante j de la serie Y .

La suma interna
√∑13

k=1(xi,k − yj,k)2 representa la distancia euclídea entre los
vectores multivariados de ambas series en los instantes i y j; es decir, compara
simultáneamente los 13 valores registrados en ese momento temporal en cada
serie.

π es el “camino de alineación óptimo”, es decir, la secuencia de pares (i, j) que
determina cómo se emparejan los puntos de ambas series en el tiempo y que
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minimiza la distancia total acumulada. Esto permite alinear las series de forma
no rígida, ajustando desfases o diferencias en duración.

El proceso de clasificación con k-NN y DTW multivariado consiste en:

1. Se almacenan todas las series etiquetadas (conjunto de entrenamiento). En este
enfoque, el entrenamiento es prácticamente inexistente.

2. Se calcula la distancia DTW multivariada entre la nueva muestra a clasificar y
todas las existentes.

3. Se seleccionan los k vecinos más cercanos.

4. Se asigna la clase por votación mayoritaria.

Este método tiene varias ventajas. Por un lado, es muy intuitivo y no requiere trans-
formar los datos ni entrenar modelos complejos. Además, permite interpretar los
resultados fácilmente, ya que se puede inspeccionar a qué viajes pasados se parece
una nueva muestra. También maneja bien las diferencias en la duración de los viajes,
algo común en entornos reales.

Sin embargo, presenta limitaciones importantes. La más clara es su coste compu-
tacional, que es del orden de O(n2), donde n representa el número total de variables
(series temporales) almacenadas en el conjunto de entrenamiento. Esto significa que
para clasificar una nueva muestra, se debe calcular la distancia DTW multivariada
con cada una de las n series existentes, y si además se realizan comparaciones entre
todas las series para validación o análisis, el coste puede crecer cuadráticamente. Por
tanto, este enfoque se vuelve inviable para conjuntos grandes, por ejemplo, cuando
n > 10, 000 series.

Estas limitaciones explican su uso como línea base en estudios recientes (Midd-
lehurst et al., 2024) donde modelos como ROCKET superan su rendimiento en entor-
nos productivos.

Para mitigar estos problemas, se han propuesto varias opciones:

DTW con ventana Sakoe-Chiba: Reduce la complejidad a O(nw) ( donde w de-
nota el tamaño de la ventana).

Lower Bounding: Filtrado rápido con Lower Bounding Keogh (LB_Keogh) para
evitar cálculos completos. Esta técnica permite acelerar la búsqueda de vecinos
descartando de forma anticipada muchas series que, con certeza, no serán lo
suficientemente similares.

Paralelización: Cálculo distribuido con GPU/Spark.

Aun así, sigue siendo menos eficiente que métodos basados en extracción de variables
(Sección 2.8) para datos masivos (Bagnall et al., 2017).

2.3.2. Proximity forest

Se trata de un clasificador basado en conjuntos de árboles de decisión, diseñado
específicamente para trabajar con series temporales. A diferencia de los árboles tra-
dicionales, que utilizan umbrales sobre atributos individuales (como “si temperatura
>30. . . ”), este algoritmo utiliza medidas de distancia temporal entre series completas
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como criterio de partición (Lucas et al., 2019). Esto lo convierte en una alternati-
va eficiente a métodos como k-NN con DTW, especialmente cuando se trabaja con
conjuntos de datos más grandes (mayor cantidad de series temporales).

Durante el entrenamiento, el algoritmo construye múltiples árboles, cada uno si-
guiendo un procedimiento estocástico. En el primer nodo (la raíz), todas las series del
conjunto de entrenamiento están presentes. En cada nodo del árbol se elige aleato-
riamente:

Una métrica de distancia (por ejemplo, DTW o Longest Common Subsequence
(LCSS, medida de similitud entre dos series temporales basada en identificar la
mayor cantidad de elementos que aparecen en el mismo orden)).

Una serie de referencia por clase presente. Si hay tres clases, se selecciona
aleatoriamente una serie de la clase A, una de la clase B y una de la clase C
(esto se repite para cada árbol y para cada nodo de manera independiente).

Asignación a ramas:

Cada serie presente en el nodo (en el caso de la raíz, esto incluye todas las series
del conjunto) se compara con todas las series de referencia seleccionadas para
ese nodo, utilizando la métrica de distancia elegida en ese nodo.

A continuación, cada serie presente en el nodo se asigna a la rama correspon-
diente al ejemplar de referencia más cercano, es decir, al nodo hijo asociado a la
serie de referencia con menor distancia.

El resultado es que el nodo raíz queda dividido en tantas ramas como series de
referencia (normalmente, tantas como clases). Cada rama contendrá el subcon-
junto de series que resultan ser más cercanas a esa referencia concreta.

Este proceso se repite recursivamente hasta alcanzar nodos puros o una profundidad
máxima. El resultado es un bosque en el que cada árbol está construido con distin-
tas métricas y ejemplos representativos, lo que introduce una forma de aleatoriedad
similar a los random forest, pero adaptada a series temporales.

Cuando se clasifica una nueva serie, esta recorre cada árbol del bosque: en cada
nodo, se calcula su distancia a los ejemplos de referencia almacenados en ese no-
do (usando la métrica específica de ese nodo), y se sigue la rama del ejemplo más
cercano. Al final, se obtiene una predicción por árbol, y la clase final se decide por
votación mayoritaria entre las clases provenientes de todos los árboles.

Aunque internamente también usa distancias temporales, Proximity forest limita el
número de comparaciones por nodo al utilizar únicamente un pequeño conjunto de
series de referencia (una por clase) y una sola métrica en cada partición. Además, al
combinar diferentes métricas y ejemplos representativos, logra una mayor capacidad
de generalización.

Como desventaja, este método pierde cierta interpretabilidad, ya que en nuestro pro-
blema no es tan directo visualizar a qué viajes concretos se parece una serie, y la
aleatoriedad en la construcción puede producir modelos distintos en cada ejecución.
También requiere ajustar parámetros como el número de árboles o la profundidad
máxima, lo que puede influir notablemente en el rendimiento.
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2.4. Enfoques basados en subsecuencias discriminativas

Otro grupo importante de técnicas para la clasificación de series temporales se basa
en la identificación de subsecuencias o fragmentos característicos dentro de las seña-
les. A diferencia de los enfoques que comparan series completas mediante distancias
globales, como DTW, estas técnicas se centran en encontrar patrones locales que son
muy representativos o discriminativos para ciertas clases.

La idea detrás de estos métodos es que no siempre es necesario analizar toda la serie
temporal para tomar una decisión; puede ser suficiente con identificar la presencia (o
ausencia) de una determinada forma local. Por ejemplo, un pico de amplitud seguido
de una caída suave en un armónico concreto podría ser característico de un ascensor
concreto, sin importar lo que ocurre en el resto de la serie.

Estos métodos tienen ventajas importantes, pueden ser más robustos al ruido que
afecta a otras partes de la serie, y en general tienden a ofrecer una mejor interpre-
tabilidad que los enfoques de tipo caja negra según Liu et al. (2025). Pero también
tienen desafíos así, por ejemplo, el espacio de posibles subsecuencias es grande, y
encontrar las más relevantes puede ser computacionalmente costoso.

En las siguientes secciones se describen las principales estrategias evaluadas en este
trabajo que siguen esta filosofía: desde los shapelets tradicionales hasta métodos
basados en divisiones por intervalos estadísticos y estructuras jerárquicas.

2.4.1. Shapelet transform

El algoritmo Shapelet transform, introducido por Ye y Keogh (2009), se basa en la
idea de que, en muchos problemas de clasificación de series temporales, ciertas sub-
secuencias cortas, denominadas shapelets, son especialmente representativas de una
clase. Este método identifica y selecciona shapelets individualmente en cada varia-
ble, es decir, busca en cada una de las variables de la serie aquellas subsecuencias
locales más discriminativas. Así, es posible clasificar series temporales comparando
fragmentos representativos por variable en lugar de comparar las series completas.

Durante la fase de entrenamiento, el algoritmo explora múltiples subsecuencias can-
didatas dentro de las series temporales disponibles. Para cada subsecuencia can-
didata (shapelets), se calcula su distancia mínima a lo largo de toda la serie; esto
significa que la shapelet se “desliza” sobre la serie completa y, en cada posición po-
sible, se mide la distancia (habitualmente euclídea) entre la shapelet y el segmento
correspondiente de la serie. La distancia final entre la shapelet y la serie es la míni-
ma distancia obtenida en todo ese recorrido, es decir, el mejor encaje posible de la
shapelet dentro de la serie.

Este proceso se repite para cada serie del conjunto, resultando en una colección
de distancias para esa shapelet. Estas distancias se analizan respecto a las clases
de las series, es decir, se evalúa si la presencia o ausencia (distancia baja o alta)
de una shapelet ayuda a diferenciar una clase de otra. Aquellas shapelets cuyas
distancias permiten separar de forma más efectiva las series de diferentes clases
se consideran las más discriminativas y se seleccionan para construir el espacio de
características. Una serie queda descrita por cuán cerca o lejos está de cada uno
de los patrones relevantes aprendidos. Sobre este nuevo espacio transformado, se
puede aplicar cualquier clasificador tradicional, como un árbol de clasificación, una
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regresión logística o un SVM.

El formalismo de Shapelet transform como un pipeline completo que transforma la
serie temporal en un vector de características basado en las distancias a las shapelets
fue posteriormente desarrollado y popularizado por Hills et al. (2014). Más tarde,
Guijo-Rubio et al. (2020) propusieron una variante denominada ordinal shapelets,
que introduce una codificación ordinal para mejorar la robustez y la interpretabilidad
del método en tareas de clasificación de series temporales.

En el contexto de este trabajo, el uso de shapelets es especialmente interesante por-
que permite identificar patrones locales característicos en ciertas señales eléctricas.
Por ejemplo, una secuencia repetitiva en una de las variables o un cambio abrupto
puede ser más frecuente en los viajes de un ascensor concreto. Además, este enfo-
que facilita la interpretabilidad, ya que es posible visualizar qué fragmentos de señal
están relacionados con cada clase.

Recientemente, los shapelets han sido aplicados con éxito en el diagnóstico de fa-
llos en maquinaria industrial, como motores eléctricos y sistemas de bombeo, donde
permiten detectar patrones anómalos en señales de vibración y consumo energético.
Por ejemplo, Grabocka et al. (2014) presentan un método de aprendizaje de shape-
lets aplicado a señales industriales. Este estudio demuestra que los métodos basados
en shapelets no solo son efectivos en contextos académicos, sino que también ofre-
cen ventajas prácticas en entornos reales de ingeniería. Diversas revisiones, como la
de Dau et al. (2023), recopilan aplicaciones industriales de shapelets y destacan su
utilidad práctica en entornos reales de ingeniería.

Sin embargo, el método tiene limitaciones importantes. El número total de subse-
cuencias posibles es muy elevado, especialmente en series multivariadas con muchas
señales y longitud variable, por lo que el coste computacional puede ser significativo.
Aunque existen optimizaciones y variantes del algoritmo (Samsten y Lee, 2024), la
versión original fue diseñada para series univariadas, y su extensión a series multi-
variadas suele implicar transformaciones por separado en cada señal o adaptaciones
complejas.

2.4.2. Intervalos estadísticos y divisiones jerárquicas

Otra forma de capturar información relevante en series temporales es mediante el
análisis de intervalos temporales y la extracción de estadísticas simples dentro de
ellos. Este enfoque parte de la idea de que ciertos patrones de comportamiento pue-
den quedar reflejados en un fragmento concreto de la serie, sin necesidad de procesar
la totalidad de la señal ni de buscar subsecuencias exactas como en el caso de las
shapelets.

Los métodos basados en intervalos dividen cada serie en múltiples ventanas o seg-
mentos, ya sea de forma uniforme o aleatoria, y calculan estadísticas básicas como
la media, varianza, pendiente o valores extremos dentro de cada uno. Estas carac-
terísticas se utilizan como entradas para clasificadores tradicionales, lo que permite
transformar el problema de clasificación temporal en uno más cercano a la clasifica-
ción tabular (Lucas et al., 2019).

Shifaz et al. (2020) introducen una extensión de este enfoque, que consiste en realizar
las divisiones dentro de una estructura jerárquica, como árboles de clasificación.
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Algunos algoritmos, como TS-CHIEF o Random Interval Spectral Ensamble (Flynn et
al., 2019), integran múltiples tipos de divisiones y permiten que cada nodo del árbol
utilice una técnica distinta: estadísticas en intervalos, comparaciones con shapelets,
o transformaciones simbólicas. Esta combinación mejora la capacidad del modelo
para adaptarse a la diversidad de patrones presentes en los datos temporales.

Aunque este enfoque no proporciona el mismo nivel de interpretabilidad que los mé-
todos basados en shapelets, sí ofrece un buen equilibrio entre coste computacional
y capacidad de generalización, especialmente cuando se combina con clasificadores
ligeros como regresión logística o árboles de clasificación poco profundos. Además,
este tipo de representación es más robusta al ruido y al solapamiento parcial de via-
jes (de ambos ascensores) que afectan a toda la serie, y ha demostrado ser eficaz
en aplicaciones industriales recientes para la monitorización y diagnóstico de siste-
mas eléctricos (Grabocka et al. (2014)). En este TFM, esta estrategia se consideró
como una opción complementaria, especialmente en modelos híbridos que mezclan
representaciones estadísticas con otras más especializadas.

Por otra parte, también existen estrategias que obtienen información de la serie com-
pleta y no solo de un intervalo concreto, extrayendo características globales que re-
sumen patrones, tendencias o propiedades estadísticas relevantes de toda la señal. A
continuación, se describen los principales enfoques de extracción de características
evaluados en este trabajo.

2.5. Enfoques basados en representaciones simbólicas

Otra línea de investigación en clasificación de series temporales se basa en trans-
formar las señales originales en secuencias de símbolos discretos, que capturan pa-
trones característicos de forma más robusta frente a ruido, variaciones de escala o
desplazamientos temporales. Esta representación simbólica permite aplicar técnicas
inspiradas en procesamiento de texto o análisis de secuencias, como el análisis de
bolsas de palabras (bag-of-words).

Entre los enfoques más destacados en esta categoría se encuentran BOSS (Sección
2.5.1) y su evolución WEASEL-MUSE (Sección 2.5.2), ambos diseñados para extraer
“palabras” simbólicas a partir de subsecuencias de las series, y construir vectores de
características basados en su frecuencia. Estas técnicas han demostrado ser compe-
titivas frente a métodos más complejos, especialmente en tareas donde se necesita
un buen equilibrio entre precisión, velocidad y robustez.

2.5.1. BOSS

Bag-of-SFA-Symbols (BOSS) es un algoritmo basado en la transformación simbólica
de series temporales univariadas para su clasificación. Su principal idea es convertir
las señales en “palabras” discretas utilizando la técnica Symbolic Fourier Approxi-
mation (SFA), que convierte subsecuencias en palabras simbólicas basadas en co-
eficientes de Fourier y discretización simbólica. Después, construye histogramas de
frecuencias de estas palabras para cada serie, permitiendo su comparación mediante
distancias especializadas.
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El proceso de BOSS se estructura en tres etapas principales:

1. Ventaneo: Divide la serie temporal en subsecuencias solapadas mediante una
ventana deslizante.

2. Discretización SFA: Transforma cada subsecuencia en una palabra simbólica
utilizando textitDiscrete Fourier Transform (DFT, generalmente a través de FFT,
que es su versión computacional eficiente). Posteriormente, estos coeficientes
se cuantifican o discretizan en intervalos, asignando un símbolo a cada uno de
ellos según el rango en el que se encuentre. Así, cada subsecuencia se trans-
forma en una palabra simbólica que resume su comportamiento principal en el
dominio de la frecuencia.

3. Histograma: Construye un vector de frecuencias de las palabras simbólicas,
que sirve como representación final para la clasificación.

La Figura 2.2 muestra el funcionamiento de estos enfoques.

Figura 2.2: BOSS. (a): A partir de una serie temporal sin procesar; (b): Se aplica una
ventana deslizante para extraer subsecuencias; (c): Cada subsecuencia se transforma
en una palabra mediante el algoritmo de aproximación simbólica de Fourier (SFA), y
solo se conserva la primera ocurrencia de palabras idénticas consecutivas; (d): Se
calcula el histograma de la bolsa de palabras. Imagen extraída de Faouzi (2024).
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BOSS no utiliza aprendizaje supervisado en sentido clásico, es decir, no entrena un
modelo paramétrico o explícito que aprenda una función de mapeo entre las caracte-
rísticas de entrada y las etiquetas de salida como lo hacen la regresión logística o las
redes neuronales. En su versión original, el algoritmo simplemente memoriza los his-
togramas de entrenamiento y, cuando llega una nueva serie, genera su histograma y
lo compara con los del conjunto de entrenamiento para asignarle una clase (mediante
k-NN sería una posibilidad).

Una de sus ventajas es que es robusto al ruido y a pequeñas variaciones temporales,
ya que la representación simbólica suaviza la señal. También permite trabajar con
series de distinta longitud, dado que los histogramas resumen patrones locales sin
depender del número total de puntos.

Schäfer (2015) introdujo BOSS, demostrando que supera significativamente a otros
enfoques basados en bag-of-words y shapelets en múltiples conjuntos de datos del
repositorio UCR. Destaca su robustez frente a pequeñas distorsiones temporales y su
eficiencia en la fase de inferencia, lo que lo hace adecuado para grandes conjuntos de
datos. Su implementación incluye un conjunto de clasificadores BOSS con diferentes
parámetros de ventana, mejorando así la capacidad de generalización.

Bagnall et al. (2017) incluyeron BOSS en su extenso benchmark de clasificadores de
series temporales. En este estudio, BOSS destacó por su equilibrio entre precisión y
eficiencia computacional, posicionándose entre los mejores clasificadores individua-
les evaluados. Los autores señalan que BOSS es particularmente efectivo en conjun-
tos de datos donde los patrones discriminativos son locales y pueden aparecer en
diferentes posiciones temporales.

En el contexto multivariado, Lines et al. (2018) evaluaron distintas adaptaciones del
algoritmo BOSS para series temporales con múltiples variables, como parte de su
estudio comparativo dentro del framework HIVE-COTE. Aunque BOSS fue diseña-
do originalmente para series univariadas, el trabajo analiza cómo puede extenderse
al caso multivariado mediante dos estrategias principales: concatenar los diferentes
canales en una única serie larga antes de aplicar el modelo, o entrenar un modelo
BOSS independiente por cada canal y combinar luego sus predicciones. El estudio
examina el rendimiento de estas variantes frente a otros clasificadores multivariados,
mostrando que BOSS puede seguir siendo competitivo si se adapta adecuadamente.

2.5.2. WEASEL-MUSE

Word Extraction for Time Series Classification with Log-Linear Model + Multivariate
Unsupervised Symbols and Extensions (WEASEL-MUSE) (Schäfer y Leser, 2017) es
una evolución del enfoque basado en representaciones simbólicas que extiende el
modelo BOSS a series temporales multivariadas. Esta técnica fue desarrollada para
mejorar la eficiencia, discriminación y capacidad de generalización de los modelos
simbólicos, especialmente en contextos multivariados.

El funcionamiento de WEASEL-MUSE parte de la misma filosofía que BOSS: trans-
formar las series temporales en secuencias de palabras simbólicas y representar cada
serie como un histograma de frecuencias. Sin embargo, introduce varias mejoras cla-
ve:

Aplica la transformada simbólica SFA por separado a cada dimensión de la serie
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multivariada.

Añade también la derivada de cada señal como nueva dimensión, capturando
cambios de tendencia locales.

Concatena información de la dimensión de origen (canal) con la palabra genera-
da, de forma que se preserva el contexto de cada símbolo.

Utiliza técnicas de selección de características basadas en pruebas estadísticas
(chi-cuadrado) para filtrar solo las palabras más relevantes.

Entrena un clasificador lineal (por defecto, regresión logística) sobre los histo-
gramas generados.

Gracias a esta arquitectura, WEASEL-MUSE es capaz de capturar patrones relevan-
tes a nivel de canal, combinar información entre dimensiones y eliminar ruido o
redundancia. Es especialmente útil en tareas donde algunas señales aportan más
que otras, ya que el modelo puede centrarse automáticamente en los patrones más
discriminativos.

Schäfer y Leser (2017) presentaron WEASEL-MUSE, demostrando que supera a BOSS
y otros métodos clásicos en precisión y escalabilidad sobre benchmarks multivaria-
dos, como los conjuntos de datos de la UEA & UCR Time Series Classification Repo-
sitory. Su estudio destaca la capacidad del algoritmo para capturar tanto patrones
individuales de cada canal como interacciones entre variables, gracias a la generación
de palabras simbólicas conjuntas y la selección estadística de atributos discriminati-
vos.

En un estudio más reciente, Serramazza et al. (2023) emplean WEASEL-MUSE en la
evaluación de métodos explicables para la clasificación de series temporales multiva-
riadas. Los autores resaltan la robustez del algoritmo frente a ruido y datos faltantes,
así como su utilidad en contextos industriales y biomédicos, donde la interpretabili-
dad y la selección automática de variables son especialmente valiosas.

Tanto WEASEL-MUSE como BOSS basan su representación en histogramas de pa-
trones simbólicos, lo que implica que pierden información sobre el orden temporal
exacto de dichos patrones. Además, ninguno de los dos métodos modela explícita-
mente las interacciones dinámicas entre diferentes señales o canales, limitando su
capacidad para capturar dependencias complejas multivariadas. Esta característica
puede afectar el rendimiento en tareas donde el orden y la interacción temporal entre
variables son críticos, aunque su simplicidad y robustez frente al ruido los hacen
muy efectivos en numerosos escenarios prácticos.

2.6. Convoluciones aleatorias y metaclasificador

Durante el desarrollo de este trabajo también se ha investigado, aunque de forma
superficial, el uso de técnicas basadas en aprendizaje profundo para la clasificación
de series temporales. Desde un punto de vista académico y experimental, este tipo de
modelos como redes convolucionales (convolutional neural network, CNN), recurrentes
(recurrent neural network, RNN) o transformadores han demostrado un rendimiento
excelente en tareas complejas y con grandes volúmenes de datos.

Sin embargo, desde el inicio del proyecto se estableció como criterio que no se usarían
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modelos de deep learning entrenados de forma completa, principalmente por restric-
ciones prácticas impuestas por la empresa. Entre otras cosas, se buscaba evitar la
necesidad de grandes recursos computacionales y las cajas negras.

Aun así, se exploraron alternativas como ROCKET (Dempster et al., 2020) y sus va-
riantes (Dempster et al., 2021; Tan et al., 2022), que aprovechan algunas ideas del
deep learning como las convoluciones, pero sin requerir entrenamiento intensivo.
Estos métodos permiten extraer representaciones potentes a partir de las series tem-
porales, manteniendo una ejecución rápida y una buena capacidad de generalización.

2.6.1. ROCKET y variantes

Dempster et al. (2020) introdujeron Random Convolutional Kernel Transform (ROC-
KET) es una de las técnicas más destacadas de los últimos años en clasificación
de series temporales, especialmente por su capacidad para combinar alta precisión,
velocidad y escalabilidad. Este enfoque genera un gran número de kernels (peque-
ña matriz de valores, también llamada filtro) aleatorios, que se aplican mediante la
operación de convolución sobre las series temporales para extraer descriptores que
luego se utilizan como entrada de un clasificador lineal, típicamente una regresión
logística.

El funcionamiento general se puede resumir en dos pasos:

1. Transformación con convoluciones aleatorias: Se generan miles de kernels
1D con parámetros aleatorios (longitud, dilatación3, pesos, sesgo), que se apli-
can a cada serie para producir salidas temporales.

2. Extracción de estadísticas: De las salidas de cada kernels se extraen estadís-
ticas simples como el valor máximo o la proporción de valores positivos. Estas
estadísticas forman un vector de características fijo por serie.

Este enfoque evita el entrenamiento complejo de redes neuronales profundas, pero
se beneficia de la capacidad de las convoluciones para capturar patrones locales y
texturas temporales. Al utilizar un gran número de kernels, se asegura una cober-
tura suficientemente diversa del espacio de posibles patrones, lo que resulta en una
representación rica y discriminativa.

Dempster et al. (2020) demostraron que, con 10,000 kernels aleatorios, el método
alcanza resultados competitivos con el estado del arte en benchmarks de UCR y UEA,
superando en velocidad y escalabilidad a métodos clásicos como DTW y shapelets.
Los autores destacan la sencillez del pipeline y su capacidad para manejar grandes
volúmenes de datos.

Un año más tarde los mismos autores, Dempster et al. (2021), presentaron MiniROC-
KET, una variante optimizada que utiliza un conjunto fijo y más pequeño de kernels,
junto con una única estadística (la proporción de valores positivos), logrando una
aceleración significativa sin pérdida de precisión. Esta eficiencia ha permitido aplicar
MiniROCKET en contextos de producción y en conjuntos de datos de gran tamaño.

Para abordar la clasificación de series temporales multivariadas, Tan et al. (2022)

3Parámetro de las convoluciones que define el "salto.o espaciamiento entre los elementos de la en-
trada que utiliza el kernel cuando se aplica a la serie temporal. Es decir, no se aplican los filtros de
manera continua o adyacente, sino que se dejan espacios entre los puntos a los que el filtro accede.
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propusieron MultiROCKET, que extiende el enfoque original permitiendo la aplica-
ción de kernels sobre combinaciones de canales y capturando interacciones entre va-
riables. MultiROCKET ha mostrado mejoras notables en benchmarks multivariados,
alcanzando precisiones superiores a otras variantes y manteniendo una excelente
eficiencia computacional.

En el estudio de Serramazza et al. (2023), también se ha evaluado ROCKET y sus
variantes en tareas industriales y biomédicas, confirmando su robustez frente a rui-
do, su bajo tiempo de entrenamiento y su facilidad de integración en pipelines de
aprendizaje automático.

Uno de los principales atractivos de ROCKET y sus variantes es que pueden entre-
narse en segundos y clasifican de forma extremadamente rápida, lo que las convierte
en candidatas ideales para entornos donde se necesita respuesta rápida o bajo con-
sumo de recursos. Además, funcionan bien incluso en conjuntos de datos pequeños
o moderados, lo cual no suele ser el caso en modelos de deep learning estándar.

2.6.2. HIVE-COTE 2.0

Middlehurst et al. (2021) introdujeron Hierarchical Vote Collective of Transformation-
based Ensembles (HIVE-COTE 2.0) como una evolución del HIVE-COTE original y
es considerado uno de los clasificadores más precisos en tareas de clasificación de
series temporales hasta la fecha. Se trata de un metaclasificador que combina múl-
tiples transformaciones y representaciones de la serie temporal, cada una con su
propio clasificador optimizado, y fusiona sus predicciones mediante votación ponde-
rada. HIVE-COTE 2.0 incorpora nuevos métodos de transformación como ROCKET
y mejorando la eficiencia computacional y la gestión de datos multivariados. En su
estudio, los autores demostraron que HIVE-COTE 2.0 supera a todos los métodos
individuales y a otros compuestos en los benchmarks de UCR y UEA, estableciendo
el nuevo estado del arte en precisión para clasificación de series temporales, de-
mostrando así su superioridad respecto a la versión anterior e incluso a modelos de
aprendizaje profundo.

La filosofía detrás de HIVE-COTE es que no existe una única representación de la
serie que sea óptima para todos los problemas. Por tanto, combina distintas pers-
pectivas (distancia, forma, estadística, simbólica, convolucional), integrando en una
misma arquitectura componentes como:

Elastic Ensemble: métodos basados en medidas de distancia como DTW.

Shapelet Transform: búsqueda de subsecuencias discriminativas.

Interval-based features: extracción de estadísticas en tramos de la serie.

ROCKET: representaciones basadas en convoluciones aleatorias.

Dictionary approaches: como BOSS o WEASEL.

Cada uno de estos componentes genera una predicción independiente sobre la clase
de la serie. HIVE-COTE 2.0 calcula, mediante validación cruzada, qué tan confiable
es cada componente, y asigna un peso proporcional a su rendimiento para la votación
final. De esta forma, se construye un clasificador jerárquico y robusto que se adapta
automáticamente a la naturaleza del problema.
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En el contexto multivariado, Bagnall et al. (2018) evaluaron HIVE-COTE y sus com-
ponentes en el repositorio de referencia UEA Multivariate Time Series Classification
Archive, mostrando que la versión 2.0 es especialmente eficaz para capturar tanto
patrones locales como globales y manejar la heterogeneidad entre canales.

Serramazza et al. (2023) analizaron el rendimiento y la explicabilidad de HIVE-COTE
2.0 en aplicaciones industriales y biomédicas, destacando su robustez ante ruido
y datos faltantes, aunque también señalan su elevado coste computacional, lo que
puede limitar su uso en escenarios de producción con restricciones de tiempo.

Además, aunque algunas de sus transformaciones son interpretables individualmen-
te (por ejemplo, shapelets o estadísticas en intervalos), el sistema completo resulta
difícil de analizar o depurar debido a su complejidad y tamaño.

2.7. Enfoques de combinación de canales

Cuando se trabaja con series temporales multivariadas, una estrategia útil consiste
en tratar cada dimensión (o canal) por separado, extrayendo características indepen-
dientes para cada una. En este contexto, herramientas como ColumnConcatenator
y ColumnEnsembleClassifier, disponibles dentro del ecosistema sktime, ofrecen
una forma flexible de construir modelos que respeten la estructura multicanal de los
datos.

2.7.1. ColumnConcatenator

Es un transformador que toma como entrada varias series univariadas (distintas va-
riables) y las concatena en una única serie más larga. De este modo, permite aplicar
clasificadores originalmente diseñados para datos univariados a problemas multiva-
riados. Este método ha sido empleado en estudios comparativos y benchmarks, donde
se destaca su simplicidad y utilidad para reutilizar modelos existentes, aunque puede
perder parte de la estructura original entre canales (Löning et al., 2019).

2.7.2. ColumnEnsembleClassifier

Por otro lado, este otro enfoque (que también es un metaclasificaor) permite entre-
nar clasificadores independientes para cada variable (o subconjunto de variables),
aplicando un modelo distinto a cada canal y luego combinando sus predicciones
mediante votación o promedio. Esto permite explotar mejor la especificidad de cada
señal, y puede ser útil cuando se sabe que algunas variables contienen más informa-
ción relevante que otras. Serramazza et al. (2023) muestran que este enfoque puede
superar a métodos multivariados directos en contextos donde las variables presentan
comportamientos heterogéneos.

En el benchmark de la UEA & UCR Time Series Classification Repository, Bagnall et al.
(2018) incluyen ambos métodos en sus comparativas, evidenciando su utilidad en la
experimentación sistemática y su compatibilidad con pipelines de scikit-learn.

Aunque no suelen usarse como soluciones finales en producción, son muy útiles en
fases exploratorias, o cuando se buscan modelos interpretables por canal, aprove-
chando la modularidad sin perder capacidad predictiva.

La Figura 2.3 muestra el funcionamiento de estos enfoques.
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Figura 2.3: Funcionamiento de a) ColumnConcatenator y b) ColumnEnsemble

2.8. Enfoques basados en extracción de características

Una forma habitual de abordar la clasificación de series temporales consiste en con-
vertirlas en vectores de características fijas, extrayendo información relevante me-
diante funciones estadísticas o transformaciones. Esta estrategia permite trabajar
con clasificadores tradicionales y suele ser más eficiente computacionalmente que
otras técnicas como DTW o shapelets.

En este trabajo se han evaluado tanto métodos automáticos de extracción masiva de
atributos como enfoques más manuales o personalizados, con el objetivo de capturar
características que ya sabemos de antemano que pueden resultarnos útiles.

2.8.1. Extracción manual

Como primer paso dentro del enfoque de extracción de características, se optó por
probar con métodos más manuales y directos. La idea era extraer de forma manual
un conjunto de variables que se sabía de antemano que suelen ser útiles en tareas
de clasificación de series temporales, especialmente en entornos industriales donde
las señales eléctricas muestran patrones bastante estructurados.

Entre las características extraídas se incluyen medidas estadísticas básicas como la
media, desviación estándar, valores mínimo y máximo, asimetría (skewness), curto-
sis y percentiles, así como métricas robustas como el rango intercuartílico (IQR) o
la desviación absoluta mediana (MAD). Estos atributos permiten capturar aspectos
básicos del comportamiento de cada señal, como su tendencia central, dispersión o
forma de la distribución.

También se incluyeron métricas relacionadas con el área bajo la curva (area under
the curve, AUC). Esta es una métrica numérica que cuantifica el rendimiento global
de un modelo de clasificación binaria, representando el área que se encuentra bajo la
curva ROC (receiver operating characteristic curve). La curva ROC, a su vez, es una re-
presentación gráfica que ilustra la capacidad de un clasificador para distinguir entre
clases, trazando la tasa de verdaderos positivos frente a la tasa de falsos positivos en
diferentes umbrales de decisión. Estas variables reflejan la “energía” total del viaje,
y pueden ser muy representativas en trayectos donde la intensidad o duración del
esfuerzo eléctrico varía mucho entre ascensores.

Para analizar la información en el dominio de la frecuencia, se aplicó la transformada
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rápida de Fourier (fast Fourier transform, FFT), extrayendo los primeros coeficientes
y la magnitud de las frecuencias dominantes, lo que permitió detectar patrones repe-
titivos o vibraciones características de ciertos ascensores. También se consideraron
medidas de correlación entre pares de señales, con el objetivo de capturar relaciones
lineales o sincronización entre distintas variables eléctricas. Por ejemplo, cómo varía
un determinado armónico en función de otro, o si ciertas señales tienden a activarse
de forma conjunta durante el viaje.

Una vez extraídas estas características, se construyeron vectores de variables de lon-
gitud fija que permiten aplicar clasificadores estándar como random forest.

La principal ventaja de esta estrategia es su interpretabilidad y la posibilidad de
incorporar conocimiento experto en la selección de variables, lo que resulta especial-
mente útil cuando se dispone de hipótesis claras sobre qué aspectos de la señal son
relevantes para la clasificación. Sin embargo, este enfoque puede perder información
relevante si los patrones discriminativos no se reflejan en los estadísticos selecciona-
dos, y requiere un esfuerzo manual considerable para ajustar y validar las variables
extraídas.

2.8.2. Extracción automática

La extracción automática de variables es una de las estrategias más extendidas y es-
calables para transformar series temporales en vectores de variables de longitud fija,
eliminando la necesidad de diseño manual. Barandas et al. (2020) señalan que este
tipo de técnicas permite condensar la información de las señales en descriptores nu-
méricos que pueden utilizarse directamente con modelos de aprendizaje automático
tradicionales.

En este contexto, la biblioteca tsfresh (Time Series FeatuRe Extraction on basis of
Scalable Hypothesis tests) introducida por Christ et al. (2018) es una de las más
reconocidas en este ámbito. Su funcionamiento se basa en un proceso en dos etapas:

1. Extracción masiva de variables: Calcula automáticamente cientos de variables
por serie, incluyendo:

Estadísticas temporales (media, varianza, asimetría).

Propiedades espectrales (coeficientes FFT, energía en bandas).

Modelos AR (autocorrelación, parámetros de modelos lineales).

Características no lineales (entropía aproximada, correlación de Poincaré4).

2. Selección relevante: Aplica tests estadísticos (p-valores ajustados por false dis-
covery rate, FDR) para identificar y mantener solo las variables más significa-
tivas respecto a la variable objetivo, reduciendo así la dimensionalidad y elimi-
nando variables redundantes o irrelevantes.

La documentación oficial de tsfresh también destaca que esta herramienta facilita la
integración de los cientos de variables extraídas con librerías de Python como pandas
y scikit-learn para su uso en modelos de regresión o clasificación.

La Figura 2.4 ilustra el flujo de procesamiento característico de estos enfoques.

4La correlación de Poincaré se calcula a partir de un diagrama donde se representan pares de valores
consecutivos de la serie (xn, xn+1), permitiendo analizar la dispersión y dinámica no lineal de la señal.
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Figura 2.4: Proceso de extracción automática en tsfresh

Este enfoque ha demostrado su eficacia en aplicaciones reales, por ejemplo, Christ et
al. (2018) presentan experimentos con tsfresh en tareas de regresión y clasificación
sobre conjuntos de datos industriales y biomédicos, donde la extracción automática
supera a enfoques manuales en rendimiento y escalabilidad. Serramazza et al. (2023)
aplican tsfresh y otras bibliotecas en la detección de anomalías en sensores IoT y
en benchmarks de clasificación de series multivariadas, mostrando que la extracción
automática facilita la integración con modelos explicables y mejora la robustez ante
ruido y datos faltantes.

Este enfoque ofrece varias ventajas importantes:

Escalabilidad: Puede procesar grandes conjuntos de datos multivariantes de
forma eficiente y paralela.

Versatilidad: No requiere conocimiento experto previo, ya que explora sistemá-
ticamente múltiples familias de funciones.

Compatibilidad: Los vectores generados pueden usarse con cualquier clasifica-
dor tradicional.

Sin embargo, también presenta retos, como el elevado coste computacional, riesgo
de extraer características irrelevantes en conjuntos ruidosos y cierta pérdida de in-
terpretabilidad, ya que no siempre es evidente el significado de algunas variables
transformadas.

Una alternativa más reciente y orientada a la práctica es Time Series Feature Extrac-
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tion Library (TSFEL), desarrollada por Barandas et al. (2020). TSFEL permite extraer
automáticamente más de 60 variables por señal, agrupadas en tres dominios princi-
pales:

Temporal: medidas estadísticas básicas (media, rango, curtosis).

Frecuencial: aplicando transformadas rápidas de Fourier y extrayendo energía
espectral, y frecuencia dominante, entre otros.

Estadístico: como asimetría, normalidad o momentos de orden superior.

TSFEL está diseñada para integrarse fácilmente con pipelines de scikit-learn y
su flexibilidad permite al usuario seleccionar qué familias de funciones aplicar, a
diferencia de tsfresh, ya que no aplica filtros automáticos por relevancia estadística,
lo que otorga mayor control al experto sobre el proceso de extracción.

En la práctica, TSFEL ha sido utilizada en García Mora (2023) en tareas como la cla-
sificación de niveles de experiencia en aikido, donde se emplearon sus descriptores
estadísticos, temporales y espectrales para representar información de señales iner-
ciales y alimentar modelos supervisados. Además, la biblioteca ha sido aplicada en la
monitorización de sistemas eléctricos y la detección de fallos en maquinaria rotativa,
mostrando resultados competitivos en problemas de clasificación binaria (Barandas
et al., 2020).

Existen además otras bibliotecas con enfoques similares:

Kats (Facebook Research, 2023): desarrollada por Meta, ofrece módulos para
extracción de características, detección de anomalías y predicción, y ha sido
utilizada en aplicaciones de análisis de demanda y monitorización de sistemas
(Ali, 2024).

tsflex (Van Der Donckt et al., 2022): framework flexible y eficiente para extrac-
ción de atributos en series multivariadas, especialmente útil en contextos de
grandes volúmenes de datos y flujos de trabajo en producción.

sktime (Löning et al., 2019): incluye módulos para extracción de variables es-
tadísticos y frecuenciales, así como transformadores y clasificadores de última
generación, y es ampliamente empleado en benchmarks y estudios comparativos
de clasificación temporal (Amat Rodrigo y Escobar Ortiz, 2025).

Las bibliotecas anteriores comparten el objetivo de transformar series temporales
en matrices de variables de tamaño fijo, facilitando el uso de modelos tradicionales
de aprendizaje automático en tareas como clasificación, diagnóstico o detección de
anomalías.

2.8.3. Feature programming

Una aproximación emergente en la extracción de características para series tempo-
rales multivariadas es el feature programming (Reneau et al., 2023), que combina la
generación automática de variables con la flexibilidad de incorporar conocimiento ex-
perto mediante operadores programables. Este enfoque supera las limitaciones de los
métodos manuales y las herramientas automáticas tradicionales mediante:

Operadores programables: Permite combinar dinámicamente operaciones bá-
sicas como diferencias, ventanas deslizantes, agregaciones estadísticas y trans-
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formaciones no lineales mediante composición funcional.

Plantillas jerárquicas: Genera características de alto nivel mediante plantillas
predefinidas que encapsulan patrones complejos.

Incorporación de conocimiento experto: Facilita la inyección de conocimiento
de dominio mediante restricciones en los operadores o priorización de plantillas
específicas.

La idea detrás de este enfoque es que, en muchos casos, el conocimiento previo sobre
el sistema puede orientar la creación de variables que un modelo automático difí-
cilmente descubriría por sí solo. Esto incluye, por ejemplo, construir variables que
reflejan relaciones complejas o patrones específicos del dominio, como combinacio-
nes no lineales entre señales, derivadas temporales, diferencias entre picos sucesivos
o relaciones basadas en la física del sistema.

El proceso se implementa en tres etapas clave:

1. Generación: Crea miles de variables candidatas mediante combinaciones de
operadores básicos.

2. Evaluación: Selecciona características relevantes usando métricas de impor-
tancia (ganancia de información, p-valor).

3. Optimización: Reduce redundancias mediante clustering o técnicas de selec-
ción basadas en modelos.

Reneau et al. (2023) destacan las ventajas de usar este proceso:

Mejora significativa en el coeficiente de determinación R2 y correlación de Pear-
son frente a métodos automáticos clásicos.

Robustez en series ruidosas con hasta 30 % de datos missing.

Reducción del tiempo de entrenamiento entre 3 y 5 veces en comparación con
la extracción masiva de variables.

Sin embargo, presenta desafíos como el diseño de plantillas óptimas para dominios
muy especializados, el riesgo de overfitting en datasets pequeños y la complejidad en
la interpretación de variables compuestas.

Hay que tener en cuenta que esta técnica no es una solución automática, pero sí una
herramienta potente cuando se conoce bien el dominio y se quiere mantener cierto
control sobre el proceso de aprendizaje.

2.9. MASS y Matrix Profile

En una etapa avanzada del proyecto, se exploraron herramientas de minería de datos
en series temporales que permiten detectar patrones recurrentes y analizar similitud
entre subsecuencias, de forma eficiente y sin necesidad de etiquetado supervisado.
Una de estas herramientas es Mueen’s Algorithm for Similarity Searc (MASS), que
permite realizar búsquedas por contenido sobre una serie temporal, mediante com-
paración de subsecuencias mediante distancia Euclídea normalizada z-normalized
Euclidean Distance.
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La idea clave de MASS es calcular, para una subsecuencia dada Q, su distancia con
todas las posibles subsecuencias de igual longitud en la serie C, generando así un
distance profile. Este perfil permite localizar regiones similares en la serie original, lo
cual es útil para tareas como descubrimiento de motivos, segmentación o detección
de anomalías.

Complementariamente, se utilizó la técnica del Matrix Profile (Yeh et al., 2016), que
generaliza esta idea a un análisis de “todos contra todos”, calculando para cada sub-
secuencia su distancia mínima a cualquier otra parte de la serie. El resultado es
un vector que identifica de manera eficiente los motifs (patrones recurrentes) y los
discords (anomalías) en la señal.

Estas técnicas tienen una implementación extremadamente eficiente, permitiendo
aplicar descubrimiento de motivos a señales multivariadas, sin requerir entrenamien-
to supervisado ni un conocimiento previo del número de clases o etiquetas.

2.10. Resumen comparativo

A lo largo del capítulo se han explorado distintos enfoques para la clasificación de se-
ries temporales multivariadas, cada uno con sus puntos fuertes y limitaciones. Desde
técnicas clásicas como DTW hasta modelos más recientes como ROCKET o meta-
clasificadores, el abanico de métodos disponibles es amplio y diverso. Esta sección
resume los principales aprendizajes obtenidos durante la revisión del marco teórico,
y justifica las decisiones metodológicas tomadas para el desarrollo del proyecto. La
información se encuentra en el Cuadro 2.1.
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Cuadro 2.1: Resumen comparativo de enfoques para clasificación de series tempora-
les multivariadas

Familia Ejemplos Ventajas Limitaciones

Distancia tem-
poral

k-NN + DTW, Proxi-
mity Forest

Intuitivos, no requie-
ren entrenamiento
complejo, buena
línea base

Coste computacional
elevado, poca escala-
bilidad

Secuencias dis-
criminativas

Shapelet Transform,
TS-CHIEF

Interpretables, cap-
turan patrones loca-
les

Costoso para multiva-
riadas, tuning comple-
jo

Representaciones
simbólicas

BOSS, WEASEL-
MUSE

Robustos al ruido,
eficientes, buenos
con patrones locales

Pérdida de orden,
complejidad en tuning

Convoluciones
aleatorias

ROCKET, MultiROC-
KET

Rápidos, precisos,
bien integrables

Menor interpretabili-
dad, sensibilidad a hi-
perparámetros

Metaclasificador HIVE-COTE 2.0 Alta precisión, apro-
vecha varias repre-
sentaciones

Coste elevado, difícil
de mantener en pro-
ducción

Combinación de
canales

ColumnConcatenator,
ColumnEnsembleClas-
sifier

Flexibles, reutilizan
clasificadores univa-
riados

Pueden perder estruc-
tura entre canales

Extracción de
variables

tsfresh, TSFEL, Fea-
ture programming

Escalables, compati-
bles con ML tradicio-
nal, fáciles de inte-
grar

Riesgo de perder pa-
trones complejos, pér-
dida de orden tempo-
ral

Descubrimiento
de motivos

MASS, Matrix Profile No requiere etique-
tas, eficiente, útil
para segmentación,
análisis exploratorio
y detección de ano-
malías

No supervisado, difí-
cil de integrar directa-
mente en clasificación
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Capítulo 3

Desarrollo

En este capítulo se describe el proceso seguido para aplicar y evaluar los diferentes
enfoques de clasificación sobre los datos reales recogidos en el contexto del aeropuer-
to de Bilbao. A partir de las ideas y técnicas revisadas del marco teórico (Sección 2),
se ha diseñado un pipeline completo que incluye desde el análisis inicial del problema
hasta la metodología de evaluación de los modelos.

3.1. Descripción del problema

El objetivo de este trabajo es desarrollar un modelo capaz de identificar automáti-
camente de qué ascensor (derecho o izquierdo) proviene un determinado viaje, ba-
sándose únicamente en señales eléctricas registradas durante su funcionamiento.
Este problema surge en un entorno real, los ascensores del aeropuerto de Bilbao que
comunican zonas clave como el parking, la facturación y la salida del edificio.

El sistema eléctrico monitoriza continuamente distintas señales relacionadas con el
consumo de los ascensores, como armónicos, subarmónicos o amplitudes de corrien-
te. Sin embargo, estos datos se almacenan sin ningún tipo de etiquetado contextual.
Es decir, no se sabe a qué ascensor corresponde cada medición ni cuándo empieza o
termina un viaje. Esto dificulta extraer conocimiento útil directamente de las señales.
Por ello, la empresa planteó este trabajo con la intención de construir un modelo que
permita, a partir de señales eléctricas, determinar a qué ascensor corresponde.

Recogida de datos

El proceso de recolección de datos se realizó en dos fases:

Primera fase: se recibieron 25 archivos CSV de parte de Aingura IIOT, cada
uno correspondiente a un viaje del ascensor izquierdo del 15 de octubre de
2024, junto con un vídeo grabado desde el interior del mismo. Estos vídeos
pretendían capturar los eventos de apertura y cierre de puertas, con la intención
de integrar marcas temporales como Tiempo llamada, Tiempo cierre puerta, o
Tiempo apertura destino. Sin embargo, al analizar estos datos se comprobó que
no era posible sincronizar adecuadamente los timestamps de los vídeos con los
de las mediciones eléctricas, principalmente porque:

• No se disponía del timestamp interno de los vídeos.
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• Algunos vídeos no estaban completos o eran inconsistentes.

Debido a ello, se descartó su integración en el pipeline.

Segunda fase: se llevó a cabo una nueva recogida de datos el 25 de febrero de
2025 en el aeropuerto (también por parte de Aingura IIOT), en la que se regis-
traron manualmente viajes de ambos ascensores . En este caso no se grabaron
vídeos, pero sí se anotaron:

• El ascensor que realizaba el viaje (izquierdo o derecho).

• La planta de origen y destino.

• El timestamp de inicio y fin del trayecto.

Con esta información y el acceso a la plataforma Perseus de la empresa, se descargó
un archivo continuo con todas las mediciones eléctricas disponibles entre el primer y
el último timestamp registrado. Así se pudieron extraer automáticamente los tramos
correspondientes a cada viaje etiquetado.

Resumen del conjunto de datos

Combinando ambas fases, se obtuvo un total de 101 viajes etiquetados:

Ascensor izquierdo: 60 trayectos.

Ascensor derecho: 41 trayectos.

Cada trayecto está representado por una serie temporal multivariada, con una longi-
tud variable (en función de la duración del viaje) y con 14 variables registradas a lo
largo del tiempo. La estructura de las columnas en los ficheros CSV es la siguiente:

timestamp: no se utiliza en el modelo, solo sirve para obtener la etiqueta.

zero_max_ampl, plus_max_ampl: valores de corriente en régimen alterno, me-
didos como corrientes RMS (Root Mean Square), que representan la magnitud
efectiva de la señal (se miden en amperios al cuadrado, el resto de variables en
decibelios).

zero_harm_2, zero_harm_7, zero_harm_9, zero_harm_11, zero_harm_13,

zero_harm_17.

zero_subharm_1, zero_subharm_5, zero_subharm_7.

plus_harm_2, plus_harm_11.

Según la información facilitada por la empresa:

Las variables con prefijo zero_ y plus_ derivan de dos señales de corriente
independientes (corriente zero y corriente plus).

El sufijo _harm_ se refiere a armónicos eléctricos, mientras que _subharm_ re-
fleja propiedades electromecánicas.

Retos del problema

El problema presenta varios desafíos técnicos relevantes:
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Longitudes variables: los viajes no tienen la misma duración, por lo que las
series temporales deben ser tratadas de forma flexible o normalizadas.

Desbalanceo de clases: hay más trayectos del ascensor izquierdo que del dere-
cho, lo cual puede sesgar el entrenamiento.

Alta correlación entre señales: algunas variables son redundantes o están
muy correlacionadas, lo que puede influir en el rendimiento de ciertos modelos.

Ruido e inestabilidad temporal: las señales no están siempre perfectamente
segmentadas y pueden incluir datos al inicio o al final del viaje que no contienen
información relevante.

A continuación se detallan los pasos efectuados para preprocesar estos datos y pre-
parar los modelos de clasificación.

3.2. Preprocesamiento de datos

Antes de poder entrenar cualquier modelo, fue necesario llevar a cabo un trabajo
considerable de preparación de los datos. La información recopilada no estaba lista
para ser utilizada directamente, tanto por su estructura como por las inconsistencias
temporales detectadas durante el análisis.

Segmentación de los viajes

El punto de partida fue un archivo CSV descargado desde la plataforma Perseus,
que contenía un flujo continuo de datos de las señales eléctricas registradas durante
el día 25 de febrero de 2025 entre las 08:30 y las 14:00. Se recogieron datos de todas
las combinaciones posibles que podía hacer cada ascensor. Para extraer los viajes eti-
quetados, se utilizó el listado de timestamps proporcionado tras la segunda recogida
de datos en el aeropuerto, tal y como se muestra en la Figura 3.1. Cada viaje estaba
definido por un intervalo temporal, un identificador de ascensor (izquierdo o derecho)
y un rango de plantas (origen->destino). A partir de estos rangos, se recortaron los
intervalos correspondientes del CSV original, generando así un archivo separado por
cada viaje, que es nuestra unidad a clasificar.

Los viajes de la primera recogida ya estaban separados en CSVs por viaje, por lo
que el único paso necesario fue añadir una columna con la etiqueta correspondiente,
ascensor izquierdo: “0” o ascensor derecho: “1” (aunque estos viajes eran todos del
ascensor izquierdo). Esto mismo se hizo también con los nuevos CSV creados del
recorte del CSV original. Cabe mencionar que no hay superposición en estos casos,
es decir, que en ningún momento del viaje están los dos ascensores en movimiento.

Corrección de desalineación temporal

Durante las primeras visualizaciones de los datos, se detectó que las curvas de las
señales no coincidían con el movimiento real del ascensor según los tiempos regis-
trados manualmente. Después de investigar el problema, se descubrió un desfase
de aproximadamente 2 minutos entre los timestamps anotados en el aeropuerto y
los que figuraban en la plataforma Perseus. Esta desincronización provocaba que,
al recortar el viaje usando las marcas manuales, se estuviesen extrayendo tramos
incorrectos.
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Figura 3.1: Datasets con los rangos de los viajes etiquetados

Para solucionar esto, fue necesario rehacer todo el proceso de recorte, aplicando un
desplazamiento de dos minutos hacia atrás en los timestamps de cada viaje antes de
buscar su segmento correspondiente en el flujo continuo. Tras esta corrección, los
plots obtenidos sí mostraban el comportamiento esperado de un trayecto completo.

En la Figura 3.2 tenemos que el recorrido “3->0” tiene los timestamp t_0=1740476683
(inicio del viaje) y t_1=1740476700 (final del viaje) que corresponderían a 9:44:43 y
9:45:00 respectivamente. En la Figura 3.3 (cuadro de la derecha) observamos que ese
tiempo está en la mitad de un viaje. En este caso, habría que consultar el intervalo
(9:42:43; 9:43:00) (cuadro de la izquierda) en Perseus para que el viaje esté entre los
rangos correctos.

Figura 3.2: Muestra de rango con desfase

Figura 3.3: Intervalo incorrecto (con desfase) y intervalo al que corresponde en
Perseus
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Filtrado de señal

Aunque tras el recorte ya se disponía de una ventana razonablemente ajustada a ca-
da viaje, aún se incluían algunos puntos en los extremos donde el ascensor estaba
parado o en reposo. Para refinar aún más la segmentación, se aplicó un filtro por
amplitud sobre la señal plus_max_ampl, quedándose únicamente con los puntos en
los que su valor superaba un umbral de 1.9 A2. Tras observar múltiples trayectos, se
concluyó que a partir de ese valor la señal refleja el inicio del movimiento del ascen-
sor, por lo que ayuda a aislar la parte más relevante del trayecto. Cabe señalar que
si se eleva el umbral, podrían no capturarse los viajes de subida completos, ya que
en ciertos tramos de estos la amplitud suele mantenerse en torno a valores cercanos
a 2. Por el contrario, si se reduce, se incluirían puntos innecesarios correspondien-
tes a estados de reposo que no aportan información útil para la clasificación. En la
Figura 3.4 podemos observar un ejemplo del filtro de amplitud (línea roja) a la señal
plus_max_ampl (el valor no es 1.9 A2).

Figura 3.4: Ejamplo filtro de amplitud de la señal plus_max_ampl

Homogeneización de longitudes

Como ya hemos mencionado, uno de los principales retos fue que cada viaje tenía
una duración distinta, lo que se traduce en series de longitud variable. Muchos de
los algoritmos evaluados requieren una entrada con un número fijo de muestras por
instancia, por lo que fue necesario plantear distintas estrategias para homogeneizar
la longitud de las series:

Truncamiento: Se recortaron todas las series a la longitud del viaje más corto.
Esta técnica garantiza igualdad de tamaño sin introducir artefactos, aunque
puede eliminar parte importante de la información.
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Interpolación: Se redimensionaron las series para que todas tuvieran la misma
longitud que el viaje más largo, utilizando interpolación lineal. Esto permite
conservar la forma general de la señal y adaptarla a las exigencias del modelo.

Padding con 0: Se rellenaron las series más cortas añadiendo 0’s hasta igualar
la longitud del viaje más largo. Esta técnica, al igual que la anterior, añade una
zona “constante” al final de la señal, asumiendo que el ascensor ya ha terminado
su desplazamiento.

Padding con última fila: Se rellenaron las series más cortas repitiendo el últi-
mo valor hasta igualar la longitud del viaje más largo. Esta técnica añade una
zona “constante” al final de la señal, asumiendo que el ascensor ya ha terminado
su desplazamiento.

Las cuatro estrategias serán utilizadas en los experimentos. La Figura 3.5 muestra
un ejemplo de las estrategias truncamiento, interpolación y padding con última fila
sobre la misma señal. Cada una de estas técnicas se evaluó con distintos modelos
para comprobar cuál funcionaba mejor en la práctica, ya que no existe una única
solución óptima para todos los casos.

Figura 3.5: Técnicas de homogeneización de series temporales

Normalización de valores

Durante la fase de experimentación también se probó la normalización de las señales,
tanto a nivel global como por canal. Sin embargo, se observó que en la mayoría de los
modelos la precisión empeoraba tras normalizar. Esto puede deberse a que el rango
absoluto de ciertas señales es importante para distinguir el tipo de viaje, por lo que
se optó finalmente por no aplicar ningún tipo de escalado o estandarización.
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3.3. Métodos evaluados

Una vez preprocesados y organizados los datos, se procedió a evaluar distintos enfo-
ques de clasificación de series temporales multivariadas. La elección de modelos no
fue aleatoria: se buscó representar distintas estrategias que, tal como se analizó en
el marco teórico (Sección 2), capturan diferentes formas de entender y representar el
comportamiento de un viaje en función de las señales eléctricas medidas.

En total, se probaron ocho enfoques distintos, agrupables en varias categorías según
el tipo de representación que utilizan:

Cuadro 3.1: Resumen de algoritmos evaluados por familia y sección correspondiente

Familia Algoritmo Sección

Subsecuencias discri-
minativas

Shapelet Transform 2.4.1

Representaciones
simbólicas

WEASEL-MUSE 2.5.2

Transformaciones
con convoluciones
aleatorias

ROCKET 2.6.1

Metaclasificador HIVE-COTE 2.0 2.6.2

Combinación de ca-
nales

ColumnConcatenator
ColumnEnsembleClassifier

2.7.1
2.7.2

Extracción de varia-
bles

Manual (random forest)
Automática (tsfresh +
random forest)

2.8.1
2.8.2

Descubrimiento de
motivos

MASS, Matrix Profile 2.9

Cada uno de estos enfoques fue probado con distintas variantes de preprocesamiento,
especialmente en lo relativo a la longitud de las series (truncamiento, interpolación
o padding), con el fin de estudiar su comportamiento en distintos escenarios. En los
apartados siguientes se detallan las decisiones tomadas y la configuración empleada
para cada modelo.

3.4. Diseño experimental

El objetivo de esta sección es describir de forma detallada la metodología seguida para
evaluar el rendimiento de los distintos modelos de clasificación de series temporales
multivariadas aplicados al consumo eléctrico de ascensores. El proceso fue diseñado
para ser riguroso, reproducible y lo suficientemente flexible como para adaptarse a
las particularidades de los datos reales y a los requisitos prácticos de la empresa.
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División de los datos y validación

A diferencia de otros estudios en los que se reserva por adelantado un conjunto de
test fijo, en este trabajo se optó por emplear directamente validación cruzada estrati-
ficada sobre todo el conjunto de datos disponible. Esta estrategia permite aprovechar
al máximo la información, especialmente cuando el número de muestras no es muy
elevado, y proporciona una estimación más robusta y menos dependiente de la suerte
de un único particionado.

En concreto, se utilizó StratifiedKFold con cinco particiones (folds), por compro-
miso entre robustez y coste computacional, asegurando que en cada división la pro-
porción de clases (ascensor izquierdo/derecho) se mantuviera constante. Así, cada
muestra fue utilizada tanto para entrenamiento como para validación en diferentes
iteraciones, y todas las métricas reportadas corresponden al promedio de los resul-
tados obtenidos en los cinco folds.

Durante cada iteración de la validación cruzada, el modelo se entrenó con cuatro
quintas partes de los datos y se evaluó sobre el quinto restante. Se registraron mé-
tricas como la accuracy (proporción de aciertos), la balanced accuracy (promedio de
los recalls por clase, donde el recall para cada clase indica la proporción de muestras
correctamente identificadas de esa clase) y el F1-score ponderado (media armónica
entre precisión y recall, donde la puntuación de cada clase se pondera según su fre-
cuencia o soporte en el conjunto de datos)). Además, se generaron gráficos por fold
de las métricas para analizar tanto la estabilidad como posibles casos de sobreajuste
o comportamientos anómalos.

Evaluación bajo diferentes transformaciones de longitud

Dado que muchas de las técnicas aplicadas requieren que todas las series temporales
tengan la misma longitud, se repitió el proceso anterior cuatro veces, una por cada
estrategia de homogeneización de longitud:

Truncamiento a la longitud del trayecto más corto.

Interpolación lineal hasta igualar la serie más larga.

Padding con ceros.

Padding con la última medición (manteniendo el valor final constante).

Cada una de estas estrategias se aplicó de forma independiente, repitiendo el proceso
completo de validación cruzada para cada caso (con el mismo número de folds). Esto
permitió analizar la sensibilidad de los distintos modelos a la forma de homogeneizar
las secuencias temporales y comparar cuál de las técnicas resulta más adecuada
según el tipo de clasificador y la naturaleza de los datos.

Implementación de los modelos

Todos los modelos utilizados fueron implementaciones públicas disponibles a través
de la librería sktime, lo cual permitió mantener un entorno homogéneo y reproduci-
ble. No se desarrollaron modelos desde cero, lo que evitó errores de implementación
y garantizó una comparación justa.

Entre los clasificadores utilizados se encuentran:
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Shapelet Transform: Se empleó la clase RandomShapeletTransform que extrae
automáticamente las shapelets potencialmente discriminativas de las series. Se
permitieron hasta 1000 shapelets candidatas, con un máximo de 50 por clase,
y los parámetros de longitud y filtrado se ajustaron automáticamente.

WEASEL-MUSE: Se usó la implementación MUSE (Multivariate Symbolic Exten-
sion), que convierte subsecuencias de cada señal en “palabras simbólicas” me-
diante transformadas de Fourier discretizadas. Estas palabras se agrupan en
histogramas por dimensión y se clasifican con regresión logística.

ROCKET: Este modelo aplica 10.000 kernels (convoluciones) aleatorios sobre
las series temporales. Cada kernel actúa como un pequeño filtro 1D que capta
patrones locales. A partir de la activación de cada filtro, se extraen estadísticas
simples como el valor máximo o la proporción de valores positivos. El resultado
es un vector de variables que se introduce en un clasificador lineal, en nuestro
caso, la regresión logística.

HIVE-COTE 2.0: Este es un metaclasificador jerárquico que combina múltiples
tipos de transformaciones y clasificadores base (shapelets, distancias, bag-of-
words, convoluciones, etc.) integrando la predicción de cada uno mediante vo-
tación ponderada. Dado su alto coste computacional, se limitó su tiempo de
entrenamiento a 1 minuto por validación.

ColumnConcatenator + DrCIF: En este enfoque, todas las señales se concate-
nan en una sola secuencia antes de aplicar el modelo DrCIF (Diversity-Reduced
Canonical Interval Forest). DrCIF es un clasificador basado en árboles de clasi-
ficación que extrae estadísticas simples (media, varianza, pendiente...) de múl-
tiples intervalos aleatorios en la serie y combina múltiples tipos de transforma-
ciones para capturar patrones discriminativos.

ColumnEnsembleClassifier: En lugar de fusionar las señales, trata cada canal
de forma independiente, asignando un modelo distinto a cada uno. Las predic-
ciones de todos los modelos se combinan por votación. Se usaron principalmente
dos tipos de clasificadores:

• DrCIF para señales con patrones continuos o tendencias suaves.

• TDE (Temporal Dictionary Ensemble) para señales armónicas o repetitivas,
ya que este modelo representa subsecuencias como “palabras” simbólicas y
clasifica en base a su frecuencia.

Esta estrategia permite aprovechar la especialización de cada modelo según la
naturaleza de la señal.

Para los métodos basados en extracción de variables no hizo falta ajustar la longitud
de las series temporales:

Extracción manual: Se calcularon estadísticas básicas (media, desviación es-
tándar, mínimo, máximo), medidas de dispersión (rango intercuartílico, MAD),
asimetría (skewness), curtosis y los primeros coeficientes de FFT para cada se-
ñal. También se incluyeron correlaciones cruzadas entre pares de señales, lo
que ayuda a capturar relaciones entre canales. El conjunto de características
resultante se evaluó con un RandomForestClassifier de 100 árboles, con el
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objetivo de analizar la capacidad separadora de las variables extraídas y la po-
sible redundancia o colinealidad entre ellas.

Extracción automática: Se utilizó tsfresh en su configuración minimal, que
extrae y selecciona automáticamente un conjunto relevante de variables estadís-
ticas y frecuenciales para cada serie. El modelo empleado para la clasificación
fue también un bosque aleatorio, dada su robustez.

Para los dos casos de extracción de variables se realizaron análisis complementarios:

Visualización de la separabilidad con t-SNE (Maaten e Hinton, 2008): Apli-
camos la técnica de reducción de dimensionalidad t-SNE para proyectar el es-
pacio multidimensional de características a dos dimensiones y así visualizar si
los datos de las distintas clases forman grupos diferenciados. El algoritmo t-
SNE preserva las relaciones de vecindad entre puntos, permitiendo identificar
la existencia de agrupamientos o solapamientos en los datos originales de alta
dimensión.

Estudio de la importancia de las características (feature importance): En-
trenamos un clasificador random forest y extraemos las importancias medias de
cada variable a través del atributo feature_importances_ de scikit-learn.
Esta métrica cuantifica la contribución de cada variable a la capacidad predic-
tiva del modelo, ya que mide cuánto reduce cada característica la impureza en
los nodos de decisión de los árboles. Así, obtenemos un ranking de las variables
más relevantes para la clasificación en nuestro contexto.

Estas herramientas ayudaron a interpretar por qué incluso modelos simples lograban
una precisión muy alta, y a verificar si el problema era naturalmente separable, es
decir, si las clases podían distinguirse claramente utilizando las variables disponibles,
o si existían variables especialmente discriminativas.

Para las técnicas de análisis basadas en Matrix Profile se evaluaron cinco configura-
ciones distintas, variando la forma de extraer las subsecuencias y el nivel de agre-
gación, siempre utilizando ventanas de entre 3 y 17 puntos, seleccionadas empírica-
mente en función de la estabilidad de los perfiles generados.

Aunque estos métodos no son clasificadores por sí mismos, se emplearon para gene-
rar variables que luego fueron utilizadas como entrada en un modelo de clasificación
basado en random forest. Todos los casos fueron evaluadas mediante un validación
cruzada estratificada (cinco particiones).

Las cinco estrategias empleadas son:

Variables por serie temporal: Para cada una de las 13 señales, se calculó su
Matrix Profile individual. De cada perfil se extrajeron tres métricas: distancia
mínima (motivo más repetido), distancia máxima (trayecto atípico), y varianza.
Estas métricas se concatenaron en un único vector de 39 variables por trayecto
(3 por señal), que sirvió como entrada al clasificador. Esta aproximación permite
una caracterización detallada por canal, manteniendo la interpretabilidad.

Suma de variables: En lugar de concatenar las variables de cada señal, se su-
maron las tres métricas obtenidas tras calcular los perfiles individuales de cada
una de las 13 señales. El resultado fue un vector de 3 variables globales por
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trayecto, que resume el comportamiento general del sistema. Esta estrategia
reduce la dimensionalidad del espacio de entrada, manteniendo una represen-
tación informativa de la dinámica multicanal.

Análisis multivariado: Se aplicó el algoritmo mstump para calcular directamente
el perfil multivariado de cada trayecto, considerando todas las señales simultá-
neamente. A partir del perfil promedio se extrajeron las mismas tres métricas
(motif, discord, varianza), generando un vector de 3 variables por trayecto. Esta
opción es especialmente útil cuando se requiere una representación compacta
que preserve la correlación entre canales.

Similitud con motivos maestros: Para cada clase y cada señal, se construyó una
señal agregada concatenando todos los trayectos disponibles de esa clase. Se
extrajo la subsecuencia más representativa (motivo maestro) mediante stump.
Posteriormente, para cada nuevo trayecto se calcularon las distancias mínimas
entre cada señal y los motivos aprendidos para ambas clases, utilizando mass.
El vector final constó de 26 variables por trayecto (13 señales por 2 clases), cada
una representando la similitud con un motivo específico.

Motivos de consenso por variable: En lugar de concatenar los trayectos por clase,
se aplicó ostinato, que selecciona la subsecuencia más representativa entre
un conjunto de series temporales, sin requerir agregación previa. Para cada
clase y señal se aprendió un motivo de consenso, y posteriormente se calculó la
distancia mínima a cada uno de ellos por trayecto. Como en el caso anterior, se
generó un vector de 26 variables por muestra.

Simulación en condiciones reales

Tras la evaluación offline de los modelos, la empresa seleccionó aquellos que mejor
se ajustaban a sus necesidades, considerando no solo la precisión, sino también
la interpretabilidad (que no era imprescindible) y la eficiencia computacional. Los
modelos seleccionados fueron exportados y adaptados a un entorno simulado que
imita el flujo real de datos que se recibe desde los ascensores en la plataforma de
monitorización.

Para la simulación, se utilizaron nuevos datos (911.944 filas, es decir, mediciones)
descargados de la aplicación interna de Perseus. Estos datos incluyen dos columnas
adicionales, act_right y act_left, que indican si está funcionando el ascensor
derecho o el izquierdo. Es importante destacar que estas columnas no son etiquetas
reales, sino estimaciones generadas por una técnica interna de la empresa, por lo
que pueden contener errores o incertidumbre.

El flujo de simulación se diseñó para emular la llegada secuencial de mediciones, tal
y como ocurriría en un sistema en producción. El proceso se muestra en la Figura
3.6 y se puede resumir en los siguientes pasos:

Se inicializa un búffer para almacenar temporalmente las mediciones de un
viaje.

Cuando varias mediciones consecutivas superan un umbral de plus_max_ampl
≥ 1.9 A2, se detecta el inicio de un nuevo viaje de ascensor.
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El búffer empieza a acumular los datos hasta que se detecta un descenso pro-
longado por debajo del umbral, lo que indica el final del trayecto.

Figura 3.6: Diagrama de flujo de la simulación

Una vez identificada cada secuencia correspondiente a un viaje, se realiza el prepro-
cesamiento (si lo requiere el modelo) necesario para igualar la longitud de la serie
(aplicando interpolación ya que en los modelos entrenados de media siempre daba
mejor resultado). A continuación, la secuencia es pasada al modelo previamente en-
trenado para obtener la predicción de la clase (ascensor izquierdo o derecho).

La predicción obtenida se compara con la estimación proporcionada por el sistema
interno de la empresa, lo que permite calcular una métrica de accuracy sobre el flujo
de datos en condiciones realistas. Este enfoque permite evaluar cómo se comportan
los modelos cuando reciben datos tal y como llegarían en producción, incluyendo
posibles ruidos y variaciones no presentes en los datos de entrenamiento.

Además, se introdujeron condiciones adicionales para filtrar viajes poco fiables:

Se descartaron trayectos cuya duración era inferior a 6 segundos, ya que es poco
probable que correspondan a un viaje real (podrían deberse a picos de tensión o
a eventos espúreos).

Se ignoraron también aquellas secuencias en las que la señal plus_max_ampl
nunca superaba el valor 3, considerando que no representan viajes.

Por último, se registró el tiempo medio de clasificación por modelo. Esta métrica es
especialmente relevante para aplicaciones en tiempo real, ya que permite estimar si
el modelo puede operar en producción sin generar cuellos de botella. Para ello, se
midió el tiempo total necesario para procesar todos los viajes simulados, sin incluir
la detección ni el preprocesamiento, y se calculó el tiempo medio por viaje.

El experimento final permitió validar no solo la calidad de los modelos en un entorno
controlado, sino también su aplicabilidad en un sistema real. Se evaluaron aspectos
clave como la robustez ante ruido y datos imperfectos, el retardo en la predicción y la
viabilidad de integración en el flujo operativo de la empresa, proporcionando así una
visión completa y práctica de las soluciones propuestas.
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Capítulo 4

Resultados

Este capítulo recoge los resultados obtenidos tras aplicar los distintos modelos y
técnicas descritas en los capítulos anteriores sobre el conjunto de datos de los as-
censores del aeropuerto de Bilbao. El objetivo principal es comparar su rendimiento,
identificar cuáles son más adecuados para la tarea concreta de clasificación y valorar
su aplicabilidad práctica en un entorno real.

Los modelos han sido evaluados en dos fases: primero en un entorno de validación
cruzada offline, y posteriormente en un escenario de simulación más cercano a su
posible uso en producción (Sección 3.4).

A lo largo del capítulo, se presentan las métricas obtenidas para cada modelo, acom-
pañadas de visualizaciones y análisis que ayudan a interpretar los resultados de
forma más profunda.

4.1. Recursos

Los experimentos de este proyecto se han llevado a cabo en un Lenovo Ideapad Ga-
ming equipado con un procesador AMD Ryzen 5 6600H (6 núcleos a 3,3 GHz) y 16 GB
de RAM. El equipo dispone de una GPU NVIDIA GeForce RTX 3050, aunque para los
modelos empleados en este trabajo toda la computación se ha realizado en CPU. El
sistema operativo utilizado es Windows 11 Pro de 64 bits.

El lenguaje de programación elegido ha sido Python debido a su flexibilidad y al am-
plio ecosistema de librerías para ciencia de datos y aprendizaje automático. Todo el
código se ha desarrollado en Visual Studio Code con el complemento Python Exten-
sion para facilitar la depuración y la gestión de entornos virtuales.

Para el análisis de datos y la construcción de modelos se han empleado, entre otras,
las siguientes librerías:

NumPy y Pandas para la manipulación de datos y operaciones matriciales.

scikit-learn como framework base para modelos clásicos de clasificación y
utilidades de validación cruzada.

sktime para algoritmos específicos de series temporales, incluyendo ROCKET,
WEASEL-MUSE y Shapelet Transform.
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tsfresh para la extracción automática de variables a partir de señales multiva-
riadas.

Matplotlib y Seaborn para la visualización de resultados y métricas.

4.2. Análisis y rendimiento de modelos

En esta sección se presentan los resultados cuantitativos obtenidos por cada uno
de los modelos evaluados. Para todos ellos se ha seguido el mismo protocolo expe-
rimental: validación cruzada estratificada con cinco rodajas, usando las métricas de
accuracy, balanced accuracy y F1-score ponderado.

Además, en los modelos que requerían que las series tuvieran la misma longitud se
ha aplicado el preprocesamiento descrito previamente (truncamiento, interpolación,
padding), y se ha mantenido la misma estrategia de homogeneización (a los enfoques
que lo requieren) a lo largo de los experimentos para garantizar la comparabilidad.

Cada subsección se centra en un modelo concreto, describiendo su rendimiento y el
comportamiento observado.

4.2.1. Shapelets

Este modelo fue evaluado aplicando las cuatro estrategias para igualar la longitud
de las series temporales. La configuración del clasificador fue la misma en todos los
casos que ya se ha descrito previamente en la Sección 3.4.

Rendimiento comparativo

El Cuadro 4.1 muestra el rendimiento promedio obtenido con cada variante tras apli-
car validación cruzada estratificada con cinco particiones.

Técnica Accuracy Balanced Accuracy F1-score ponderado

Truncamiento 0.9920 0.9941 0.9921
Interpolación 1.0000 1.0000 1.0000
Padding con ceros 0.8960 0.8772 0.8936
Padding última fila 0.9760 0.9824 0.9765

Cuadro 4.1: Rendimiento medio de Shapelets según la técnica de igualación de lon-
gitud

Observaciones

El modelo mostró un rendimiento muy competitivo, especialmente al aplicar interpo-
lación, donde alcanzó una precisión perfecta. La técnica de truncamiento se comportó
de forma muy similar, mientras que las opciones basadas en padding (especialmen-
te el padding con ceros) redujeron notablemente la capacidad para distinguir entre
clases.

Esta sensibilidad del padding puede deberse a que Shapelet se basa en la identifi-
cación de subsecuencias características, y la inclusión de valores artificiales (como
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ceros o repeticiones) al inicio o al final puede distorsionar las formas originales de los
viajes.

La Figura 4.1 muestra las métricas en cada fold para cada una de las variantes: a)
truncamiento, b) interpolación, c) padding con ceros, d) padding con la última fila.

Figura 4.1: Métricas accuracy, balanced accuracy y F1-score ponderado en cada fold
en Shapelet

4.2.2. ROCKET

Al igual que en el caso anterior, se evaluaron las cuatro estrategias de igualación de
longitud para aplicar el modelo ROCKET: truncamiento, interpolación, padding con
ceros y padding con la última fila. La configuración del modelo y los parámetros
utilizados ya han sido detallados en la Sección 3.4.

Rendimiento comparativo

En el Cuadro 4.2 recoge el rendimiento medio en validación cruzada para cada una
de las variantes.

Técnica Accuracy Balanced Accuracy F1-score ponderado

Truncamiento 1.0000 1.0000 1.0000
Interpolación 1.0000 1.0000 1.0000
Padding con ceros 0.9920 0.9941 0.9921
Padding última fila 1.0000 1.0000 1.0000

Cuadro 4.2: Rendimiento medio de ROCKET según la técnica de igualación de longi-
tud
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Observaciones

El modelo ROCKET mostró un comportamiento muy robusto, alcanzando un rendi-
miento perfecto en tres de las cuatro variantes evaluadas. Solo la opción de padding
con ceros presentó una leve reducción en la precisión, aunque se mantuvo igualmen-
te por encima del 99 %.

Este resultado sugiere que el problema de clasificación está claramente definido y que
las características generadas por ROCKET, independientemente del preprocesamien-
to aplicado, capturan de forma eficaz la diferencia entre ambas clases de ascensor.

La Figura 4.2 muestra las métricas en los cinco folds para las cuatro variantes, con-
firmando su estabilidad: a): truncamiento a la serie más corta, b): interpolación lineal
a la longitud máxima, c): padding con ceros, d): padding con la última fila.

Figura 4.2: Métricas accuracy, balanced accuracy y F1-score ponderado en cada fold
en ROCKET

4.2.3. WEASEL-MUSE

El modelo WEASEL-MUSE fue evaluado bajo las mismas condiciones que el resto de
clasificadores basados en transformaciones temporales. Se consideraron las cuatro
estrategias de igualación de longitud ya mencionadas, manteniendo constante el res-
to de la configuración.

Rendimiento comparativo

El Cuadro 4.3 resume los valores promedio de rendimiento obtenidos tras aplicar
validación cruzada estratificada.
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Técnica Accuracy Balanced Accuracy F1-score ponderado

Truncamiento 0.9760 0.9691 0.9758
Interpolación 1.0000 1.0000 1.0000
Padding con ceros 1.0000 1.0000 1.0000
Padding última fila 0.9840 0.9830 0.9840

Cuadro 4.3: Rendimiento medio de WEASEL-MUSE según la técnica de igualación de
longitud

Observaciones

En general, los resultados muestran un alto grado de eficacia del modelo indepen-
dientemente del método aplicado para igualar las longitudes. Tanto la interpolación
como el padding con ceros alcanzaron un rendimiento perfecto, mientras que el trun-
camiento y padding con la última fila obtuvieron métricas ligeramente inferiores,
aunque igualmente sobresalientes.

Este comportamiento sugiere que WEASEL-MUSE es relativamente robusto ante pe-
queñas variaciones en la forma de preprocesar la serie, lo cual resulta útil en en-
tornos donde no siempre es posible mantener un formato homogéneo. La técnica
demostró además una buena estabilidad en todos los pliegues, como se aprecia en la
Figura 4.3, donde se comparan las distintas estrategias: a) truncamiento, b) interpo-
lación, c) padding con ceros, d) padding con la última fila.

Figura 4.3: Métricas accuracy, balanced accuracy y F1-score ponderado en cada fold
en WEASEL-MUSE.

4.2.4. HIVE-COTE 2.0

Para este modelo también se evaluaron las cuatro estrategias de igualación de longi-
tud, manteniendo una configuración limitada a 1 minuto por ejecución, tal como se
explicó anteriormente.
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Rendimiento comparativo

El Cuadro 4.4 muestra los resultados promedio obtenidos tras aplicar validación
cruzada estratificada. Como puede observarse, el rendimiento fue perfecto en todos
los casos.

Técnica Accuracy Balanced Accuracy F1-score ponderado

Truncamiento 1.0000 1.0000 1.0000
Interpolación 1.0000 1.0000 1.0000
Padding con ceros 1.0000 1.0000 1.0000
Padding última fila 1.0000 1.0000 1.0000

Cuadro 4.4: Rendimiento medio de HIVE-COTE 2.0 según la técnica de igualación de
longitud

Observaciones

HIVE-COTE 2.0 ofreció un rendimiento perfecto y constante en todas las variantes de
preprocesamiento, lo que refleja la potencia de este enfoque en tareas de clasificación
de series temporales, incluso con solo 1 minuto de entrenamiento. Su diseño jerár-
quico, que combina múltiples transformaciones y modelos base, permite capturar
tanto patrones locales como globales de manera muy efectiva.

No obstante, este rendimiento tiene un coste computacional elevado. Incluso limitan-
do el tiempo de entrenamiento, el modelo consume considerablemente más recursos
que otros enfoques evaluados. Por tanto, aunque su precisión es inmejorable, su apli-
cabilidad práctica depende en gran medida de las restricciones de tiempo y capacidad
de cómputo del sistema final.

La Figura 4.4 recoge las métricas en cada fold, con valores constantes y sin variación
entre las cuatro estrategias.

4.2.5. ColumnConcatenator

En este enfoque, todas las señales multivariadas fueron concatenadas en una única
secuencia antes de ser procesadas con el clasificador DrCIF. Se evaluaron las mismas
cuatro técnicas de igualación de longitud que en los modelos anteriores.

Rendimiento comparativo

El Cuadro 4.5 muestra los resultados promedio en validación cruzada estratificada
para cada configuración.

Técnica Accuracy Balanced Accuracy F1-score ponderado

Truncamiento 1.0000 1.0000 1.0000
Interpolación 1.0000 1.0000 1.0000
Padding con ceros 0.9920 0.9941 0.9921
Padding última fila 1.0000 1.0000 1.0000

Cuadro 4.5: Rendimiento medio de ColumnConcatenator según la técnica de iguala-
ción de longitud
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Figura 4.4: Métricas accuracy, balanced accuracy y F1-score ponderado en cada fold
en HIVE-COTE 2.0

Observaciones

Los resultados reflejan una excelente capacidad del modelo para adaptarse a las dis-
tintas formas de preprocesamiento, con rendimiento perfecto en tres de las cuatro
variantes. Solo el padding con ceros mostró una ligera pérdida, lo que refuerza la
idea de que introducir valores artificiales tiende a afectar negativamente a los clasifi-
cadores sensibles a la estructura temporal de los datos.

Este enfoque tiene como ventaja su simplicidad: al tratar todas las señales como
una sola serie unificada, evita modelos especializados por variable. Sin embargo, esta
estrategia también puede ocultar patrones relevantes que se manifiestan en dimen-
siones específicas. Aun así, el modelo se comportó de manera sólida.

La Figura 4.5 muestra las métricas en cada fold para cada variante: a) truncamiento,
b) interpolación, c) padding con ceros, d) padding con la última fila.

4.2.6. ColumnEnsemble

Este enfoque combina modelos individuales entrenados por separado sobre cada se-
ñal del conjunto multivariado, aplicando diferentes clasificadores en función de la
naturaleza de la variable y, después, se realiza una votación. Se evaluaron las cua-
tro técnicas de igualación de longitud para comprobar su efecto sobre el rendimiento
global.

Rendimiento comparativo

El Cuadro 4.6 muestra los resultados promedio obtenidos con validación cruzada
estratificada.

49



4.2. Análisis y rendimiento de modelos

Figura 4.5: Métricas accuracy, balanced accuracy y F1-score ponderado en cada fold
en ColumnConcatenator

Técnica Accuracy Balanced Accuracy F1-score ponderado

Truncamiento 0.9920 0.9889 0.9919
Interpolación 1.0000 1.0000 1.0000
Padding con ceros 0.9920 0.9941 0.9921
Padding última fila 0.9760 0.9705 0.9758

Cuadro 4.6: Rendimiento medio de ColumnEnsemble según la técnica de igualación
de longitud

Observaciones

Este clasificador también ofreció un rendimiento excelente en todas las variantes, con
la estrategia de interpolación logrando resultados perfectos. El resto de las técnicas
también arrojaron métricas muy elevadas, con diferencias mínimas que se podrían
atribuir a la sensibilidad de algunos modelos base ante secuencias con estructuras
añadidas artificialmente (como en el padding).

Una de las ventajas de este enfoque es su flexibilidad, ya que al permitir modelos
diferentes para cada señal, es posible aprovechar las fortalezas de cada tipo de cla-
sificador en función de la naturaleza de los datos. Sin embargo, esta complejidad
adicional implica también una mayor carga de configuración y conocimiento.

La Figura 4.6 muestra las métricas en cada fold en cada variante: a) truncamiento,
b) interpolación, c) padding con ceros, d) padding con la última fila.
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Figura 4.6: Métricas accuracy, balanced accuracy y F1-score ponderado en cada fold
en ColumnEnsemble

4.2.7. Extracción manual de variables

La extracción manual de variables consistió en la selección de variables basada en
el conocimiento del dominio. La selección final incluyó únicamente las variables más
relevantes según el análisis exploratorio y de importancia.

El Cuadro 4.7 resume las características extraídas manualmente a partir de las seña-
les multivariadas. En total, se consideran 286 variables que resumen la información
relevante de cada viaje. En el cuadro 13 se refiere al número total de variables.

Cuadro 4.7: Resumen de características extraídas manualmente

Tipo de característica Descripción Cantidad

Estadísticas por canal Media, desviación típica, mínimo,
máximo, asimetría (skew), curtosis,
rango intercuartílico (IQR), media-
na de desviaciones absolutas (MAD),
área bajo la curva (AUC), AUC cua-
drada

13× 11 = 143

Coeficientes FFT Primeros 5 coeficientes de la trans-
formada rápida de Fourier (FFT) por
canal

13× 5 = 65

Correlaciones cruzadas Correlaciones entre todas las parejas
posibles de canales

(
13
2

)
= 78

Total 286
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Rendimiento y estabilidad

El modelo random forest entrenado sobre estas características manuales alcanzó
una puntuación perfecta (100 %) en todas las métricas de evaluación, incluyendo
accuracy, balanced accuracy y F1-score, durante la validación cruzada. Además, se
observó una estabilidad absoluta entre los distintos folds, como se muestra en la
Figura 4.7.

Figura 4.7: Métricas accuracy, balanced accuracy y F1-score ponderado en cada fold
en extracción manual con random forest

Separabilidad de clases

Se decidió realizar el análisis de separabilidad para entender la excelente precisión
obtenida en casi todos los casos y comprobar si el problema era perfectamente sepa-
rable (las clases pueden distinguirse de forma clara y sencilla utilizando las variables
disponibles). La proyección t-SNE realizada sobre las características extraídas ma-
nualmente evidencia una clara segmentación entre clases en la parte izquierda de
la Figura 4.8. En ella se observan cuatro grupos perfectamente separados que co-
rresponden a ascensor derecha subida, ascensor derecho bajada, ascensor izquierdo
subida y ascensor izquierdo bajada. En la parte derecha de la imagen, los grupos
están algo mezclados, pero hay que tener en cuenta que solo se muestran dos dimen-
siones; si añadimos más dimensiones ayudaría a separar mejor.

Características más discriminativas

El análisis de la importancia de variables realizado con el modelo random forest reve-
la que las correlaciones cruzadas y estadísticas sobre la señal zero_harm_7 y otras
componentes como zero_harm_13 y zero_harm_17 son altamente relevantes. La Fi-
gura 4.9 muestra las 20 características más importantes, resaltando la influencia de
combinaciones específicas que fueron seleccionadas cuidadosamente.
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Figura 4.8: Visualización t-SNE de las características extraídas manualmente

La extracción manual de variables con random forest ha demostrado ser altamente
efectiva, alcanzando un rendimiento perfecto en clasificación sin necesidad de téc-
nicas avanzadas de selección automática. A pesar del mayor esfuerzo necesario en
la fase de diseño, este enfoque permite un control más preciso sobre la relevancia
de las variables, ofreciendo interpretabilidad y una sólida base para su aplicación en
entornos industriales.

4.2.8. tsfresh

La librería tsfresh fue utilizada para extraer automáticamente un conjunto extenso
de variables a partir de las señales multivariadas. A diferencia de otros métodos eva-
luados en este trabajo, tsfresh permite trabajar directamente con series de longitud
variable, por lo que no fue necesario aplicar ningún tipo de interpolación o padding,
al igual que en el caso anterior.

El Cuadro 4.8 resume los principales tipos de características extraídas automática-
mente con la librería tsfresh a partir de las señales multivariadas. En este enfoque
se generan decenas o cientos de variables por canal, incluyendo estadísticos clásicos
y avanzados, características del dominio de la frecuencia y relaciones entre señales,
lo que resulta en un conjunto de entrada muy completo para tareas de clasificación.
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Figura 4.9: Importancia de características extraídas manualmente (promedio en vali-
dación cruzada)

Cuadro 4.8: Resumen de características extraídas automáticamente con tsfresh

Tipo de característica Descripción Cantidad típi-
ca

Estadísticas básicas Media, mediana, desviación, mínimo,
máximo, cuantiles, asimetría (skew),
curtosis, varianza, número de picos,
número de valores únicos, etc.

∼20–30 por ca-
nal

Frecuencia y autocorrela-
ción

Coeficientes del espectro de Fourier,
energía, autocorrelación, razón en-
tre frecuencias principales y secun-
darias, etc.

∼10 por canal

Características sobre ten-
dencia y cambios

Cambios de tendencia, número de
cambios de signo, longitud de seg-
mentos crecientes/disminuyentes,
cambios abruptos, burstiness, etc.

∼10 por canal

Relaciones entre señales Correlaciones y covarianzas entre di-
ferentes canales de la señal multiva-
riada

(
n
2

)

Total estimado 100–400+
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Rendimiento y estabilidad

El modelo entrenado sobre las características extraídas con tsfresh alcanzó una
puntuación perfecta en validación cruzada, tanto en términos de accuracy, balan-
ced accuracy y F1-score, con una estabilidad absoluta entre los distintos folds. Este
comportamiento se muestra en la Figura 4.10.

Figura 4.10: Métricas accuracy, balanced accuracy y F1-score ponderado en cada fold
en tsfresh

Separabilidad de clases

En este caso, para analizar visualmente la separabilidad inducida por las caracterís-
ticas extraídas, también se aplicó una reducción de dimensionalidad mediante t-SNE.
La Figura 4.11 muestra una clara segmentación entre ambas clases en la parte iz-
quierda, lo que confirma que el conjunto de atributos generados por tsfresh tiene
suficiente información discriminativa. Pero, como en el caso anterior (la Figura 4.8),
en la parte superior derecha de la imagen se observan clases mezcladas, ya que no
se emplean todas las dimensiones posibles en la visualización.

Características más discriminativas

El análisis de importancia de variables revela que la mayoría de las señales más re-
levantes están asociadas con la variable zero_harm_7, en especial estadísticos como
la mediana, la raíz cuadrada media y la varianza. También aparecen con alta pun-
tuación variables como zero_max_ampl y zero_harm_17, reforzando lo observado en
la exploración manual previa. La Figura 4.12 muestra un resumen de las 20 carac-
terísticas más influyentes.

Este enfoque ha demostrado ser particularmente eficaz y flexible. No solo proporciona
una excelente capacidad predictiva, sino que también permite interpretar de forma
directa qué señales son más relevantes, algo clave para facilitar su uso en entornos
industriales.
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Figura 4.11: Visualización t-SNE de las características generadas por tsfresh

4.2.9. MASS y Matrix Profile

Para esta comparación, se evaluaron cinco estrategias principales de extracción de
variables usando Matrix Profile y el algoritmo MASS, sin aplicar técnicas de igualación
de longitud. Cada estrategia produce una representación distinta para cada trayec-
to, basándose en la información multicanal y la relación entre los motivos (motifs)
extraídos de las señales.

Rendimiento comparativo

El Cuadro 4.9 presenta el resultado más alto alcanzado por cada estrategia y la
longitud de ventana (window size) óptima asociada.

Cuadro 4.9: Mejor resultado alcanzado por cada estrategia basada en MASS y Matrix
Profile.

Estrategia Window
size

Accuracy Precision Recall F1-score
pondera-
do

Variables por serie
temporal

10 0.864 0.943 0.633 0.748

Suma de variables 4 0.744 0.669 0.492 0.550
Análisis multivariado 10 0.736 0.647 0.536 0.569
Similitud con motivos
maestros

15 0.984 0.985 0.984 0.984

Motivos de consenso
por variable

17 0.992 0.993 0.992 0.992
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Figura 4.12: Importancia de características extraídas por tsfresh (promedio en vali-
dación cruzada)

Motivos maestros por clase (estrategia 4)

La Figura 4.13 muestra los motivos más representativos extraídos por clase usando la
estrategia de similitud con motivos maestros. En ambos casos se empleó una longitud
de ventana de 15. Las formas resultantes son altamente diferenciables entre clases,
especialmente por su crecimiento acelerado en los últimos puntos de la ventana, lo
que contribuye significativamente a la capacidad discriminativa de la técnica.

Motivos de consenso por variable (estrategia 5)

La Figura 4.14 representa los patrones de consenso más frecuentes por clase, genera-
dos sin necesidad de concatenar las series, utilizando una longitud de ventana de 17.
Esta estrategia alcanza el rendimiento más alto entre todas las variantes analizadas.
Las curvas detectadas son visualmente distintas entre clases.

Observaciones

Las dos últimas estrategias, basadas en la identificación explícita de motivos repre-
sentativos por clase, ofrecieron los mejores resultados del conjunto. El uso de moti-
vos maestros permitió capturar segmentos altamente discriminativos con bajo coste
computacional. Por otro lado, la estrategia de consenso sin concatenar aportó mayor
robustez y generalización, al evitar introducir dependencia artificial entre muestras.
La naturaleza visualmente distinta de los motivos por clase confirma la alta separa-
bilidad temporal entre patrones.

57



4.3. Flujo final

Figura 4.13: Motivos maestros extraídos en la estrategia 4 (similitud con motivos maes-
tros) para cada clase. Longitud de ventana: 15.

4.3. Flujo final

Tras analizar el rendimiento de diversos métodos de extracción de variables y clasi-
ficación, la empresa decidió consolidar un flujo de trabajo que combinara precisión
y viabilidad de implementación en un entorno de producción. Con este objetivo, se
diseñó un nuevo flujo final que incorpora los siguientes enfoques de extracción de
variables:

Shapelet Transform: Por su capacidad de identificar patrones discriminativos
locales en series temporales, lo cual resulta especialmente útil en señales mul-
tivariadas con dinámicas complejas pero repetitivas.

ROCKET: Debido a su rapidez, escalabilidad y excelente rendimiento sin reque-
rir una selección de parámetros intensiva.

tsfresh: Se mantiene como referencia por su robustez, automatización y la ri-
queza de sus descriptores estadísticos.

Los métodos Shapelet y ROCKET requieren series de longitud fija, por lo que en am-
bos casos se aplicó un esquema de interpolación lineal para estandarizar la longitud
de los viajes antes de la extracción de características. La interpolación, como hemos
visto en las pruebas anteriores, siempre ofrece el mejor resultado al no introducir
distorsiones significativas.

Ejecución del flujo y métricas generadas

En esta fase final del proyecto, los modelos anteriores son reentrenados con todo el
conjunto de datos etiquetado, y luego se despliegan para evaluar en tiempo real con
los nuevos datos descargados de Perseus (Sección 3.4). A diferencia de las etapas an-
teriores, no se realiza validación cruzada ni partición en conjuntos de entrenamiento
y prueba.

En este flujo final, se introduce una nueva variable n_samples, la cual define la
cantidad mínima de mediciones consecutivas necesarias para considerar que se ha
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Figura 4.14: Motivos de consenso extraídos en la estrategia 5 (motivos por variable
sin concatenar). Longitud de ventana: 17.

iniciado o finalizado un trayecto. Este parámetro es fundamental para adaptar el
sistema a condiciones reales, en las que las señales pueden fluctuar brevemente
sin que eso implique un verdadero inicio o fin de trayecto. Ajustar correctamente
n_samples permite:

Evitar la fragmentación de viajes por ruidos o interrupciones breves.

Asegurar que los datos procesados representen trayectos completos.

Reducir falsos positivos/negativos en la detección de eventos reales.

Cada vez que se detecta un trayecto completo, el sistema lo procesa y lo clasifica
usando el modelo almacenado. Como resultado, el flujo devuelve las siguientes mé-
tricas:

Total de predicciones: Número total de trayectos identificados y clasificados
por el sistema a lo largo del conjunto de datos.

Aciertos: Cantidad de trayectos clasificados correctamente según las etiquetas
oficiales asignadas por la empresa.

Indeterminados: Número de trayectos para los cuales no existe etiqueta cono-
cida. Estos no se consideran errores, sino casos en los que el modelo no puede
ser evaluado.

Precisión: Proporción de aciertos sobre el total de predicciones evaluables (es
decir, excluyendo los indeterminados). Esta métrica refleja la efectividad del cla-
sificador únicamente en los casos donde sí se dispone de etiqueta.

Duración promedio de clasificación: Tiempo medio que tarda el sistema en
clasificar un trayecto una vez completado. Es una medida del rendimiento compu-
tacional del flujo.

Clasificación más lenta: Tiempo máximo registrado para la clasificación de un
solo trayecto. Esta métrica es útil para evaluar la latencia en el peor de los casos.
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Registro de errores e indeterminados: Además de las métricas agregadas, se
genera un archivo CSV que contiene el timestamp de cada trayecto clasifica-
do como fallo (cuando la predicción no coincide con la etiqueta oficial) o como
indeterminado (sin etiqueta disponible). Este archivo incluye tanto la etiqueta
proporcionada por la empresa como la predicción del modelo, lo que facilita el
análisis cualitativo de los errores y casos dudosos para posibles ajustes futuros
del sistema.

A continuación se presentan los resultados obtenidos con cada uno de los enfoques
seleccionados, evaluando su rendimiento bajo distintas configuraciones de n_samples.

4.3.1. Resultados del flujo final

En esta sección se presentan los resultados obtenidos al ejecutar el flujo final con
los tres enfoques seleccionados: Shapelet Transform, ROCKET y tsfresh. Cada mo-
delo fue evaluado con distintas configuraciones del parámetro n_samples (2, 3 y 4),
el cual controla la sensibilidad en la detección de trayectos. Se analiza el impacto
de este parámetro en la precisión del sistema, la cantidad de indeterminados, y el
rendimiento computacional.

Shapelet Transform

Este último método obtuvo una precisión significativamente inferior al resto de mé-
todos, alrededor del 51 % en todas las configuraciones. A pesar de su bajo tiempo de
inferencia (por debajo de 0.05 s en promedio), la baja capacidad de discriminación
limita su aplicabilidad en este contexto.

n_samples=2: Precisión 51.26 %, duración promedio 0.0318 s y clasificación
más lenta: 0.8870 s.

n_samples=3: Precisión 51.21 %, duración promedio 0.0400 s y clasificación
más lenta: 1.6711 s.

n_samples=4: Precisión 51.13 %, duración promedio 0.0317 s y clasificación
más lenta: 1.1496 s.

ROCKET

El método ROCKET también mostró una precisión buena, aunque ligeramente in-
ferior a tsfresh, pero aún adecuada para aplicaciones prácticas. Su principal des-
ventaja fue el tiempo de clasificación: aproximadamente 3 segundos por trayecto en
promedio, lo que podría ser un factor limitante en entornos con restricciones de la-
tencia.

n_samples=2: Precisión 86.32 %, duración promedio 3.1868 s clasificación más
lenta: 6.6300 s.

n_samples=3: Precisión 85.96 %, duración promedio 3.1989 s clasificación más
lenta: 6.6287 s.

n_samples=4: Precisión 83.85 %, duración promedio 3.1741 s y clasificación
más lenta: 6.5643 s.
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tsfresh

Este enfoque mantuvo una precisión notablemente alta en todas las configuraciones
de n_samples, superando consistentemente el 93 %. El rendimiento computacional
fue estable y eficiente, con tiempos de clasificación promedio inferiores a 0.1 segun-
dos.

n_samples=2: Precisión 94.14 %, duración promedio 0.0994 s y clasificación
más lenta: 0.7158 s

n_samples=3: Precisión 93.77 %, duración promedio 0.0948 s y clasificación
más lenta: 0.5499 s.

n_samples=4: Precisión 94.01 %, duración promedio 0.0895 s y clasificación
más lenta: 0.5626 s.

Resumen y análisis comparativo

Mejor precisión: tsfresh se posiciona como el enfoque más preciso.

Mejor latencia: Shapelet Transform tiene los tiempos de clasificación más bajos,
pero su precisión es insuficiente.

Compromiso entre velocidad y precisión: ROCKET ofrece una buena precisión,
pero con un coste computacional elevado.

Efecto de n_samples: Reducir el umbral a 2 incrementa levemente la cantidad
de predicciones y mejora levemente la precisión, aunque también puede intro-
ducir ruido si no se gestiona adecuadamente.

Además de estas métricas, todos los modelos generaron archivos CSV con el times-
tamp de los trayectos clasificados como errores o indeterminados, junto con la eti-
queta esperada y la predicha. Estos archivos permiten un análisis detallado de los
fallos, útil para mejorar tanto el modelo como la estrategia de etiquetado de datos.

Tras una inspección de los archivos CSV generados, se observó que muchos de estos
trayectos indeterminados corresponden a dos situaciones recurrentes:

1. Viajes detectados por el algoritmo que no tienen etiqueta: El sistema detecta
trayectos que la empresa no ha registrado, posiblemente por la sensibilidad del
umbral que utilizan. En la Figura 4.15 se muestra un ejemplo. Podemos obser-
var que hay un pico de amplitud que no tiene activada ni la etiqueta act_right
ni la act_left.

2. Secuencia de dos trayectos contiguos en ascensores diferentes: En algunas
ocasiones, se registra una secuencia continua de eventos que corresponde a dos
viajes distintos, uno en el ascensor izquierdo y otro en el derecho, sin suficiente
separación temporal. En estos casos, el modelo lo detecta como un único trayec-
to, le asigna una clase, pero lo clasifica como indeterminado porque encuentra
ambas etiquetas en los datos de la empresa. En la Figura 4.16 se muestra un
ejemplo. En ella se aprecia cómo hay dos picos de amplitud seguidos sin que
llegue a bajar el umbral aplicado.

Una solución a este caso podría ser subir el valor de dicho umbral, pero en ese
caso detectaría los viajes de subida como dos viajes distintos ya que estos tienen
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Figura 4.15: Pico de amplitud detectado como viaje sin etiqueta de la empresa

una forma particular. En la Figura 4.17 se muestra una representación de este
tipo de trayectos. Como se observa en el centro del trayecto la amplitud baja
casi al nivel de reposo por lo que el umbral debe ser mayor a dicha amplitud.

Estos resultados sugieren que los casos indeterminados no deben interpretarse ne-
cesariamente como fallos del sistema, sino como oportunidades para mejorar el eti-
quetado original y adaptar el flujo a escenarios complejos del entorno real.

En el caso de los errores, posiblemente se deban a una combinación de factores. Las
causas pueden estar relacionadas con la limitada cantidad de datos de entrenamien-
to disponibles, como con el hecho de que todas las muestras utilizadas para entrenar
el modelo provenían del mismo día. Esto puede haber generado un sesgo en la distri-
bución temporal de las señales, haciendo que el modelo no generalice bien a patrones
que aparecen en días distintos o en contextos operativos ligeramente diferentes. Esta
observación refuerza la necesidad de ampliar y diversificar el conjunto de datos para
futuras iteraciones del sistema.
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Figura 4.16: Viajes superpuestos, no llega a terminar uno y ya empieza otro

Figura 4.17: Ejemplo viaje de subida
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Capítulo 5

Conclusiones y trabajo futuro

5.1. Conclusiones

Este Trabajo Fin de Máster se ha centrado en el desarrollo de un sistema de clasifica-
ción supervisada para identificar cuál de los dos ascensores del aeropuerto de Bilbao
está en funcionamiento, a partir de señales eléctricas y sin acceso directo a sensores
individuales. El objetivo principal ha sido abordar un problema real de monitoriza-
ción industrial utilizando técnicas avanzadas de clasificación de series temporales
multivariadas.

Uno de los aspectos más importantes del proyecto ha sido entender que los desafíos
no estaban únicamente en la fase de modelado, sino también en todo el proceso de
tratamiento de los datos. Desde el preprocesamiento de las señales hasta la extrac-
ción y selección de variables, cada paso ha influido de forma directa en el rendimiento
de las soluciones propuestas. La naturaleza ruidosa, desbalanceada y no etiquetada
originalmente de los datos ha exigido una aproximación cuidadosa.

En cuanto a la metodología, al hacerse una evaluación comparativa de distintas fa-
milias de modelos, se ha permitido analizar no solo la precisión de cada técnica, sino
también su capacidad de generalización, escalabilidad y robustez frente al ruido.

A lo largo del proceso, se ha puesto de manifiesto que no existe un único mode-
lo óptimo universal, sino que el rendimiento depende en gran medida de cómo se
representen los datos y del equilibrio entre complejidad, interpretabilidad y coste
computacional que se desee. Algunos modelos con alta precisión no resultaban prác-
ticos para un entorno de producción, mientras que otros, más simples, ofrecían una
relación coste-beneficio más adecuada. Esta observación refuerza la importancia de
evaluar los modelos dentro del contexto de uso específico, más allá de métricas es-
tándar.

El análisis con técnicas de extracción de características, tanto manual como auto-
mática, ha demostrado ser especialmente valioso en este caso, permitiendo traducir
señales de bajo nivel en descriptores informativos que mejoran la discriminación en-
tre trayectos. Esta fase ha contribuido también a la interpretabilidad del sistema, algo
importante en contextos industriales, aunque no necesaria en nuestro caso, donde
se requiere trazabilidad en las decisiones del modelo.

En definitiva, este trabajo ha evidenciado que el aprendizaje automático aplicado a
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sistemas industriales requiere una visión global que va más allá del algoritmo. Re-
quiere entender el dominio del problema, trabajar con datos imperfectos y tomar de-
cisiones técnicas basadas en limitaciones reales. Lejos de limitarse a la clasificación
de ascensores, el proyecto representa un trabajo completo de revisión de técnicas de
clasificación de series temporales, de diseño, validación y análisis crítico de solucio-
nes de inteligencia artificial en un entorno aplicado. La integración de herramientas
como Matrix Profile ha ampliado además el alcance del trabajo hacia enfoques no
supervisados, exploratorios y escalables, con potencial más allá de la clasificación
directa.

5.2. Trabajo futuro

A partir de los resultados y aprendizajes obtenidos en este trabajo, se identifican
varias líneas de desarrollo futuro que permitirían ampliar y mejorar el sistema actual,
tanto desde el punto de vista técnico como en su aplicabilidad práctica:

Detección automática de trayectos: Actualmente, el sistema parte de una seg-
mentación de los trayectos por un umbral. Un siguiente paso sería desarrollar
un modelo capaz de detectar automáticamente el inicio y final de un viaje direc-
tamente desde la señal eléctrica, utilizando técnicas de detección de eventos o
ventanas deslizantes con umbrales aprendidos.

Aumento y diversificación del conjunto de datos: Una limitación importan-
te ha sido la disponibilidad de datos etiquetados. Disponer de un mayor volu-
men de datos, en diferentes condiciones (horarios, carga, mantenimiento, etc.),
permitiría entrenar modelos más robustos y generalizables, así como explorar
estrategias de validación más amplias.

Aplicación de modelos de aprendizaje profundo: Aunque en este trabajo se
han utilizado principalmente técnicas tradicionales y transformaciones esta-
dísticas por restricciones del entorno, sería interesante, en una fase posterior,
evaluar el rendimiento de arquitecturas basadas en aprendizaje profundo, co-
mo redes convolucionales unidimensionales (1D-CNN), Long Short-Term Memory
(LSTM) o Transformers especializados en series temporales multivariadas.

Generalización a otros dispositivos o contextos industriales: El enfoque
planteado podría ser adaptable a otras tareas de clasificación de dispositivos
que comparten una misma fuente de señal (motores, bombas) así como a luga-
res distintos del aeropuerto. Evaluar su transferibilidad y escalabilidad en otros
contextos permitiría validar su utilidad más allá del caso concreto.

Integración con sistemas de mantenimiento predictivo: Una línea de trabajo
interesante sería aprovechar el modelo para analizar desviaciones en los patro-
nes habituales de funcionamiento de los ascensores, lo cual podría servir como
base para un sistema de detección temprana de anomalías o mantenimiento
predictivo.

Despliegue en tiempo real: Otro paso interesante sería implementar el modelo
en un sistema de monitorización en vivo. Esto implicaría revisar la eficiencia
y latencia del pipeline, y hacer ajustes para que funcione de forma robusta en
producción.
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Ampliación del uso de Matrix Profile: Continuar explorando el potencial del
Matrix Profile como herramienta para identificar patrones recurrentes en las
señales. Por ejemplo, extender la detección a más clases (diferenciando entre
trayectos de subida y bajada por ascensor, ya que la forma de la señal varia sig-
nificativamente) o investigar técnicas de normalización temporal y estiramiento
de trayectos. Esto permitiría detectar motivos similares aunque los viajes ten-
gan longitudes distintas, mejorando la capacidad del sistema para encontrar
patrones comunes bajo variaciones de duración.

Este trabajo establece una base sólida para continuar evolucionando el sistema, tanto
en capacidades técnicas como en su adaptación a nuevos entornos industriales.
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