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Resumen

Durante los últimos años se ha incrementado la aplicación de tecnoloǵıas
computacionales, basadas en la mineŕıa de datos y el aprendizaje automático
en diferentes áreas como la bioloǵıa o la medicina. Un ejemplo es la aplica-
ción de diferentes técnicas de la inteligencia artificial en un problema médico
complejo como es la infertilidad en la pareja a través de sistemas de apoyo
en los tratamientos de fertilización in-vitro. Actualmente, la infertilidad es un
problema social que afecta a personas en todo el mundo, sin embargo su tra-
tamiento vaŕıa de un páıs a otro, ya que cada cĺınica de reproducción asistida
está sujeta a la legislación de cada páıs. Situación que genera la falta de ho-
mogeneidad en los protocolos y tratamientos médicos existentes para tratarla.
En particular, el proceso de la selección embrionaria, es una de las fuentes de
mayor subjetividad e incertidumbre en el tratamiento de reproducción asisti-
da, ya que actualmente la selección embrionaria depende completamente de
la formación y experiencia del embriólogo.

Debido a la incertidumbre inherente en la selección embrionaria en tra-
tamientos de reproducción asistida en esta tesis se propone la adaptación
de los clasificadores Bayesianos como soporte a la decisión del experto en la
tarea de la selección embrionaria en tratamientos de reproducción asistida,
combinando la experiencia del embriólogo y la información relacionada con
la caracterización morfológica del embrión aśı como la información cĺınica de
la paciente y del tratamiento. Por medio del proceso de la selección de un
subconjunto de variables para la inducción de algunos de los clasificadores
Bayesianos se exploró la confiabilidad de los clasificadores relacionando las
variables seleccionadas con el criterio aplicado por el experto en el proceso de
la selección embrionaria. Se amplió la información disponible hasta ahora de
los tratamientos de reproducción humana asistida con medidas extráıdas de
la imagen del embrión entre ellas la medición del grosor de la membrana de la
zona pelúcida. En esta tesis se aporta la medición automática del grosor de la
membrana de la zona pelúcida para mejorar la precisión de los clasificadores
Bayesianos en el desarrollo de un sistema de apoyo a la decisión del experto
en el problema de la selección embrionaria.

Las aportaciones de esta disertación abarcan la inducción de clasificadores
Bayesianos, la propuesta de un multi-clasificador basado en el esquema cono-
cido como stacked-generalization adaptado al dominio continuo, la adaptación
de los clasificadores Bayesianos con un aprendizaje sensible al coste y la me-
jora de la precisión de los clasificadores Bayesianos, por medio de procesos de
selección de variables.
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Abstract

In the recent years the use of computational technologies based on data
mining and automatic learning techniques have been extensively applied to
different disciplines such as biology and medicine. In those domains the appli-
cation of artificial intelligence as well as data mining techniques can be helpful
to build decision-support systems. As an example of this, we have the case of
applying artificial intelligent techniques into the complex medical problem of
infertility for in vitro fertilization treatment, to improve the decisions to be
made by embryologists and practitioners.

Infertility is nowadays considered an important social problem that has
been subject of special interest by medical doctors and biologists. Due to et-
hical reasons, different legislative regulations apply in each country regarding
human assisted reproduction techniques such as in-vitro fertilization, which
leads to different protocols and treatments. An essential problem in human
assisted reproduction is the selection of suitable embryos to transfer in a
patient. Given the uncertainty of the treatment, this thesis proposes an inte-
lligent decision support system based on supervised classification by Bayesian
classifiers that proves to provide a more accurate selection than nowadays
procedures. Current treatments rely fully on the expertise and experience of
embryologists to select the most promising embryos that will form the batch
to be transferred to the woman’s uterus.

We propose to take into consideration a reduced subset of feature variables
representing embryo morphology and clinical data of patients, and from this
information to induce Bayesian classification models. Results obtained appl-
ying the wrapper and filter techniques to choose the subset of variables, as well
as the performance of Bayesian classifiers applied to this problem, are presen-
ted. In order to improve the performance of Bayesian classifiers, we propose
a system to automatically measure zona pellucida thickness variation, and to
add this information to the Bayesian classifier. This is a potentially reliable
parameter to evaluate the ability of embryo hatching and, it is directly related
with the implantation rate.

In this dissertation we introduce a new multi-classification system using
Gaussian networks to combine the outputs (probability distributions) of stan-
dard machine learning classification algorithms. Our method considers these
outputs as inputs for a superior-level and to apply a stacking scheme to pro-
vide a meta-level classification result.

The contributions presented in this thesis cover Bayesian classifiers induc-
tion, the new Gaussian-stacking multi-classifier, the adaptation of Bayesian
classifiers to sensible cost learning and the improvement of Bayesian classifiers
by feature subset selection algorithms.
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Laburpena

Azken urtetan teknologia konputazionalen aplikazioak asko zabaldu di-
ra, hauen artean datu-meatzaritza eta ikasketa automatikoa erabiltzea biolo-
gia edo medikuntza bezalako arlotan. Honen adibidea da adimen artifizialeko
teknika desberdinen aplikazioa in-vitro ernaltze tratamenduen arazo mediku
konplexuan.

Gaur egun ernalezintasuna mundu guztian arazo soziala bihurtu da, baina
honen tratamendua asko aldatzen da estatu batetik bestera, klinika bakoitza
bere menpeko legislazioaren berezitasunei egokitu behar delako. Egoera honek
tratamendu eta protokolo medikoen homogeneizatzeko ezintasuna sortarazten
du. Bereziki, enbrioiak aukeratzeko prozedura da tratamendu hauetan sub-
jektibotasun eta ziurgabetasun iturri nagusienetarikoa, gaur egun enbrioien
aukeraketa enbriologoen prestakuntza eta esperientziaren guztiz menpekoa
baita.

Lagunduriko ugalketa tratamenduen ziurgabetasuna murrizteko asmoz, te-
si honetan sailkatzaile Bayesiarren erabilpena proposatzen da adituaren eraba-
kiaren euskarri gisa, horrela elkarrekin konbinatua ahal izateko enbriologoaren
esperientzia, enbrioiaren ezaugarri morfologikoen karakterizazio-informazioa,
eta bikote nahiz tratamenduaren informazio klinikoa. Sailkatzaile Bayesiar
batzuen indukzioaren ondorioz aldagaien azpimultzo bat aukeratu eta gero,
sailkatzaile hauen fidagarritasuna aztertu da aukeratutako aldagaiak enbrio-
logo adituek erabiltzen dituzten parametroekin alderatuz. Honez gain, tesi
honetan lagunduriko ugalketan orain arte erabiltzen den informazioa zabal-
du da enbrioien irudietatik ateratako neurriak erabiliz, hots zona pellucida
deritzon mintzaren zabaleraren neurri zehatzen bidez. Horretarako, mintz ho-
nen neurketa automatikoa egin ahal izateko mekanismoa proposatzen da tesi
honetan, sailkatzaile Bayesiarren erabakigarritasuna hobetzeko asmoz.

Lan honen ekarpen nagusienak oso zabalak badira ere, ondokoak azpima-
rratu daitezke: sailkatzaile Bayesiarren indukzioa, stacked-generalization eske-
man oinarritutako multi-sailkatzale baten proposamena balio-barruti jarraira
aplikatu ahal izateko, sailkatzaile Bayesiarren adaptazioa ikasketan kostua-
ren menpekotasuna ezarriz, eta sailkatzaile Bayesiarren eraginkortasunaren
hobekuntza aldagaien aukeraketa prozedurak erabiliz.
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Introducción

Durante los últimos años en diferentes áreas como la bioloǵıa o la medici-
na, se ha incrementado la aplicación de tecnoloǵıas computacionales, basadas
en la mineŕıa de datos y el aprendizaje automático entre otras áreas de cono-
cimiento de la inteligencia artificial. En el caso de la medicina se han aplicado
diferentes técnicas de la inteligencia artificial en el diagnóstico, monitorización
de pacientes, diseño de tratamientos, elaboración de aplicaciones de enseñanza
asistida por ordenador aśı como sistemas de apoyo a la toma de decisiones.

En el amplio campo de las ciencias médicas y entre los diferentes problemas
médicos con ı́ndole social se encuentra el problema de infertilidad en la pareja.
La infertilidad se ha considerado un problema complejo y durante décadas ha
generado un interés especial tanto en médicos como biólogos desarrollándo-
se aśı un amplio campo de investigación. Principalmente, las investigaciones
tienden a plantear nuevos tratamientos y procedimientos de reproducción hu-
mana asistida, aśı como la aplicación de nuevas tecnoloǵıas y la integración
de la inteligencia artificial. En este sentido, desde la década de los 70’s don-
de [Steptoe y Edwards, 1978,Edwards y col., 1980] culminaron diez años de
trabajo con el nacimiento del primer niño producto del tratamiento de fertili-
zación in-vitro, las investigaciones en tratamientos y técnicas de reproducción
humana asistida se han combinado para incrementar las tasas de implantación
y nacimientos considerando el bienestar y el cuidado de las pacientes y a su
vez disminuyendo la tasa de embarazos múltiples.

Debido a la complejidad del problema de infertilidad en diferentes cĺınicas
del mundo se aplican diversos procedimientos y tratamientos cĺınicos para
tratarla. Sin embargo, los tratamientos de reproducción asistida en general
constan de varias fases como son: la valoración del médico, la determinación
del tipo de infertilidad, el tratamiento para estimular la ovulación, aśı como
la elección de la técnica de reproducción asistida para la fertilización.

Existen varios aspectos a considerar para alcanzar el éxito del tratamiento
de reproducción asistida en la etapa posterior a la fertilización. Entre ellos se
encuentra la formación y criterio del embriólogo para la observación, evalua-
ción y catalogación de los cigotos y embriones, aśı como la selección de los
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embriones y la elección entre los más prometedores (conjunto de embriones
con el mayor potencial para su desarrollo e implantación en el útero materno).

Los sistemas inteligentes aplicados en los procesos del tratamiento de re-
producción asistida, permiten combinar el conocimiento de los expertos aśı co-
mo las técnicas de aprendizaje automático y mineŕıa de datos. En esta tesis se
propone la adaptación de los clasificadores Bayesianos ampliamente utilizados
en la literatura al problema de la selección embrionaria en tratamientos de
reproducción asistida tratando de optimizar los resultados de predecir si un
tratamiento será o no exitoso como apoyo a la decisión del embriólogo.

Una de las caracteŕısticas de los clasificadores Bayesianos es su intuitiva
representación gráfica, la cual permite al experto la visualización de la relación
entre las variables del dominio del problema y las probabilidades marginales
y condicionales del modelo para una mejor comprensión de la incertidumbre
inherente al mismo. Como resultado del proceso de clasificación se provee
la distribución de probabilidad de la variable clase. Estas caracteŕısticas de
los clasificadores Bayesianos resultan interesantes para el grupo de médicos y
biólogos.

En esta tesis se propone un nuevo multi-clasificador basado en redes Gaus-
sianas condicionales basado en el conocido paradigma stacked generalization
introducido en [Wolpert, 1992].

En la literatura se encuentran diferentes adaptaciones del paradigma sta-
cked, en las cuales se han aplicando como meta-clasificador algoritmos como
vecinos más cercanos, regresión lineal multi respuesta, árboles de decisión,
multi respuesta basada en árboles de decisión, todos ellos descritos en la
Sección 4.4. Sin embargo, en todos estos multi-clasificadores es necesario la
discretización previa de los datos para ser aplicados como entrada del meta-
clasificador. En contraste, la aplicación de un meta-clasificador basado en
redes condicionales Gaussianas permite el manejo de datos continuos como
discretos, con lo cual las distribuciones de probabilidad de las clases, produc-
to de la predicción de los clasificadores a combinar en un nivel anterior, no
necesitan la discretización de los datos, evitando aśı la pérdida de información
que este proceso conlleva.

Una de las aplicaciones potenciales de la investigación realizada en esta
tesis es aplicar la metodoloǵıa en base a las redes Bayesianas, en el desarrollo
de un sistema de apoyo para la formación de nuevos expertos, con el objetivo
de estandarizar su criterio en el proceso de evaluación y selección embriona-
ria aśı como la disminución de la incertidumbre acerca de la viabilidad de
implantación de los embriones transferidos en tratamientos de reproducción
asistida. La incertidumbre inherente al problema de la selección embrionaria
en gran medida es generada por la falta de la homogeneidad del criterio de
los embriólogos en la evaluación y selección embrionaria aśı como por la fal-
ta de un sistema de apoyo a la decisión en el proceso crucial de la selección
embrionaria.

A continuación se describen los objetivos que se han planteado para el
desarrollo de esta tesis.
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1.1. Objetivos

Los trabajos que se llevan a cabo en esta tesis se enmarcan dentro de
dos grandes áreas de conocimiento: el aprendizaje automático por medio de
la clasificación supervisada y la biomedicina, concretamente en la selección
embrionaria en tratamientos de reproducción asistida. El proyecto pretende
como objetivo general estudiar emṕıricamente y proponer nuevos métodos de
las aproximaciones de clasificadores basados en redes Bayesianas aplicados al
problema de selección embrionaria en tratamientos de fertilización in-vitro.

Los principales objetivos que se han considerado en el desarrollo de este
trabajo se describen a continuación:

Desarrollar un multi-clasificador basado en redes Gaussianas condicionales
basado en el conocido paradigma stacked generalization (Caṕıtulo 4).
Adaptar el problema de la selección embrionaria como problema de clasi-
ficación supervisada (Caṕıtulo 5).
Medición del grosor de la membrana de la zona pelúcida para mejorar la
precisión de los clasificadores Bayesianos en el problema de la selección
embrionaria (Caṕıtulo 5).
Adaptar el multi-clasificador propuesto al problema de la selección em-
brionaria (Caṕıtulo 6).
Adaptar los paradigmas clásicos de clasificadores Bayesianos con un apren-
dizaje sensible al coste del error (Caṕıtulo 7).
Emular el conocimiento del experto por medio del clasificador naive Bayes
en base a la lista de variables predictoras seleccionadas por el proceso de
selección de variables (Caṕıtulo 8).
Adaptar los clasificadores Bayesianos al problema de la selección embrio-
naria (Caṕıtulos 7, 8 y 9).
Aplicar el proceso de selección de un subconjunto de variables predictoras
para la inducción de los clasificadores Bayesianos, en la selección embriona-
ria de un conjunto de embriones en base a sus caracteŕısticas morfológicas
evaluadas por el embriólogo aśı como los datos cĺınicos de la paciente y del
tratamiento de fertilización in-vitro (Caṕıtulos 8 y 9).
Relacionar la lista de variables predictoras seleccionadas para la inducción
de los diferentes clasificadores Bayesianos con el criterio de los expertos en
el procedimiento de selección embrionaria y el tratamiento de fertilización
in-vitro (Caṕıtulos 8 y 9).

1.1.1. Objetivos relacionados con diferentes técnicas aplicadas
para la mejora de resultados

Con el propósito de mejorar la precisión de los clasificadores Bayesianos
se propuso enriquecer la información acerca de la morfoloǵıa del embrión. En
particular la medida de variación del grosor de la membrana que rodea al
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embrión, llamada zona pelúcida, es considerada una de las principales carac-
teŕısticas para predecir la viabilidad de implantación del mismo. Para ello se
definieron los siguientes objetivos, todos ellos realizados en el Caṕıtulo 9:

Aplicación de contornos activos para la segmentación automática y medi-
ción de la variación del grosor de la zona pelúcida.
Caracterización de la morfoloǵıa del embrión a partir de la imagen.
Verificación de que la información extráıda de la imagen del embrión me-
jora la tarea de clasificación.

1.2. Organización de la tesis

La organización de la tesis se estructura en seis partes con un total de diez
caṕıtulos y tres apéndices de la siguiente forma:

En la primera parte, Caṕıtulo 1, se hace una introducción general a la
tesis y a los principales objetivos considerados en esta disertación aśı como
las publicaciones realizadas.

La segunda parte, consta de tres caṕıtulos en los cuales se introduce el pro-
blema de la clasificación supervisada, los clasificadores Bayesianos clásicos y la
propuesta del multi-clasificador basado en el esquema stacked generalization
aplicando redes condicionales Gaussianas como meta-clasificador, denomina-
do Gaussian-stacking. El Caṕıtulo 2 introduce de forma general el aprendizaje
con clasificación supervisada y los conceptos necesarios para aplicar diferen-
tes paradigmas de clasificación y se introduce el proceso de la selección de un
subconjunto de variables. El Caṕıtulo 3 introduce los clasificadores Bayesianos
clásicos aśı como las adaptaciones de los clasificadores Bayesianos con enfo-
ques wrapper y filter. También se hace una revisión del estado del arte de la
clasificación supervisada con clasificadores Bayesianos adaptados al dominio
continuo. El Caṕıtulo 4 presenta una introducción general a los sistemas de
combinación de clasificadores e introduce una descripción del estado del arte
de los multi-clasificadores basados en el esquema conocido como stacked gene-
ralization. Se describe el multi-clasificador propuesto en esta tesis, basado en
el esquema del stacked utilizando redes condicionales Gaussianas en el nivel de
meta-aprendizaje aśı como algunos de los paradigmas de clasificación super-
visada ampliamente utilizados en la literatura, los cuales fueron seleccionados
como clasificadores-base para la construcción del multi-clasificador.

La tercera parte, Caṕıtulo 5, introduce el problema de estudio de esta te-
sis, la selección embrionaria en tratamientos de fertilización in-vitro. Se hace
una revisión del estado del arte de las técnicas de inteligencia artificial apli-
cadas al problema de selección embrionaria en tratamientos de fertilización
in-vitro, aśı como relacionados con los tratamientos de reproducción asistida.
Se plantea el problema de la selección embrionaria en tratamientos de repro-
ducción humana asistida como un problema de clasificación supervisada. En
este caṕıtulo se describe la técnica de contornos activos aplicada a la segmen-
tación de la membrana de la zona pelúcida aśı como el método propuesto para
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la medición automática del grosor de la zona pelúcida a partir de la imagen
del embrión.

La cuarta parte consta de cuatro caṕıtulos en los cuales se presentan las
aportaciones de esta tesis al problema de la selección embrionaria desde el
campo de la clasificación supervisada por medio de redes Bayesianas, aśı como
la validación del multi-clasificador Gaussian-stacking.

El Caṕıtulo 6 describe los experimentos realizados para la validación del
multi-clasificador Gaussian-stacking propuesto en esta tesis. Se introduce la
adaptación del multi-clasificador basado en el esquema de pila (stacked), apli-
cando como meta-clasificador un clasificador Bayesiano adaptado al dominio
continuo, para predecir el éxito del tratamiento de reproducción asistida a
partir de las distribuciones de probabilidad de diferentes paradigmas de cla-
sificación supervisada. Este proceso se efectúa en base a la catalogación y
caracterización de los embriones hecha por el experto, aśı como la informa-
ción cĺınica.

El Caṕıtulo 7 muestra los resultados obtenidos a partir de la adaptación
del aprendizaje sensible al coste del error de los clasificadores Bayesianos para
la selección del embrión más apto para su transferencia en tratamientos de
fecundación in-vitro, en base a la caracterización morfológica del embrión a
partir de la imagen.

El Caṕıtulo 8 presenta los resultados obtenidos de la adaptación de los
clasificadores basados en redes Bayesianas al problema de la selección em-
brionaria. Se muestra una serie de variables, extráıdas mediante diferentes
procesos de selección de un subconjunto de variables, aplicados para la induc-
ción de los clasificadores Bayesianos.

El Caṕıtulo 9 describe dos estudios enfocados a la selección de un conjunto
de tres embriones para su transferencia en tratamientos de fertilización in-
vitro. El primer estudio se plantea como control para medir la mejora de
la predicción del tratamiento de reproducción asistida en base a mejorar el
proceso de la selección de variables y por ende la tarea de clasificación a partir
de la información relacionada con las caracteŕısticas morfológicas del embrión
extráıdas de la imagen.

La quinta parte, Caṕıtulo 10 describe las aportaciones metodológicas desa-
rrolladas en esta tesis aśı como las relacionadas con el problema de la selección
embrionaria en tratamientos de reproducción humana asistida y las conclu-
siones. Finalmente se describe brevemente las ĺıneas futuras de trabajo.

La última parte contiene tres apéndices con información adicional de las
técnicas aplicadas para la mejora de los resultados de la tarea de clasificación
supervisada de los clasificadores Bayesianos en el problema de la selección
embrionaria en tratamientos de fertilización in-vitro.

Apéndice A describe las etapas anteriores a la segmentación automática
por medio de los contornos activos.

Apéndice B introduce una serie de medidas para la caracterización de la
textura de las estructuras morfológicas del embrión a partir de la imagen
calculadas en base a la matriz de co-ocurrencia.
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Apéndice C introduce los momentos centrales para la caracterización de
la forma de las estructuras morfológicas del embrión a partir de la imagen.

1.3. Publicaciones

Como resultado de esta tesis se obtuvieron las siguientes publicaciones en
el ámbito internacional y una de ellas en el nacional:

D.A. Morales, E. Bengoetxea, P. Larrañaga, M. Garćıa, Y. Franco, M.
Fresnada, M. Merino. (2008). Bayesian classification for the selection of
in-vitro human embryos using morphological and clinical data. Computer
Methods and Programs in Biomedicine, 90, 104-116.
D.A. Morales, E. Bengoetxea, P. Larrañaga. Selection of human embr-
yos for transfer by Bayesian classifiers.(2008). Computers in Biology and
Medicine, 38 (11-12), 1177-1186.
D.A. Morales, E. Bengoetxea, P. Larrañaga. Combining multi-classifiers
with Gaussian network for selection of in-vitro human embryos using morp-
hological and clinical data. Data Mining and Medical Knowledge Mana-
gement: Cases and Applications, 307-331. P. Berka, J. Rauch, D. Zighed
(eds.). IGI Global Inc. In press.
D.A. Morales, E. Bengoetxea, P. Larrañaga. Automatic segmentation of
zona pellucida in human embryo images applying an active contour model.
Medical Image Understanding and Analysis 2008. J. Hoey and S. McKenna
(eds.), pp. 209-213. Dundee, Scotland.
D.A. Morales, E. Bengoetxea, P. Larrañaga, M. Garćıa, Y. Franco-
Iriarte, M. Fresnada, M. Merino. (2007). Selection of human embryos
in IVF by Bayesian classifiers. CEDI 2007, II Simposio de Inteligencia
Computacional (SICO 2007), pp. 251-260. Spain.
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Introducción a la clasificación supervisada

2.1. Introducción

En el amplio campo de conocimiento de la inteligencia artificial se encuen-
tran las áreas del aprendizaje automático y de la mineŕıa de datos, las cuales
incluyen el área de clasificación. Las técnicas comprendidas en este campo han
sido aplicadas ampliamente en medicina, biomédica, bioinformática y visión
por computador, entre otros.

El área de la clasificación se divide en clasificación supervisada y clasifica-
ción no supervisada. La clasificación no supervisada consiste en el descubri-
miento subyacente a un modelo de clasificación dado un conjunto de datos.
La clasificación supervisada consiste en construir un modelo de clasificación
a partir de un conjunto de datos de entrenamiento etiquetado previamente
con un número de clases r ya conocidas, que sea capaz de generalizarlos y
clasificar correctamente nuevas instancias.

En este caṕıtulo se presenta el problema de la clasificación supervisada
aśı como algunos conceptos necesarios para su aplicación.

2.2. Problema de clasificación supervisada

En la clasificación supervisada se aplican modelos o algoritmos capaces
de aprender a partir de un conjunto de instancias o casos denotados por
x = (x1, x2, . . . , xn) ∈ Rn. Cada instancia es un vector de caracteŕısticas eti-
quetado con una variable clase C. La clase real es denotada por ci ∈ C donde
Ωc = {c1, c2, . . . , cr} denota todos los posibles valores de la clase. Formalmen-
te el problema de clasificación supervisada consiste en asignar un valor del
conjunto de la variable clase C a una nueva instancia x = (x1, x2, . . . , xn).
Un clasificador puede verse como una función, γ, la cual asigna la etiqueta
correspondiente a cada una de las instancias:

γ : (x1, x2, . . . , xn) → {c1, c2, . . . , cr} (2.1)
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Cada problema de clasificación tiene asociado una matriz de coste del
error generado en la clasificación cost(k, c), donde c es la clase real y k es la
clase estimada por el clasificador. En el caso de que el coste del error k sea
siempre el mismo se dice que tenemos una función de coste simétrica 0/1. Esta
función de coste ha sido ampliamente utilizada en clasificación y se define de
la siguiente manera:

cost(k, c) =
{

0 si k = c
1 en otro caso (2.2)

Uno de los objetivos en la clasificación supervisada es diseñar un clasifica-
dor que discrimine las clases excluyentes y minimice el error total de clasifi-
cación por medio de una función de coste. Un estimador p(c|x) que minimice
el error total en base a una función de coste definida como:

γ(x) = arg mı́n
k

r∑
c=1

cost(k, c)p(c|x) (2.3)

asigna a una nueva instancia x = (x1, x2, . . . , xn) la clase c con el coste total
mı́nimo.

Existen diferentes paradigmas de clasificación como son los árboles de deci-
sión, redes neuronales, las máquinas de soporte vectorial, tabla de decisiones,
vecinos más cercanos y redes Bayesianas entre otros. En el caso particular
de los clasificadores Bayesianos, de acuerdo con [Duda y Hart, 1973] estos
minimizan el error total teniendo en cuenta la distribución de probabilidad
conjunta, la cual es calculada a priori a partir del conjunto inicial de datos:

p(c, x1, . . . , xn) = p(c|x1, . . . , xn)p(x1, . . . , xn) (2.4)

Dada la distribución de probabilidad y la ecuación de coste del error (2.3), las
redes Bayesianas que minimizan el error total de clasificación están definidas
de la siguiente forma:

γ(x) = arg mı́n
k

r∑
c=1

cost(k, c)p(c|x1, . . . , xn) (2.5)

En el caso particular de la función de coste simétrica 0/1, el clasificador
Bayasiano asigna un valor de la clase C con el valor máximo a posteriori dada
una instancia, a partir de la siguiente función:

γ(x) = arg máx
c

p(c|x1, . . . , xn) = arg máx
c

p(c, x1, . . . , xn) (2.6)
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En problemas donde los costes del error en la clasificación son diferentes,
la probabilidad a posteriori es comparada con un valor del umbral τ para
predecir el valor de la clase x. Usualmente se escoge un valor del umbral
τ que minimice el coste del error [Maloof, 2003], por medio de la siguiente
función de clasificación:

γ(x) = c ⇔ p(C = c|x) > τ (2.7)

Uno de los métodos de aprendizaje sensible al coste del error es variando
los valores del umbral de decisión τ . [Breiman y col., 1984] establecen que
variar el umbral de decisión τ es similar a variar la probabilidad a priori de la
clase en cada conjunto de entrenamiento o el coste de error. [Duda y col., 2001]
demuestran que el aprendizaje sensible al coste del error, variando el umbral
de decisión, minimiza la tasa de error de Bayes, definida por la intersección
entre las dos distribuciones de probabilidad de la clase. En el Caṕıtulo 7 se
adaptaron los clasificadores Bayesianos con un aprendizaje sensible al coste
del error, los cuales fueron aplicados para la selección del embrión más viable
para su transferencia en tratamientos de fertilización in-vitro.

En particular en el problema de la selección de un conjunto de embriones el
efecto del coste del error podŕıa ser considerado diferente en la predicción del
tratamiento con la implantación de dos o tres embriones, si se tiene en cuenta
que las consecuencias de los embarazos multiples representa un riesgo para la
paciente. En el caso de la selección embrionaria el costo de un falso positivo (un
embrión no prometedor es clasificado erróneamente provocando la ausencia de
embarazo) es más alto que el de un falso negativo (un embrión prometedor es
descartado). No obstante, como admiten los embriólogos, no existe una manera
comúnmente aceptada para estimar el coste de cada uno de estos errores y es
por esta razón que en esta tesis no fue posible contar con una matriz de coste
del error y se decidió no utilizar una cualquiera ya que esto afecta directamente
el aprendizaje de los clasificadores. El Caṕıtulo 5 describe el problema de la
selección embrionaria en tratamientos de reproducción asistida aśı como el
planteamiento de la selección de un conjunto de embriones como un problema
de clasificación supervisada.

Los paradigmas de clasificación pueden ser inducidos de dos formas de-
pendiendo de la distribución de los datos a aprender: aprendizaje generativo
o discriminativo [Dawid, 1976,Rubinstein y Hastie, 1997].

Los modelos generativos aprenden el modelo de la probabilidad conjunta de
las variables predictoras X = (X1, . . . , Xn) y la variable clase C. A continua-
ción el clasificador predice la clase de una nueva instancia x = (x1, x2, . . . , xn)
usando la regla de Bayes para calcular la probabilidad a posteriori de la va-
riable clase dados los valores de las variables predictoras P (c|x).

En los modelos generativos se obtienen los parámetros del modelo mediante
el aprendizaje de la distribución de probabilidad conjunta, P (c, x), los cuales
pueden obtenerse maximizando el logaritmo de la función de verosimilitud
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conjunta. Los clasificadores Bayesianos normalmente, aprenden los paráme-
tros usando métodos generativos. Modelos como el análisis discriminante o el
clasificador naive Bayes son ejemplos clásicos de clasificadores generativos.

Por otra parte, los clasificadores discriminativos son los que obtienen sus
parámetros modelando directamente la distribución de la clase dadas las va-
riables predictoras, P (c|x). En este caso los parámetros del modelo de cla-
sificación pueden ser obtenidos maximizando el logaritmo de la función log-
verosimilitud condicionada. La regresión loǵıstica y las redes neuronales son
ejemplos de clasificadores discriminativos.

En esta tesis se aplicaron los modelos generativos concretamente los clasi-
ficadores Bayesianos (introducidos en el Caṕıtulo 3) los cuales presentan un
mejor comportamiento al ser inducidos a partir de la distribución de proba-
bilidad de los datos.

A continuación se revisan algunos aspectos a considerar con el propósito
de abordar posteriormente los problemas de clasificación supervisada.

2.3. Validación de clasificadores

Existen diversos criterios para la evaluación de los algoritmos de clasi-
ficación. Su elección dependerá del dominio del problema. Por ejemplo, el
porcentaje de casos bien clasificados mide la bondad (precisión) del clasifica-
dor. La bondad de un clasificador es una estimación de la probabilidad de la
clasificación correcta de una instancia elegida al azar [Kohavi, 1995b].

En clasificación, es aconsejable inducir un modelo a partir de un conjunto
de datos llamado conjunto de entrenamiento y otro conjunto de datos llamado
conjunto de prueba, el cual se aplica en la fase de clasificación. Con ello se
evitan los resultados denominados optimistas. Es importante que para estimar
la precisión de un clasificador se utilice un método con poca varianza.

2.3.1. Matriz de confusión

La matriz de confusión detalla el resultado de la clasificación. En la diago-
nal principal se reportan los casos correctamente clasificados y en la opuesta
se detallan los errores de la predicción. Las columnas representan las clases
presentes en los datos y las filas las clases en las que son predichas las instan-
cias. En la tarea de clasificación con dos valores, dado un clasificador y una
instancia se producen cuatro valores de salida como son: verdadero positivo,
si la instancia es clasificada correctamente y su clase pertenece a la positiva;
verdadero negativo se genera cuando la instancia es correctamente clasificada
con la clase de valor negativo; falso positivo cuando la instancia es de la cla-
se negativa y es clasificada como clase positiva y por último falso negativo se
presenta cuando el clasificador clasifica erróneamente una instancia de la clase
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XXXXXXXXXpredicha
clase real

verdadero falso

verdadero verdaderos falsos
positivos positivos

falso falsos verdaderos
negativos negativos

Tabla 2.1. Matriz de confusión.

positiva como un caso de clase negativa. En base a estas cuatro salidas se pue-
de construir una tabla de contingencia, o matriz de confusión, representando
al conjunto de datos de prueba.

A partir de la matriz de confusión se pueden extraer algunas medidas
para comprender la distribución y naturaleza de los errores cometidos por el
clasificador.

La sensibilidad de un clasificador representa la fracción de verdaderos po-
sitivos y se calcula de la siguiente forma:

sensibibilidad =
verdaderos positivos

verdaderos positivos + falsos negativos

La especificidad representa la proporción de verdaderos negativos y se cal-
cula de la siguiente forma:

especificidad =
verdaderos negativos

verdaderos negativos + falsos positivos

El valor predictivo de la clase positiva representa la precisión del clasifica-
dor en términos del porcentaje de casos positivos correctamente clasifica-
dos y es calculado de la siguiente forma:

valorpredictivopositivo =
verdaderos positivos

verdaderos positivos + falsos positivos

El valor predictivo de la clase negativa se calcula de la siguiente forma:

valorpredictivonegativo =
verdaderos negativos

verdaderos negativos + falsos negativos

Otras dos medidas a tener en cuenta en la validación son el ratio de error
verdadero y el ratio de error aparente.
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El ratio de error verdadero de un clasificador es la tasa del error al clasificar
mal los casos del conjunto de prueba que no han sido incluidos en el conjunto
de entrenamiento utilizado para su inducción. Resulta ser una medida honesta
de la estimación de la tasa de error.

Ratio de error aparente, es la tasa de error obtenido por un modelo al
clasificar las instancias incluidas en su inducción. En particular esta medida
tiende a ser muy optimista ya que los datos utilizados para su construcción
se ajustan mejor al modelo que las instancias no incluidas en la inducción,
generándose un fenómeno de sobre entrenamiento o también llamado overfit-
ting y su error tiende a ser sesgado (biased). Para obtener un clasificador no
sesgado, es recomendable probar el clasificador con un conjunto de datos no
incluidos en su inducción. En el caso de que se cuente con pocos casos para
la prueba, el error estimado tiende a tener una varianza grande.

2.3.2. Métodos de validación de clasificadores

Existen diferentes métodos de validación como son el método H (Holdout),
remuestreo (random subsampling) y validación cruzada (cross-validation), en-
tre otros. En este trabajo se aplicó ampliamente la validación cruzada para la
inducción y validación de los diferentes clasificadores utilizados en esta tesis.
A continuación se explican brevemente los métodos de validación menciona-
dos.

Holdout

El método holdout (método H) divide aleatoriamente el conjunto de datos
en dos subconjuntos. Uno de ellos con 2/3 partes para el grupo de entrena-
miento, el cual es utilizado para inducir el clasificador, y el segundo grupo con
el 1/3 de datos restante lo forma el grupo de prueba.

Remuestreo

El método de remuestreo (random subsampling) es una variante del método
H, y consiste en aplicar el método H múltiples veces sobre diferentes subcon-
juntos del grupo de entrenamiento y grupo de prueba.

Validación cruzada

En el método de k-rodajas validación-cruzada (k-fold cross-validation) [Sto-
ne, 1974], la base de datos es particionada aleatoriamente en k subconjuntos,
aproximadamente del mismo tamaño, donde k−1 subconjuntos constituyen el
conjunto de entrenamiento y el restante el conjunto de prueba. El clasificador
es inducido a partir del conjunto de entrenamiento. Este proceso se repite k
veces y cada ocasión, el clasificador prueba con un conjunto de prueba dife-
rente. La estimación de la precisión del clasificador se calcula promediando
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la exactitud de cada uno de los k procesos de clasificación y la desviación
estándar es calculada de la misma manera. La desviación estándar debeŕıa
ser aproximadamente la misma, independiente del número de subconjuntos
en base al trabajo presentado por [Kohavi, 1995b].

[Stone, 1974] propuso un método para mejorar el resultado de éxito del
clasificador obtenido con k-rodajas validación-cruzada llamado validación cru-
zada estratificada. Los subconjuntos son estratificados de tal forma que con-
tienen la misma proporción de casos respecto a las clases que el conjunto de
datos.

Existe un caso especial del método de k-rodajas validación-cruzada llama-
do dejar-uno-fuera (leave-one-out). En este método de validación la base de
datos es particionada k veces, siendo k el número de casos originales n. Se for-
ma un conjunto de entrenamiento con los n− 1 casos dejando uno caso fuera,
el cual será utilizado en la clasificación. [Efron, 1983] aclara que este método
es el menos sesgado pero presenta una varianza alta, la cual en algunos casos
presenta una estimación de la precisión del clasificador no deseada. Este tipo
de validación, generalmente es aplicado a bases de datos con relativamente
pocos casos.

Bootstraping

El método bootstraping introducido por [Efron y Tibshirani, 1993] se utiliza
para la validación de clasificadores y está basado en la selección de una mues-
tra de datos con reemplazamiento. El muestreo con reemplazamiento consiste
en extraer elementos de una población de forma que, tras cada extracción, el
elemento extráıdo se vuelve a introducir y puede volver a ser seleccionado.

A partir de un conjunto de casos, se seleccionan B muestras aleatorias
independientes, con reemplazamiento, de tamaño N cada una de las mues-
tras conforma un grupo de entrenamiento. Cada conjunto de entrenamiento
es utilizado para inducir el clasificador, el cual es testado con los casos no
seleccionados como grupo de prueba. En el estimador 0.632bootstraping, la
probabilidad de que un caso no sea seleccionado como parte del conjunto de
entrenamiento es: 1 − 1

N , si N es suficientemente grande, dicha probabilidad
tiende a e−1 ' 0,368. Por tanto, el número esperado de casos distintos in-
cluidos en el conjunto de entrenamiento es: (1 − 0,368)N = 0,632N , es decir
contiene el 62.3% de casos. Este método presenta poco sesgo (con un número
de casos grande) y menos varianza que el método k-rodajas de validación-
cruzada.

Área bajo la curva ROC

Las curvas ROC son frecuentemente utilizadas en el campo médico, biomédico
aśı como en bioinformática para evaluar modelos computacionales diseñados
para el soporte de toma de decisiones, pronóstico y diagnóstico cĺınico [Lasko
y col., 2005]. Las curvas ROC fueron introducidas en el campo de la mineŕıa
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de datos por [Spackman, 1989] y surgieron de la teoŕıa de la información en
los años 50. El análisis de la curva ROC se ha convertido en una poderosa
herramienta para la evaluación y comparación de paradigmas de clasificación.
Ejemplo de ello son los trabajos presentados por [Provost y col., 1998,Provost
y Fawcett, 2001].

La curva ROC permite la visualización del comportamiento del clasificador
a través de un sistema de coordenadas en el que se representa la sensibilidad
en el eje y versus 1-especificidad en el eje x. El gráfico se construye a partir
de distintos valores de corte en la probabilidad de la clase del clasificador, los
cuales son representados por los diferentes puntos de la curva (1-especificidad,
sensibilidad). La curva ROC se construye a partir de variar el valor del umbral
τ ∈ [0, 1] cuyo valor sirve como punto de corte para la clasificación en base a
la Ecuación (2.2). Normalmente se escoge un valor del umbral τ que minimice
la función de coste del error (2.3).

El cálculo del área bajo la curva AUC (area under the ROC curve) es un
ı́ndice ampliamente utilizado [Hanley y McNeil, 1982]. Dicho ı́ndice resume el
comportamiento y precisión del clasificador. Existen diferentes métodos para
calcular el área bajo la curva ROC como son: el método no-paramétrico, pa-
ramétrico y por reemplazamiento. El método de la regla trapezoidal propuesto
por [Bamber, 1975] es un método no-paramétrico, que suele utilizarse para el
cálculo del área bajo la curva ROC y es equivalente a la prueba estad́ıstica de
Mann-Whitney.

El valor del área bajo la curva ROC está entre 0.5 (asociado a la diagonal
del cuadrado de la gráfica) y 1 (el cual corresponde al punto superior izquierdo)
este último asociado a un buen comportamiento del clasificador. La precisión
del clasificador aumenta a medida que la curva se desplaza desde la diagonal
hacia el vértice superior izquierdo.

En los últimos años se ha incrementado el uso del análisis del área bajo
la curva ROC en la comunidad de mineŕıa de datos, especialmente en pro-
blemas con bases de datos no balanceadas y funciones de error no simétricas,
generando el área de investigación en el aprendizaje supervisado denominado
sensible al coste [Maloof, 2003,Lasko y col., 2005].

2.3.3. Comparación de paradigmas de clasificación

En los métodos de k-rodajas validación-cruzada o los métodos de reem-
plazo la estimación del porcentaje de casos bien clasificados es la medida de
precisión del clasificador, la cual se calcula a partir del promedio de todos
los valores de éxito de la clasificación. Cuando se comparan dos algoritmos
diferentes, puede darse el caso de que un algoritmo es mejor que el otro con
respecto al promedio del porcentaje de casos bien clasificados.

Se han propuesto diferentes pruebas estad́ısticas para medir la diferen-
cia entre dos paradigmas de clasificación y determinar, si dicha diferencia es
estad́ısticamente significativa. Una de las pruebas estad́ısticas entre dos algo-
ritmos es k-fold cross-validation paired t-test propuesto por [Dietterich, 1998].
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Esta prueba asume normalidad en los datos. En el caso de que los datos no
cumplan esta premisa de normalidad, conviene utilizar pruebas no paramétri-
cas, como la prueba estad́ıstica de [Wilcoxon, 1945] o la prueba estad́ıstica
conocida como prueba U de [Mann y Whitney, 1947], especialmente cuando
se tienen muestras pequeñas (n < 10).

Prueba de Wilcoxon de los rangos con signo

La prueba estad́ıstica de Wilcoxon, también conocida como la prueba de
Wilcoxon de los rangos con signo [Wilcoxon, 1945], es un método no pa-
ramétrico, alternativo a la prueba t de Student, para comparar dos muestras
relacionadas y determinar si existen diferencias entre ellas.

La prueba de Wilcoxon de los rangos con signo se utiliza para contrastar
datos pareados. En este caso la hipótesis nula del test se formula de la manera
siguiente: la media de las distribuciones de probabilidad del porcentaje de
casos bien clasificados es igual en el algoritmo A y en el B.

La prueba de Wilcoxon de los rangos con signo consiste en calcular la
diferencia de las observaciones pi = ai− bi de los algoritmos a comparar para
i = 1, . . . , k casos. Posteriormente se calcula y ordena el valor absoluto de las
diferencias de las observaciones |pi| y se les asigna el correspondiente rango
Ri. Finalmente se calcula la suma de rangos positivos (Ri+) y la suma de
rangos negativos (Ri−). La prueba de Wilcoxon es calculada de la siguiente
forma:

W+ =
k∑

i=1

(
φ(pi > 0)Ri +

1
2
φ(pi = 0)Ri

)

W− =
k∑

i=1

(
φ(pi < 0)Ri +

1
2
φ(pi = 0)Ri

)

W = mı́n(W+, W−) (2.8)

donde φ(X) es una función que presenta el valor de 1 si X es verdadera y el
valor de 0 si no lo es. Cuando k es pequeño, los valores cŕıticos para W , son
tabulados como incrementos de k. El test estad́ıstico tiende bajo la hipótesis

nula, a una distribución normal con µW = k(k+1)
4 y σW =

√
k(k+1)(2k+1)

24 .

Prueba de Mann-Whitney para muestras independientes

La prueba de Mann-Whitney es también una prueba no-paramétrica para
comparar si dos muestras provienen de distribuciones diferentes. Es por ello
que el proceso de validación cruzada de ambos algoritmos, A y B, puede
hacerse con particiones de subconjuntos independientes.



20 2 Introducción a la clasificación supervisada

Se parte de la hipótesis nula basada en que ambas muestras A1, . . . , An

y B1, . . . , Bm, provienen de distribuciones de probabilidad del porcentaje de
casos bien clasificados con una media igual.

La prueba de Mann-Whitney ordena conjuntamente todos los valores de
precisión de los algoritmos A y B en sentido creciente, asignándoles un rango,
corrigiendo los empates con el rango medio.

Sea RA y RB la suma de rangos para las estimaciones del porcentaje de
casos bien clasificados obtenidos por el algoritmo A y B respectivamente. La
prueba de Mann-Whitney calcula los valores UA y UB de la siguiente forma:

UA = η1η2 +
η1(η1 + 1)

2
−RA

UB = η1η2 +
η2(η2 + 1)

2
−RB

(2.9)

donde η1 y η2 denotan el tamaño de la muestra aplicado al algoritmo A y
al algoritmo B respectivamente. En el caso de muestras pequeñas, se elige
el valor del estad́ıstico U más pequeño y se compara con los valores cŕıticos
de U Mann-Whitney. Mientras que en el caso de muestras mayores a 25, el
test estad́ıstico tiende bajo la hipótesis nula a una distribución normal con

µU = η1η2
2 y σU =

√
η1η2(η1+η2+1)

12 .
Existen otras pruebas no paramétricas como la prueba de Kruskal-Wallis

[Kruskal y Wallis, 1952] para comparar K muestras no relacionadas, la prue-
ba de Friedman [Friedman, 1937] para comparar K muestras relacionadas (la
cual puede considerarse como una extensión de la prueba de Wilcoxon para el
caso de más de dos muestras), el coeficiente de correlación de Spearman para
rangos [Spearman, 1904], etc. En este trabajo se aplicó la prueba de Kruskal-
Wallis para comparar los algoritmos (más de 2) aplicados en un mismo estudio.

Prueba de Kruskal-Wallis para comparar K muestras

La prueba no paramétrica propuesta por [Kruskal y Wallis, 1952] es una
extensión de la prueba de los rangos con signo de Wilcoxon para más de dos
grupos y una versión no-paramétrica del análisis de la varianza de un factor.
La prueba de Kruskal-Wallis no asume normalidad en los datos, en oposición
al tradicional ANOVA.

La prueba de Kruskal-Wallis realiza la comparación de las medias de los g
grupos (clasificadores) de forma simultánea. Primeramente se ordenan todos
los datos de la muestra de menor a mayor. En el caso de datos que se repiten,
se asigna el rango promedio a cada uno de ellos. La prueba de Kruskal-Wallis
es calculada de la siguiente forma:
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KW = (N − 1)
∑g

i=1 ni(r̄i· − r̄)2∑g
i=1

∑ni

j=1(rij − r̄)2
(2.10)

con

r̄i· =

∑ni

j=1 rij

ni

r̄ = (N + 1)/2

donde g, denota el número de grupos, siendo ni el número de observaciones en
el grupo i, rij representa el rango de la observación j en el grupo i y N denota
el número total de medidas entre todos los grupos. Finalmente, el p-value es
aproximado por Pr(χ2

g−1 ≥ KW ). La distribución de KW puede ser distinta
de la chi-cuadrado cuando se tiene en alguno de los grupos un número de
observaciones inferior a 5.

[Demšar, 2006] concluye que no existe un método estándar para com-
parar el rendimiento entre algoritmos de aprendizaje y que las pruebas no
paramétricas son las pruebas más adecuadas en el caso de que no podamos
garantizar que los resultados siguen una distribución normal ni que haya ho-
mogeneidad de la varianza. Recomienda usar el test de Wilcoxon [Wilcoxon,
1945] en caso de que tengamos dos algoritmos a comparar.

En este trabajo se aplicaron pruebas estad́ısticas no-paramétricas para
comparar dos algoritmos de clasificación diferentes, inducidos con una misma
base de datos, siguiendo las recomendaciones de [Demšar, 2006], en el caso de
que los datos no estén normalmente distribuidos.

Prueba de McNemar

La prueba no paramétrica de McNemar [Dietterich, 1998] es una medida
de la discrepancia entre los recuentos esperados y los observados y puede
considerarse como una prueba de signos.

@
@@A
B

acierto error

acierto n11 n10

error n01 n00

Tabla 2.2. Matriz de McNemar en la que se registra el conteo de discrepancia entre
el valor de la clase predicho y el valor de la clase real en la clasificación realizada
por los clasificadores A y B.

Para evaluar un par de clasificadores A y B existen claramente cuatro
tipos de pares de observaciones como se muestra en la Tabla 2.2, en la que se
indica el conteo del número de casos en que el clasificador A es correcto pero
B no, se denota mediante n10, y el número de casos en que B es correcto pero
A no lo es, es denotado por n01. Cuando A y B tienen un comportamiento
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semejante no se espera ninguna discrepancia entre ambos clasificadores. Es ese
caso se esperaŕıa que las dos entradas fuera de diagonal de la Tabla 2.2 fuesen
1
2 (n01 + n10). La prueba de McNemar es calculada por medio del estad́ıstico:

T =
(n01 − n10)2

n01 + n10
(2.11)

Si se aplica la corrección de continuidad (recomendable sobre todo si el tamaño
de muestra es pequeño o hay celdas con frecuencias pequeñas), la fórmula
anterior se modifica ligeramente:

T =
(|n01 − n10| − 1)2

n01 + n10
(2.12)

donde T está distribuida aproximadamente como la distribución χ2 con 1
grado de libertad. Se necesita calcular χ2

1,0,95 y compararlo con T . Haciéndolo
aśı, con un nivel de significación del 5 % se puede rechazar la hipótesis nula si
T > 3,8414.

2.3.4. Nivel de concordancia entre clasificadores

El ı́ndice Kappa introducido por [Cohen, 1960] es una medida de fiabilidad
que proporciona una escala de concordancia entre un par de clasificadores al
clasificar respectivamente N casos en K categoŕıas mutuamente exclusivas de
la variable clase C. El ı́ndice Kappa únicamente tiene en consideración si hay
o no acuerdo, es decir, si se clasifica o no la instancia en la misma clase.

Kappa grado de acuerdo

< 0 sin acuerdo

(0 - 0,2] insignificante

(0,2 - 0,4] bajo

(0,4 - 0,6] moderado

(0,6 - 0,8] bueno

(0,8 - 1] muy bueno

Tabla 2.3. Escala de [Landis y Koch, 1977] para medir el grado de concordancia
del ı́ndice Kappa.

En el caso de que exista independencia entre ambos métodos de clasifi-
cación, la probabilidad de que coincidan clasificando al mismo sujeto como
positivo será entonces el producto de las dos probabilidades (sucesos inde-
pendientes). Aplicando el mismo razonamiento se calcula la probabilidad de
que se produzca un acuerdo entre los métodos al clasificar a un caso como
negativo, y entonces la probabilidad de acuerdo en cualquiera de las dos cla-
sificaciones será la suma de ambos valores. Con el fin de determinar hasta
qué punto la concordancia observada es superior a la que es esperable obtener
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por puro azar, se define el ı́ndice de concordancia Kappa K de la siguiente
manera:

K =
p(a)− p(b)
1− p(b)

donde p(a) es un estimador de la probabilidad de que dos clasificadores coin-
cidan, y p(b) es la probabilidad de que el acuerdo sea aleatorio. El ı́ndice K
tiene un valor de 1 cuando un par de clasificadores están en total acuerdo, y
los valores menores que cero (negativos) de K cuando no hay acuerdo en la
clasificación de la misma instancia por un par de clasificadores. En base a la
escala propuesta por [Landis y Koch, 1977] para valorar el grado de acuerdo
entre los clasificadores (véase la escala de la Tabla 2.3), también se puede
considerar un grado de concordancia insignificante en un rango de (0 − 0, 2],
un grado bajo en un rango de (0, 2 − 0, 4], un grado de concordancia mo-
derado, bueno y muy bueno en los rangos (0,4 - 0,6], (0,6 - 0,8] y (0,8 - 1]
respectivamente.

2.4. Selección de variables

En el dominio médico como en otros campos de investigación, es común
tener un volumen importante de información el cual es manejado desde el
campo de la mineŕıa de datos y el aprendizaje automático por medio de la
selección de un subconjunto de variables denominado FSS (feature subset se-
lection) [Kohavi y John, 1997]. El problema de la selección de un subconjunto
de variables, puede plantearse en términos de analizar las variables del do-
minio del problema y determinar si aportan información que disminuya la
incertidumbre sobre las demás variables, ya que no necesariamente todas las
variables implicadas son relevantes. Por medio del proceso de la selección de
variables se reduce el número de variables del dominio del problema al des-
cartar las variables con información irrelevante o redundante.

Se considera que una variable predictora es irrelevante cuando el conoci-
miento del valor de la misma no aporta información nueva a la variable clase.
Una variable predictiva es redundante cuando su valor puede ser calculado o
determinado a partir de otras variables predictoras. Ambos tipos de variables
pueden decrementar la precisión del clasificador.

Las ventajas que supone la aplicación de la selección de un subconjunto de
variables para la inducción de los clasificadores son la mejora de la precisión
del clasificador aśı como el tiempo de cómputo, lo que permite crear modelos
parsimoniosos, es decir que si se dispone de dos modelos que explican sufi-
cientemente bien los datos, se debe escoger el modelo más simple de los dos.
Otra ventaja, es la reducción de costo que representa la adquisición de infor-
mación innecesaria y finalmente, al plantearse un problema menos complejo
se reduce la complejidad de los modelos de clasificación y a su vez se facilita
la comprensión de los modelos por los expertos.
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Figura 2.1. Esquemas generales de las aproximaciones wrapper y filter en el proceso
de selección de un subconjunto de variables (FSS).

Una de las caracteŕısticas deseables en un clasificador es que sea exacto,
y es este, precisamente uno de los objetivos de la selección del subconjunto
de variables. Para la construcción del clasificador previamente un algoritmo
deberá seleccionar el subconjunto de variables de entre los casos del conjunto
de entrenamiento y descartar algunas variables predictoras que resultan ser
irrelevantes y/o redundantes.

Los modelos de clasificación supervisada pueden dividirse en dos categoŕıas
dependiendo de la técnica de selección de variables que se aplique: enfoque
directo o wrapper y enfoque indirecto o filter.

Enfoque directo o wrapper

En los años 90s [John y col., 1994] reportan que cuando el objetivo es
maximizar la precisión del clasificador, el proceso de la selección de variables
no debe restringirse únicamente al aprendizaje de los datos si no que también
se deben considerar las caracteŕısticas del clasificador. En el enfoque wrapper,
el algoritmo de clasificación es usado para evaluar la mejora en la precisión
del modelo inducido con el subconjunto de variables seleccionadas.

En la aproximación directa o wrapper [Kohavi y John, 1997] cada sub-
conjunto de variables es determinado por un algoritmo de búsqueda, el cual
está impĺıcito en la construcción del clasificador. El algoritmo de búsqueda
es guiado por una función de mérito o porcentaje de casos bien clasificados
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obtenida en base a la validación cruzada de k particiones del conjunto de
entrenamiento.

En esta aproximación se han utilizado diferentes algoritmos de búsqueda
heuŕısticos como sequential forward selection y sequential backward elimina-
tion [Kittler, 1978]. Estos algoritmos determińısticos, dadas unas condiciones
iniciales, alcanzan una solución final, que no siempre es la óptima. Como
alternativa se han propuesto los algoritmos de búsqueda no-determińısticos
como son el algoritmo de búsqueda voraz [Debuse y Rayward-Smith, 1999],
los algoritmos genéticos [Yang y Honavar, 1998] y algoritmos de estimación
de distribuciones [Inza y col., 2001].
Enfoque indirecto o filter

Como se mencionó anteriormente el objetivo general del proceso de la selec-
ción de un conjunto de variables para inducir el modelo es mejorar la precisión
del clasificador. Funciones como logaritmo de la verosimilitud (log-likelihood)
de los datos y las medidas basadas en la información (como la entroṕıa con-
diciona a la clase o información mutua) han sido ampliamente utilizadas para
selección de variables. Estas medidas son conocidas como medidas filter y el
proceso de la selección de un conjunto de variable basadas en estas medidas
es conocido como aproximación indirecta o filter.

La aproximación indirecta o filter [Blum y Langley, 1997, Lewis, 1998]
tiene en cuenta las caracteŕısticas de los datos y aplica medidas filter para
determinar las relaciones existentes entre pares de variables. Inicialmente se
lleva a cabo la selección de un subconjunto de variables para después indu-
cir el clasificador. Existen otras medidas filter como la entroṕıa de Shanon,
distancia Eucĺıdea, métrica Matusita, divergencia de Kullback-Leiber o métri-
ca Bhattacharyya, todas ellas descritas en [Ben-Bassat, 1982] para variables
dicotómicas.

Las diferencias entre las aproximaciones wrapper y filter presentadas en
esta sección se resumen en la Figura 2.1.

La información mutua o mutual information [Shannon, 1948] es una de
las medidas filter más ampliamente utilizadas. En base a la teoŕıa de la infor-
mación, calcula la relación que existe entre una variable y otra por medio de
la verosimilitud de los datos. Esta medida indica la cantidad de incertidum-
bre que el conocimiento de una variable predictora es capaz de despejar con
respecto al estado en el que se encuentre una segunda variable.

El ranking de variables es otra medida filter y es una de las métricas para
establecer una escala de importancia (rankings) de las variables. Estos ran-
kings son realizados de forma univariada, es decir, tan solo se tiene en cuenta
la relación existente entre la variable predictora que está siendo analizada y la
variable clase. Siempre las primeras variables de la escala han de ser las más
importantes dentro del conjunto de variables a seleccionar.
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Clasificadores Bayesianos

3.1. Introducción

Los modelos gráficos probabiĺısticos son modelos especialmente diseñados
para manejar la incertidumbre, la cual caracteriza a la mayoŕıa de problemas
de la vida real. Esta caracteŕıstica, conjuntamente con su representación gráfi-
ca, la cual resulta intuitiva para el experto, facilita la comprensión subyacen-
te a la relación entre las variables del modelo. Esto explica porqué expertos
los han aplicado en diferentes problemas del dominio médico [Sierra y col.,
2001,Blanco y col., 2005].

Las redes Bayesianas [Pearl, 1988] son grafos aćıclicos dirigidos donde los
nodos representan variables y los arcos representan las relaciones condicionales
de (in)dependencia entre las variables. Las redes Bayesianas están basadas
en modelos gráficos probabiĺısticos donde cada variable aleatoria sigue una
función de probabilidad condicional dado un valor espećıfico de sus padres.

En el caso de que las variables predictoras sean continuas se emplean las
redes Gaussianas [Heckerman y col., 1995] y en el caso de que se tengan
variables discretas y continuas se aplican las redes condicionales Gaussianas
[Lauritzen, 1996,Bottcher, 2004].

Los clasificadores Bayesianos son modelos particulares de las redes Baye-
sianas que se aplican en la tarea de clasificación supervisada con datos discre-
tos. Han sido ampliamente utilizados en el campo de la mineŕıa de datos y el
aprendizaje automático obteniendo buenos resultados. Se han propuesto dife-
rentes clasificadores Bayesianos dependiendo de las relaciones de dependencia
contempladas entre las variables predictoras.

En esta sección se describirán los clasificadores Bayesianos ampliamente
utilizados en la literatura. Paradigmas como naive Bayes [Minsky, 1961], se-
lective naive Bayes [Langley y Sage, 1994], semi naive Bayes [Pazzani, 1997]
aśı como los enfoques directo e indirecto para la inducción de los mismos, nai-
ve Bayes aumentado a árbol (TAN) [Friedman y col., 1997] y el clasificador
Bayesiano k-dependiente (kDB) [Sahami, 1996] diseñados especialmente para
problemas con variables predictoras discretas de clasificación supervisada. En
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el caso de variables predictoras continuas se presentan las redes condicionales
Gaussianas [Lauritzen, 1996,Bottcher, 2004] para la inducción de los clasifi-
cadores Bayesianos mencionados anteriormente adaptados por [Pérez y col.,
2006]. En este trabajo no se consideran multiredes Bayesianas, se recomienda
consultar [Larrañaga, 2003] para mayor información.

Se puede establecer una jerarqúıa en base a la complejidad de la estructura
de los clasificadores Bayesianos, dependiendo de las relaciones permitidas entre
todas las variables predictoras. En dicha jerarqúıa el clasificador naive Bayes es
el modelo más simple entre los clasificadores Bayesianos, dado a que se asume
la independencia condicional entre variables predictoras dada la variable clase.

3.2. Naive Bayes

El clasificador naive Bayes [Minsky, 1961] es el modelo de clasificación
construido bajo la premisa de que todas las variables predictoras son condi-
cionalmente independientes dada la variable clase C. Sin embargo en el domi-
nio de problemas reales esta asunción no se cumple en numerosas ocasiones.
A pesar de ello el paradigma naive Bayes en algunas ocasiones ha mostra-
do un buen funcionamiento en problemas de este tipo [Domingos y Pazzani,
1997,Hand y Yu, 2001].

El clasificador naive Bayes [Minsky, 1961] aplica el teorema de Bayes para
predecir para cada instancia x, la clase c ∈ C con la máxima probabilidad a
posteriori :

p(c|x) ∝ p(c, x) = p(c)
n∏

i=1

p(xi|c) (3.1)

donde p(xi|c) representa la probabilidad condicional de Xi = xi dado que
C = c. Como resultado el clasificador naive Bayes predice en base a:

c∗ = arg máx
c

p(c)
n∏

i=1

p(xi|c) (3.2)

En este paradigma de clasificación todas las variables predictoras están
incluidas en el modelo. La Figura 3.1(a) muestra un ejemplo de la estructura
de un clasificador naive Bayes con cinco variables predictoras.

Los clasificadores Bayesianos se caracterizan por representar la distribu-
ción de probabilidad conjunta p(x1, . . . , xn, c) entre todas las variables. La
estructura completa de los clasificadores Bayesianos pueden ser definida por
la factorización p(c, x) = p(c)p(x|c).

Los clasificadores Bayesianos basados en redes condicionales Gaussianas
están definidos por la factorización f(c,x) = p(c)

∏n
i=1 f(xi|pai, c) donde

pai representa un valor de Pai un conjunto de variables que junto con la
variable clase C son padres de Xi. Suele ser habitual utilizar una variable
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Figura 3.1. Ejemplos de estructuras de clasificadores Bayesianos.

aleatoria normal (para cada valor de C) para modelar el comportamiento
de la variable Xi. Se asume que la factorización de cada variable dado sus
padres sigue una distribución normal y por lo tanto la función de densidad
f(xi|pai, c) representa la probabilidad de la variable dado sus padres. Es decir,
∀c y ∀i ∈ 1, . . . , n asumimos que f(Xi|C = c) ∼ N(µc

i , σ
c
i ). La probabilidad a

posteriori se calcula de la siguiente manera:

p(c|x) ∝ p(c, xi, ..., xn) ∝ p(c, x) = p(c)
n∏

i=1

fN(µc
i ,σc

i )(xi|c) (3.3)

Filter Raking Naive Bayes

El clasificador filter ranking naive Bayes (FRankingNB) fue propuesto
por [Pérez y col., 2006] como una mejora del modelo naive Bayes clásico
por medio de la selección de variables continuas, en base al cálculo de la
información mutua de cada variable predictora y la variable clase I(Xi, C).
A continuación se calculan las probabilidades en base a la frecuencia de las
variables y se ordenan dichas cantidades de información mutua, siendo las
primeras las de mayor frecuencia. Es necesario fijar un valor o umbral de
corte τ con respecto a la distribución I(Xi, C) para llevar a cabo el proceso
de selección de variables predictoras.

Únicamente las variables que superan el valor, I(Xi, C) ≥ τ , son incluidas
en el modelo. Entonces la estructura del clasificador naive Bayes es construida
con las primeras m variables en la lista ordenada en base a la frecuencia (m =
1, 2, . . . n). De esta forma se eliminan las variables irrelevantes del modelo



30 3 Clasificadores Bayesianos

final del clasificador naive Bayes. La probabilidad a posteriori es definida de
la siguiente forma:

f(c, x) = p(c)
m∏

i=1

f(xi|c) (3.4)

3.3. Selective naive Bayes

A pesar del éxito del clasificador naive Bayes en la mayoŕıa de problemas
la precisión de los algoritmos de clasificación decrece debido a las variables
irrelevantes del dominio del problema o bien debido a variables redundantes.

El clasificador selective naive Bayes [Langley y Sage, 1994,Kohavi y John,
1997] aplica la selección del subconjunto de variables (FSS) al clasificador nai-
ve Bayes y es capaz de detectar variables redundantes o irrelevantes, aunque es
similar al clasificador naive Bayes en el sentido de que no detecta dependencias
entre las variables predictoras.

En la literatura se encuentran dos formas de inducir el clasificador selec-
tive naive Bayes: una de ellas es iniciar con un conjunto vaćıo de variables
predictoras para posteriormente integrar al conjunto de variables alguna de
ellas, una a una. Otra forma es ir incorporando de una a una variables predic-
toras del conjunto formado por todas las variables del dominio del problema
en cada iteración hasta que no haya mejora en la clasificación.

El algoritmo wrapper para la selección de variables hacia adelante es un
ejemplo de este último caso para inducir el clasificador selective naive Bayes,
el cual se inicia con un conjunto de variables vaćıo al cual se va añadiendo
en cada iteración la variable que mejore el comportamiento del clasificador
calculado en base al porcentaje de casos bien clasificados. El algoritmo deja
de incluir variables cuando no se alcanzan mejores resultados de clasificación.

La factorización de la distribución de probabilidad conjunta para el clasi-
ficador selective naive Bayes se define de la siguiente manera:

p(c, x) = p(c)
∏

Xi /∈XF

p(xi)
∏

Xj∈XF

p(xj |c) (3.5)

donde XF es el subconjunto de variables predictoras seleccionadas. En el
caso de los modelos del clasificador selective naive Bayes, la probabilidad
condicional de la clase dadas las variables predictoras está definida como:

p(c|x) = p(c|xF ) ∝ p(c,xF ) = p(c)
∏

Xj∈XF

p(xj |c) (3.6)

La Figura 3.1(b), muestra un ejemplo de la estructura de un clasificador
selective naive Bayes, donde a una instancia x = (x1, x2, x3, x4, x5), se le
puede asignar la variable clase en base a la siguiente definición:
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FSSJ
Paso 1: Sea la variable, S, una lista vaćıa
Paso 2: Repetir hasta que no se presente ningún incremento en el comportamiento del clasificador

2.1: Seleccionar la mejor opción
(a): Considerar cada variable predictora que no esté en S como una nueva variable

condicionalmente independiente de la variable clase
(b): Considerar la fusión de cada variable predictora que no esté en S

con la variable predictora incluida en S
2.2: Incluir la variable seleccionada a S

Figura 3.2. Pseudocódigo del algoritmo FSSJ [Pazzani, 1997].

c∗ = arg máx
c

p(c)p(x1|c)p(x3|c)p(x4|c) (3.7)

3.4. Semi naive Bayes

El algoritmo selective naive Bayes es capaz de detectar variables redundan-
tes e irrelevantes, sin embargo no considera la dependencia entre las variables
predictoras y asume la independencia incondicional con respecto a la variable
clase entre las variables que construyen el modelo. Comúnmente, en la ma-
yoŕıa de los problemas reales existe relación entre las variables del dominio del
problema. Por esta razón, es necesario tener en cuenta otro tipo de clasifica-
dores Bayesianos capaces de superar la asunción de independencia condicional
entre las variables predictoras como es el caso del clasificador semi naive Ba-
yes [Kononenko, 1991] que es capaz de detectar la relación entre las variables
predictoras. [Kononenko, 1991] propone la definición de un nuevo tipo de
nodo en la estructura del clasificador semi naive Bayes –una variable unión–
construida a partir del producto cartesiano de un subconjunto de variables.
Este nuevo nodo permite superar la asunción de independencia condicional
entre las variables [Pazzani, 1997]. Cada nodo unión representa una nueva
variable que considera todas las dependencias entre todas las variables pre-
dictoras originales que lo forman.

El enfoque propuesto por [Pazzani, 1997] para la inducción del clasificador
semi naive Bayes consiste en construir un clasificador naive Bayes a través
de un algoritmo voraz capaz de detectar variables irrelevantes y variables
dependientes entre si. En este trabajo, Pazzani propone dos algoritmos voraces
de búsqueda: FSSJ (forward sequential selection and joining) que realiza una
búsqueda hacia delante y BSEJ (backward sequential elimination and joining),
que realiza una búsqueda hacia atrás. La búsqueda voraz de cada algoritmo
está guiada por la estimación del porcentaje de casos bien clasificados de
la solución evaluada por validaciones 10-fold cross validation o leave-one-out
validation [Stone, 1974].

La inducción del clasificador semi naive Bayes con el algoritmo voraz FSSJ,
se inicia con un conjunto de variables vaćıo al cual se le añaden variables
en cada iteración o nuevas variables creadas por el producto cartesiano con
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BSEJ
Paso 1: Sea S una lista de variables que contiene todas las variables predictoras
Paso 2: Repetir hasta que no se produzca mejora en la clasificación

2.1: Seleccionar la mejor opción
(a): Considerar el reemplazo de cada par de variables predictoras

contenidas en S con una nueva variable producida por el
producto cartesiano de las dos variables

(b): Considerar la eliminación de cada variable predictora contenida en S
2.2: Eliminar o reemplazar la(s) variable(s) seleccionadas de S

Figura 3.3. Pseudocódigo del algoritmo BSEJ [Pazzani, 1997].

las variables existentes en el conjunto, hasta mejorar el comportamiento del
clasificador en términos de la precisión del mismo. Todas las instancias son
clasificadas con la clase más probable a posteriori. En la Figura 3.2 se muestra
el pseudocódigo del algoritmo FSSJ.

El segundo algoritmo, BSEJ, como se puede observar en la Figura 3.3 co-
mienza con un clasificador con todas las variables predictoras considerándolas
condicionalmente independientes y sigue con una aproximación semejante a la
anterior pero en dirección contraria, hacia atrás. El algoritmo BSEJ considera
todas las posibles configuraciones del clasificador, las evalúa utilizando la va-
lidación dejando un caso fuera o bien aplicando k-subconjuntos de validación
cruzada y presenta el mejor resultado. Termina cuando no se produce mejora
en el comportamiento del clasificador.

La Figura 3.1 (c) se muestra un ejemplo de una posible configuración de la
estructura del clasificador semi naive Bayes. Considerando esta estructura la
instancia x = (x1, x2, x3, x4, x5, x6, x7, x8) un modelo semi naive Bayes asigna
la clase c de la siguiente manera:

c∗ = arg máx
c

p(c)p(x3, x6|c)p(x4, x5|c)p(x2, x8|c) (3.8)

[Pérez y col., 2006] propusieron una adaptación al algoritmo [Kononenko,
1991] para inducir el clasificador semi naive Bayes en el dominio continuo
con redes condicionales Gaussianas. Las redes Gaussianas son inducidas con
un conjunto de variables continuas, las cuales componen las nuevas variables
de unión. Estas nuevas variables fusionadas siguen una distribución normal
[Anderson, 1958]. La función de densidad de la variable unión condicionada a
la variable clase viene dada por:

f(yk|c) = (2π)−
1
2 mk |

c∑

k

|− 1
2 e−

1
2 (yk − µc

k)t(
c∑

k

)−1(yk − µc
k) (3.9)

donde mk es el número de variables que componen la nueva variable predic-
tora fusionada, la matriz de covarianza de Y k condicionada a la clase C es
representada por

∑c
k, y µc

k es el vector condicionado al valor de la clase de la
variable fusionada Y k.
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3.5. Naive Bayes aumentado a árbol

Naive Bayes aumentado a árbol (TAN) [Friedman y col., 1997] es otro
tipo de clasificador Bayesiano que permite dependencias entre las variables
predictoras. La principal restricción entre las dependencias de las variables
es que cada variable predictora únicamente puede tener un máximo de dos
padres: la variable clase C y alguna otra variable predictora X1, . . . , Xn.

Para construir la estructura del clasificador naive Bayes aumentado a árbol
se necesita previamente aprender las dependencias entre las diferentes varia-
bles predictoras X1, . . . , Xn. En [Friedman y col., 1997] se presenta un algo-
ritmo en el cual se tiene en cuenta la cantidad de información mutua condi-
cionada a la variable clase, en lugar de la cantidad de información mutua en
la que se basa el algoritmo [Chow y Liu, 1968]. La cantidad de información
mutua entre las variables discretas (Xi, Xj) condicionada a la variable clase
C se define como:

I(Xi, Xj |C) =
∑

c

∑
xi

∑
xj

p(xi, xj , c) log
p(xi, xj |c)

p(xi|c)p(xj |c) (3.10)

Tal y como puede verse en la Figura 3.4 el algoritmo para la construcción
del modelo TAN requiere de varios pasos. Primeramente se calculan las can-
tidades de información mutua para cada par de variables condicionadas a la
variable clase I(Xi, Xj |C). Una vez calculados estos valores, la estructura de
la red Bayesiana del clasificador TAN se construye en dos fases. La primera
se inicia con la construcción de un grafo no dirigido completo con n nodos,
uno por cada variable predictora, X1, . . . , Xn, en el cual el peso de cada arista
viene dado por la cantidad de información mutua entre las dos variables uni-
das por la arista condicionada a la variable clase C. El algoritmo asigna por
tanto un peso I(Xi, Xj | C) a las aristas que las conectan Xi y Xj . El árbol es
construido con las aristas con mayor información mutua condicionada. Este
proceso es repetido anexando a la estructura de la red las aristas con mayor
información mutua a no ser que se formen ciclos. En este caso las aristas son
descartadas, en cuyo caso la siguiente arista con mayor peso es analizada.
El procedimiento termina cuando n− 1 aristas han sido seleccionadas. Final-
mente el grafo no dirigido se convierte en uno dirigido escogiendo una variable
predictora de forma aleatoria como padre.

En la segunda fase la estructura del clasificador es aumentada a una es-
tructura del clasificador naive Bayes agregando el nodo de la variable clase
C, y conectando con un arco el nodo clase C a cada variable predictora Xi

(i = 1, . . . , n).
La Figura 3.1(d) muestra un ejemplo de una estructura del clasificador

TAN donde a una instancia x = (x1, x2, x3, x4) le asigna la clase c de la
siguiente manera:

c∗ = arg máx
c

p(c)p(x1|c, x2)p(x2|c)p(x3|c, x2)p(x4|c, x3) (3.11)
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TAN
Paso 1: Calcula I(Xi, Xj |C) con i < j, i, j = 1, . . . , n

Paso 2: Construir un grafo no dirigido completo cuyos nodos correspondan a las
variables predictoras X1, X2, . . . , Xn. Asignar a cada arista conectando las variables
Xi y Xj un peso dado por I(Xi, Xj |C)

Paso 3: A partir del grafo completo anterior y siguiendo el algoritmo de Kruskal
construir un árbol expandido de máximo peso

Paso 4: Transformar el árbol no dirigido resultante en uno dirigido escogiendo
una variable como nodo ráız para a continuación dirigir el resto de las aristas

Paso 5: Construir un modelo TAN añadiendo un nodo etiquetado como C y posteriormente
un arco desde C a cada variable predictora Xi

Figura 3.4. Pseudocódigo de la inducción del clasificador TAN por medio de la
adaptación del algoritmo de Chow-Liu [Friedman y col., 1997].

Como una extensión, [Pérez y col., 2006] proponen una aproximación di-
ferente para la construcción del clasificador naive Bayes aumentado a árbol
denominado wrapper tree augmented naive Bayes, el cual está basado en la
modificación del algoritmo propuesto por [Keogh y Pazzani, 1999] al dominio
continuo. Proponen el algoritmo de búsqueda voraz denominado ascensión de
la colina (hill climbing) para realizar la búsqueda en todo el espacio de po-
sibles estructuras del clasificador, la cual es guiada por el porcentaje de bien
clasificados. Para adaptar el algoritmo TAN al dominio continuo los autores
proponen calcular la información mutua entre cada par de variables Xi y Xj

condicionadas a la variable clase C de la siguiente manera:

I(Xi, Xj |C) =
1
2

r∑
c=1

p(c) log(1− ρ2
c(Xi, Xj)) (3.12)

Siendo ρc el coeficiente de correlación entre la variable Xi y la variable Xj

condicionado a la variable clase C.

3.6. Clasificador Bayesiano k-dependiente

De todos los clasificadores revisados anteriormente solo el modelo TAN –y
en menor medida el semi naive Bayes– son capaces de considerar las depen-
dencias entre las variables, aunque TAN tiene la restricción de considerar dos
padres para cada variable (una variable como padre además de la variable
clase).

[Sahami, 1996] presenta un algoritmo que supera la restricción del máximo
de dos padres de cada variable predictora del clasificador TAN, denominado
clasificador Bayesiano k-dependiente (kDB).

El clasificador kDB permite que cada variable predictora pueda tener k
padres sin contar la variable clase. Para inducir el clasificador se debe deter-
minar previamente un valor de k por el usuario, donde k representa el máximo
número de padres por variable.

Inicialmente se calcula la información mutua de cada variable Xi y la clase
I(Xi, C). Las dependencias entre las variables dada la clase son calculadas por
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kDB
Paso 1: Para cada variable predictora Xi, calcular la información mutua

con respecto a la clase C, I(Xi, C)
Paso 2: Calcular la información mutua condicionada a la clase I(Xi, Xj |C)

para cada par de variables con i < j, i, j = 1, . . . , n
Paso 3: Inicializar una lista vaćıa de variables, S
Paso 4: Inicializar la red del clasificador k dependiente a construir, kDB,

con un único nodo, el de la variable clase, C
Paso 5: Repetir hasta que S incluya todas las variables predictoras

5.1: Seleccionar de entre las variables que no están en S,
aquella variable Xmax con mayor cantidad de información mutua
respecto a la clase C, I(Xmax, C)

5.2: Añadir un nodo a kDB, X /∈ S representado por Xmax
5.3: Añadir un arco del nodo C a Xmax en kDB
5.4: Añadir m = mı́n(|S|, k) arcos desde las m diferentes variables Xj ∈ S con

los mayores valores I(Xmax, Xj |C)
5.5: Añadir Xmax a S

Paso 6: Calcular las probabilidades condicionadas necesarias para especificar la red kDB

Figura 3.5. Pseudocódigo del algoritmo para inducir el clasificador kDB [Sahami,
1996].

la información mutua condicionada, I(Xi, Xj |C) con i < j, j = 2, . . . , n, como
sigue:

I(Xi, Xj |C) =
n∑

i=1

m∑

j=1

r∑
c=1

p(xi, yj , cr) log
p(xi, yj |cr)

p(xi|cr)p(yj |cr)
(3.13)

Tal y como puede verse en la Figura 3.5 la estructura del clasificador inicia
únicamente con el nodo de la variable clase C. En cada iteración el algoritmo
selecciona el nodo a incluir en la estructura con la mayor información mutua
I(Xi, C). A continuación se anexa, la arista del nodo C al nodo de la variable
Xi, para más tarde calcular la información mutua condicionada I(Xi, Xj |C)
para todas las posibles nuevas aristas desde el nodo Xj hacia los nodos de la
estructura. Todas las aristas son arcos ordenados de mayor a menor siendo
anexados a la estructura los k arcos con mayor información mutua condicio-
nada. En la Figura 3.1(e) se muestra un ejemplo de una posible estructura
del clasificador kDB inducido con esta aproximación considerando un valor
de k=2 y la instancia x = (x1, x2, x3, x4, x5), la cual es asignada a la clase c
de la siguiente manera:

c∗ = arg máx
c

p(c)p(x1|c, x3)p(x2|c, x1, x5)p(x3|c)p(x4|c, x1, x3)p(x5|c, x1, x4)

(3.14)

3.7. Aproximaciones wrapper y filter para la inducción
de clasificadores Bayesianos

En esta sección se describe brevemente la adaptación de los clasificadores
selective naive Bayes, TAN y kDB propuestos en [Blanco y col., 2005], los cua-
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les han sido aplicados al problema de la selección embrionaria en tratamientos
de reproducción asistida (Caṕıtulo 8).

Bajo la hipótesis de independencia entre la variable predictora Xi y la
variable clase C, es conocido que 2NI(Xi, C) –donde N denota el tamaño de
la base de datos– sigue asintóticamente una distribución χ2 con (ri−1)(r0−1)
grados de libertad [McKay, 2003,Cover y Thomas, 1991]. Dada, la información
mutua de la variable predictora y el valor de la clase el estad́ıstico χ2 adaptado
por [Blanco y col., 2005] puede verificar si la cantidad de información mutua
es significativa. Sin embargo, no se puede aplicar igual que la prueba χ2 para
2NI(Xi, Xj |C) dado que esta distribución no sigue una distribución χ2.

La aproximación filter del clasificador selective naive Bayes (FSNB), se in-
duce únicamente con el subconjunto de variables para las cuales 2NI(Xi, C)
han superado la prueba χ2, desapareciendo las variables irrelevantes del mo-
delo final. Sin embargo la aproximación selective naive Bayes no considera las
dependencias entre las variables del dominio del problema.

La aproximación filter del paradigma naive Bayes aumentado a árbol
(FTAN) es otra adaptación propuesta en [Blanco y col., 2005]. El clasificador
FTAN es construido en base a un subconjunto de variables 2NI(Xi, C), las
cuales han superado el valor χ2

(ri−1)(r0−1);1−α y al mismo tiempo, la estructu-
ra del árbol se construye siguiendo el algoritmo propuesto por [Chow y Liu,
1968].

La aproximación filter del clasificador Bayesiano k dependiente (FkDB) es
similar al FTAN. Se calcula la información mutua y la información mutua con-
dicionada a la variable clase. La estructura del clasificador FkDB es construida
con las variables cuyos valores correspondientes de 2NI(Xi, C) superaron la
prueba estad́ıstica χ2. Los arcos correspondientes a 2NcI(Xi, Xj |C = c) que
superan la prueba para todos los valores de la variable clase c ∈ C son agre-
gados a la estructura, donde Nc representa el número de casos. Finalmente,
en los modelos FTAN y FkDB, los arcos entre la variable clase C y todas las
variables presentes en la estructura final del modelo son incluidos.
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Combinación de clasificadores

4.1. Introducción

En la literatura se encuentran diversos paradigmas de clasificación super-
visada que han sido aplicados a diferentes tipos de problemas. Sin embargo,
no existe un clasificador capaz de abarcar el dominio completo de problemas
reales y que presente un comportamiento óptimo y confiable en todos ellos. En
base a la experiencia de combinar el conocimiento y criterio de los expertos
para la toma de decisiones y elección de la respuesta final [Dietterich, 1998] se
propone la idea de combinar la predicción de diversos paradigmas de clasifica-
ción para aumentar la precisión de la tarea de clasificación con respecto a la
precisión obtenida de aplicar un único clasificador a determinado problema.

En este caṕıtulo se introducen algunas alternativas propuestas en la lite-
ratura sobre tipos de arquitecturas y métodos para la combinación de cla-
sificadores. Se introduce el estado del arte de las adaptaciones al modelo
stacked para continuar con la introducción del multi-clasificador Gaussian-
stacking como una aportación metodológica de esta tesis. Finalmente se des-
criben brevemente los paradigmas de clasificación supervisada aplicados como
clasificadores-base para la construcción del multi-clasificador.

4.2. Arquitecturas de combinación de clasificadores

Existen diferentes arquitecturas para configurar la combinación de clasi-
ficadores como son: serie, paralela e h́ıbrida o jerárquica, las cuales difieren
en como se combinan las salidas de la predicción. La Figura 4.1 muestra un
ejemplo de los esquemas de combinación de clasificadores. A continuación se
describe cada una de ellas.

Serie o cascada: La clasificación realizada por los diferentes clasificadores
se lleva a cabo de forma secuencial. Primero se inicia con los clasificadores
más simples y/o menos costosos computacionalmente y su salida es la
entrada del siguiente clasificador hasta obtener la clasificación final.
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Figura 4.1. Ejemplo de configuraciones de combinación de clasificadores. Configu-
ración en serie, paralela e h́ıbrida.

Paralela: En este tipo de arquitectura se seleccionan las salidas del proceso
de clasificación de cada uno de los clasificadores o se les añade un peso
antes de ser combinados.
Hı́brida o jerárquica: Combina los clasificadores de una forma estructura-
da, similar a los árboles de clasificación. En las configuraciones anteriores,
cada nodo se asocia con un clasificador, teniendo diferentes niveles para la
combinación de las salidas de clasificación.

Para combinar las decisiones de varios clasificadores y obtener una deci-
sión final en base a ellas, es necesario aplicar una función de decisión. En la
literatura encontramos funciones de decisión muy variadas, las cuales han sido
catalogadas en base al tipo de los parámetros de entrada, que en este caso son
las salidas de predicción de los clasificadores a combinar.

Los paradigmas de clasificación se pueden combinar, según la naturaleza
de la respuesta o resultado de clasificación que ofrecen los clasificadores in-
dividualmente en: métodos de votación (clase), lista de preferencia de clase
(ranking) y métodos basados en distribuciones de probabilidad de la clase. Co-
mo ejemplos de funciones de discriminación entre clases dentro de los métodos
de votación, tenemos los siguientes: regla del más votado o mayoŕıa simple,
mayoŕıa absoluta y voto por eliminación. El método contador de Borda y la
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simple transferencia de votos o votación alternativa, son ejemplos de funcio-
nes que hacen uso de un valor de confianza, el cual está sujeto a un ranking
de preferencia. Existen métodos basados en valores de confianza como son las
distribuciones de probabilidad de la clase. Los métodos probabiĺısticos basa-
dos en el teorema de Bayes y reglas asociadas a probabilidades como: la regla
del producto, regla de la suma, regla del mı́nimo, regla del máximo, regla de
la media y aproximación Dempster-Shaper son ejemplos de funciones discri-
minantes aplicadas para la combinación de clasificadores [Xu y col., 1992].

En la combinación de clasificadores se puede considerar la fiabilidad o
confianza que ofrece cada clasificador. La fiabilidad de un clasificador puede
expresarse con un peso al que corresponde una ponderación en función del
proceso de clasificación. Las funciones que hasta ahora hemos mencionado
pueden utilizarse de forma pesada, es decir, incluyendo el cálculo de la fiabili-
dad global de la clase. Los métodos de votación pesada, mayoŕıa por votación
restringida y mayoŕıa pesada mejorada son ejemplos del análisis de confianza
de un clasificador.

4.3. Métodos de combinación de múltiples
clasificadores

En el amplio campo de investigación de la mineŕıa de datos existe un área
especializada en la innovación de métodos para combinar las predicciones de
múltiples clasificadores, llamados clasificadores-base. Estos métodos de combi-
nación de clasificadores están caracterizados por diferentes arquitecturas o al-
goritmos de aprendizaje, los cuales proveen de información complementaria en
base a sus regiones de decisión para la clasificación. Esta información es com-
binada por un clasificador en un nivel superior denominado meta-clasificador
o multi-clasificador.

Existen distintos métodos para la combinación de clasificadores depen-
diendo del tipo de clasificadores a combinar como: los métodos basado en
hibridaciones, métodos de combinación del mismo clasificador base y métodos
de combinación de clasificadores basados en diferentes paradigmas de clasifi-
cación. A continuación se mencionan algunos ejemplos de estos métodos.

Combinación de clasificadores a partir de hibridaciones

En los métodos basados en hibridaciones de algoritmos para la combina-
ción de clasificadores, el meta-clasificador se induce teniendo en cuenta dos o
más paradigmas de clasificación. En la literatura se encuentran algunos ejem-
plos de combinación de clasificadores basados en el método de hibridación
como son:

Lazy Bayesian rules. Algoritmo propuesto por [Zheng y Webb, 1998], el
cual obtiene un clasificador naive Bayes para cada caso a clasificar.
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Naive Bayes tree. Método propuesto por [Kohavi, 1996], en el que se indu-
ce un árbol de clasificación cuyas hojas son clasificadores naive Bayes, los
cuales son aplicados posteriormente para clasificar los casos que alcancen
dichos nodos.

Logistic model trees. Es un algoritmo basado en árboles de clasificación
propuesto por [Landwehr y col., 2003], en cuyas hojas se lleva a cabo la
clasificación por medio de una regresión loǵıstica.

Combinación de clasificadores provenientes del mismo paradigma

Se han desarrollado dos métodos para la combinación de clasificadores
provenientes del mismo paradigma de clasificación:

Bagging (bootstrap aggregating) propuesto por [Breiman, 1996a] combina
clasificadores obtenidos del mismo paradigma de clasificación a partir de
k muestras con reemplazo de un conjunto de datos (método de remuestreo
bootstrap). Cada clasificador se induce de manera individual, luego se in-
duce el meta-clasificador y se aplica el voto por mayoŕıa para combinar las
salidas de los clasificadores inducidos anteriormente. En caso de empate la
clase es elegida al azar.

Boosting propuesto por [Freund y Schapire, 1996] combina múltiples clasi-
ficadores del mismo paradigma complementándose unos a otros. A diferen-
cia del algoritmo bagging, que genera los clasificadores de manera indepen-
diente, en boosting la distribución de muestreo comienza siendo uniforme
y en cada iteración el paradigma agrega un nuevo clasificador. A todos
los clasificadores les asigna un peso inicial igual. Cada vez que se genera
un clasificador, se cambian los pesos de los nuevos ejemplos usados para
inducir el siguiente clasificador, es decir, el nuevo clasificador es inducido
considerando el comportamiento de los anteriores en donde la contribución
final de cada clasificador está basada en su bondad. Finalmente utiliza el
voto por la mayoŕıa, para combinar las salidas de los modelos individua-
les. El ejemplo más aplicado en la literatura es Adaboost (ADAptative
BOOSTing).

Combinación de clasificadores provenientes de diferentes paradigmas

Se han desarrollado diferentes métodos para la combinación de clasifi-
cadores provenientes de diferentes paradigmas de clasificación. Formalmen-
te denotaremos a un conjunto de clasificadores de distinta base como D =
{D1, D2, . . . , Dh} siendo h el número de clasificadores diferentes.

Ejemplos clásicos de este tipo de métodos son: fusión de etiquetas, fusión
de rankings, fusión de salidas continúas, cascada y método de pila.
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Método fusión de etiquetas

La combinación de clasificadores en base al método de fusión de etiquetas
aplica algoritmos basados en mayoŕıa de votos propuestos por [Littlestone y
Warmuth, 1989] como son: pluralidad de voto, mayoŕıa simple, pluralidad de
voto con umbral y voto por mayoŕıa con peso.

Método cascada

El método cascada propuesto por [Gama y col., 2000] ordena una secuen-
cia de clasificadores diferentes en serie (D1, D2, . . . , Dh, Dh+1, . . .) en función
ascendente del espacio, tiempo, coste de representación, complejidad, etc. Se
usa el clasificador Dh para clasificar la nueva instancia x = (x1, . . . , xn) en el
caso de que clasificadores anteriores D1, . . . , Dh−1 no hayan proporcionado la
suficiente confianza al clasificar dicha instancia.

Método de pila general

El modelo de pila (stacked generalization) -o simplemente stacking- fue
introducido por [Wolpert, 1992] como un esquema para combinar múltiples
paradigmas de clasificación que han sido aprendidos bajo clasificación super-
visada.

En el marco del modelo stacked, la configuración del multi-clasificador
consta de dos niveles: en el primer nivel llamado nivel-base se tiene un conjunto
de diferentes clasificadores D = {D1, D2, . . . , Dh} denominados clasificadores-
base. Cada instancia es un vector de n caracteŕısticas etiquetado con una
variable clase C. La clase real es denotada por C con Ωc = {c1, c2, . . . , cr}
donde c1, c2, . . . , cr son todos los posibles valores de la clase. En el nivel su-
perior se aplica un paradigma de clasificación denominado meta-clasificador
o multi-clasificador.

La inducción del multi-clasificador se inicia con el aprendizaje de los cla-
sificadores base D y sus predicciones en el caso de una nueva instancia x =
(x1, . . . , xn) que pertenezca a la clase c ∈ C. Estas distribuciones de la clase
conforman una nueva meta-base de datos obtenida mediante k-subconjuntos
de validación cruzada. Un meta-vector definido como Phi (xn) denota la i−ési-
ma probabilidad de la clase C para la instancia n-ésima del h−ésimo clasifi-
cador Dh. Concatenando todas las distribuciones de probabilidad de los Dh

clasificadores-base con el valor de la clase real C = c se construye una nueva
meta-base de datos definida como:

MBD = f(Ph=1,n=1,r=1, . . . , Ph=1,n=1,r=2, . . . , Ph,n,r), Cr

En una segunda fase se induce el meta-clasificador aplicando a la meta-base
de datos MBD una validación cruzada de k-subconjuntos, con el propósito de
evitar el sobre ajuste y sobre entrenamiento del multi-clasificador.
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4.4. Estado del arte de combinación de clasificadores
basados en el esquema de pila

En la literatura se encuentran diferentes adaptaciones del esquema de pila
básico (stacking). Por ejemplo, en [Merz, 1999] se introduce una variante del
modelo stacking anexando a la meta-base de datos un análisis de correspon-
dencias con el propósito de detectar las correlaciones entre los clasificadores-
base, eliminando dichas correlaciones de la meta-base de datos, en el cual
se aplica el paradigma de clasificación de vecinos más cercanos como meta-
clasificador.

Otra variante del método de pila fue propuesta por [Ting y Witten, 1999]
para combinar las distribuciones de probabilidad de clasificadores-base en lu-
gar de considerar únicamente el valor numérico de la clase predicho por cada
clasificador. El algoritmo aplica el análisis de correspondencias para modelar
la relación entre los ejemplos de aprendizaje y el modo en el que son clasifi-
cados por los clasificadores-base. En el meta-nivel propone el algoritmo MLR
(multi-response linear regression), el cual es una adaptación del algoritmo de
regresión lineal introducido por [Breiman, 1996b], transformando un problema
de clasificación en diferentes problemas de predicción binaria. Esta consiste
en definir una ecuación lineal para cada valor de la variable clase, teniendo
un valor de 1 si la clasificación es correcta, o 0 si no lo es.

[Todorovski y Džeroski, 2002] introdujeron un nuevo método de aprendi-
zaje en el meta-nivel, los árboles de clasificación (MDTs) en el esquema de
pila en el cual reemplazan las predicciones del valor de la clase de los nodos
terminales (hojas) por los valores devueltos por los clasificadores-base. Los
datos aplicados en el meta-nivel tienen las distribuciones de probabilidad de
cada clasificador-base multiplicadas por la entroṕıa y la probabilidad máxima,
reflejando la confiabilidad de los diferentes clasificadores-base.

[Seewald, 2003] sugiere una modificación en el modelo propuesto por [Ting
y Witten, 1999], creando una meta-base de datos a partir de la distribución de
probabilidad de la clase de cada clasificador-base, considerando únicamente
los valores de probabilidad para la clase a tratar. Esta variación del esquema
de pila propuesta por [Ting y Witten, 1999] reduce el número de atributos en
el meta-nivel independientemente del número de clases.

[Džeroski y Ženko, 2004] proponen una meta-base de datos extendida la
cual está compuesta con los datos de la distribución de probabilidad y ca-
racteŕısticas extras como la entroṕıa y la probabilidad máxima obtenida por
cada clasificador-base. Proponen un nuevo paradigma de clasificación basa-
do en árboles de clasificación llamado multi-response model trees como meta-
clasificador. Los autores comparan diferentes variaciones del esquema stacking
y concluyen que el meta-clasificador multi-response model trees obtiene mejo-
res resultados que el propuesto por [Seewald, 2003].

Las diferentes adaptaciones del método de pila que se encuentran en la
literatura [Ting y Witten, 1999, Todorovski y Džeroski, 2002, Seewald, 2003]
aplican como meta-clasificador diferentes paradigmas de clasificación a una
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meta-base de datos la cual también varia en términos de que algunos incluyen
la distribución de probabilidad de las clases, anexando la entroṕıa, la máxi-
ma probabilidad obtenida por cada clasificador-base o bien la probabilidad de
distribución de la clase predicha. Actualmente, en el caso de las distribuciones
de probabilidad de las clases de los clasificadores-base necesitan ser discreti-
zadas para posteriormente ser aplicadas a un método que las combinen, con
la pérdida de información que este proceso de discretización conlleva.

En esta tesis se propone como aportación una nueva variante del esquema
de pila -stacking- capaz de manejar datos continuos como las distribuciones
de probabilidad de las clases predichas por los clasificadores-base utilizando
una red condicional Gaussiana como meta-clasificador. Dicho esquema ha sido
denominado Gaussian-stacking.

4.5. Multi-clasificador Gaussian-stacking

En esta sección se propone la aportación metodológica para la combina-
ción de diversos paradigmas de clasificación denominados clasificadores-base,
aplicando una red condicional Gaussiana como meta-clasificador, basado en
la variación del método de pila generalizado -stacking- propuesto en [Ting y
Witten, 1999].

El proceso de inducción del meta-clasificador basado en redes condicio-
nales Gaussianas -Gaussian-stacking- consta de tres fases: selección de varia-
bles, aprendizaje estructural y aprendizaje paramétrico. Aplicando los méto-
dos FSS de selección de variables indirecto -filter - o de envoltura -wrapper - se
realiza la selección de un subconjunto de variables, con el propósito de mejo-
rar el comportamiento y precisión del multi-clasificador. En el caso particular
del método envoltura, se realiza en paralelo con el aprendizaje estructural del
clasificador.

El aprendizaje estructural de las redes Gaussianas usualmente conlleva un
proceso de búsqueda. El espacio de búsqueda está compuesto por todas las
estructuras posibles para obtener el modelo más apropiado teniendo en cuenta
las dependencias condicionales entre todas las variables. El aprendizaje estruc-
tural del modelo es guiado por una función que evalúa las dependencias entre
las variables predictoras. Como ejemplo de funciones de puntuación o score
son aplicables algunas como BIC (Bayesian information criterion) propuesta
por [Schwarz, 1978] y BDe (Bayesian Dirichlet equivalent) propuesta por [Gei-
ger y Heckerman, 1994]. Como alternativa, la función EDGE (edge exclusion
test) [Dempster, 1972, Smith y Whittaker, 1998] detecta las independencias
condicionales por medio de pruebas de hipótesis.

Finalmente en la última etapa, el aprendizaje paramétrico consiste en es-
timar los parámetros a partir de los datos, con el propósito de modelar la
dependencia entre las variables predictoras, las cuales están representadas por
una distribución Gaussiana. Es importante señalar que la función de densidad
conjunta no está restringida a los valores entre 0 y 1. Para evitar el overfitting
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Figura 4.2. Esquema del multi-clasificador Gaussian-stacking. El esquema muestra
la nueva meta-base de datos creada a partir de siete distribuciones de probabilidad
de la clase para cada instancia del grupo de entrenamiento además del valor de la
clase real.

del multi-clasificador Gaussian-stacking se genera una meta-base de datos a
partir de k-subconjuntos por validación cruzada [Stone, 1974] concatenando
las distribuciones de probabilidad de la clase de cada clasificador-base ane-
xando también la clase real. La Figura 4.2 muestra un esquema del multi-
clasificador basado en el esquema stacked con una red condicional Gaussiana
como meta-clasificador.

A continuación se describen algunos de los paradigmas de clasificación
supervisada, los cuales han sido ampliamente utilizados en la literatura y en
particular en esta tesis fueron los que se aplicaron para la construcción del
multi-clasificador Gaussian-stacking.

4.6. Paradigmas de clasificación aplicados como
clasificadores-base

En los campos de la estad́ıstica y del aprendizaje automático se han desa-
rrollado diferentes paradigmas de clasificación los cuales se pueden catalogar
en familias. Algunas de las familias de clasificadores ampliamente utilizadas
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en el aprendizaje automático son: los árboles de clasificación, los clasificado-
res basados en reglas de decisión, los clasificadores basados en casos, las redes
neuronales y las redes Bayesianas. Cabe aclarar que esta catalogación no in-
cluye clasificadores de aprendizaje no supervisado.

Para la construcción del multi-clasificador Gaussian-stacking se eligieron
siete diferentes paradigmas de clasificación supervisada. Los paradigmas de
clasificación aśı como el número de clasificadores-base fue determinado en ba-
se al estudio propuesto por [Seewald, 2003], conservando el principio de diver-
sidad entre ellos. Se eligieron entre los clasificadores k-vecinos más cercanos,
árboles de clasificación, tablas de decisión y máquinas de soporte vectorial
aśı como los clasificadores Bayesinos (introducidos en el Caṕıtulo 3). A conti-
nuación se describen brevemente los paradigmas de clasificación supervisada,
utilizados en este trabajo para la construcción del multi-clasificador.

K-vecinos más cercanos

Entre los diferentes métodos de aprendizaje supervisado, el clasificador del
vecino más próximo es un método intuitivo que pertenece a los métodos ba-
sados en casos que emplean criterios de vecindad para la clasificación. Este
clasificador se caracteriza porque no hay inducción del modelo sino que todos
los casos del conjunto de entrenamiento se almacenan en memoria. A partir
de la regla del vecino más cercano, el clasificador asignará a un caso nuevo la
clase del caso más próximo almacenado en memoria. En el caso de los k ve-
cinos más cercanos en base a una métrica determinada se calcula la distancia
entre un caso nuevo y cada caso del conjunto de entrenamiento. Teniendo en
cuenta las k distancias del grupo de entrenamiento se le asigna al nuevo caso
la clase mayoritaria presente en los k vecinos. La elección de la métrica (e.j.
Eucĺıdea, de Mahalanobis, etc.) es determinante ya que los resultados pueden
variar significativamente en un mismo conjunto de datos.

Un ejemplo ilustrativo es el clasificador IB1 [Aha y Kibler, 1991] el cual es
una variante del clasificador k vecinos más cercanos que emplea la distancia
Eucĺıdea para encontrar el caso más cercano, perteneciente al grupo de entre-
namiento. Otra variante es el clasificador K* basado en casos [Cleary y Trigg,
1995], el cual asocia pesos a los casos vecinos del conjunto de entrenamiento
en base a la similaridad con las caracteŕısticas del nuevo caso, asignando la
clase en función de su proximidad a la instancia a clasificar.

Árboles de clasificación

Los árboles de clasificación [Breiman y col., 1984] también son conocidos co-
mo árboles de decisión [Quinlan, 1986]. El modelo consiste en una serie de
decisiones organizadas jerárquicamente en forma de árbol. Dicha estructura
está formada por un conjunto de nodos, donde cada nodo que no es hoja con-
tiene una condición sobre un atributo. Para clasificar un nuevo caso se parte
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del nodo ráız del árbol y, comprobando en cada nodo el valor del atributo aso-
ciado a dicho nodo, se va descendiendo por la rama correspondiente al valor
del atributo para el caso a clasificar.

El clasificador C4.5 fue propuesto por Quinlan [Quinlan, 1986], también es
conocido como J48, constituye una mejora del algoritmo ID3 [Quinlan, 1986].
Las mejoras principales que introduce C4.5 respecto ID3 son la alta eficacia
con la que trata los valores perdidos, el manejo de atributos continuos consi-
derando técnicas de discretización y la corrección de la tendencia del ID3 de
seleccionar los atributos con muchos valores distintos. El aprendizaje de esta
estructura se lleva a cabo mediante algoritmos de partición (divide y vencerás).

Tablas de decisión

El clasificador de tablas de decisión [Kohavi, 1995a] está basado en la in-
ducción de un conjunto de reglas de decisión con el propósito de obtener un
conjunto de hipótesis que expliquen un determinado sistema. Las tablas de
decisión son matrices tabuladas que representan un conjunto de condiciones
y sus correspondientes acciones. Se aplican algoritmos basados en reglas de
decisión del tipo si-entonces y conjuntos de reglas a las cuales se asocia una
acción.

El clasificador de tablas de decisión busca en un espacio determinado por
las caracteŕısticas incluidas en la tabla y asigna a una nueva instancia la clase
mayoritaria de los casos incluidos en la tabla de decisión con los que coincidió.
En el caso de que la nueva instancia no coincida con ninguna contenida en la
tabla de decisión, el clasificador asigna la clase mayoritaria.

Máquinas de soporte vectorial

Los clasificadores de máquinas de soporte vectorial fueron introducidos ini-
cialmente para clasificación binaria por [Vapnik, 1995]. El modelo busca un
discriminante lineal basado en una función kernel que maximice la distancia a
los ejemplos fronterizos de las distintas clases, construyendo un hiperplano que
separe en mayor medida las dos clases. Cuando los datos no son linealmen-
te separables, como lo es en la mayoŕıa de problemas reales, el clasificador
máquina de soporte vectorial genera en base a ciertos kernels, espacios de
caracteŕısticas de muy alta dimensión donde se asume que los datos del con-
junto de entrenamiento son linealmente separables. El clasificador introduce
una serie de restricciones para permitir ciertos errores de clasificación. En ca-
da restricción se tiene una variable holgura, que indica cuánto se supera la
condición de clasificar bien ese ejemplo. El entrenamiento de las máquinas de
soporte vectorial requiere de la optimización de la función para la inducción
del modelo.

En el Caṕıtulo 6 se presenta la experimentación realizada con el propósito
de validar el método Gaussian-stacking y su adaptación al problema biomédi-
co de la selección embrionaria en tratamientos de fertilización in-vitro.
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El problema de la selección embrionaria

5.1. Introducción

Actualmente la infertilidad es considerada un problema social y es diag-
nosticada cuando una pareja después de un año no logra un primer embarazo
de forma natural, la cual se conoce como la infertilidad primaria. Existe otro
caso de infertilidad en la pareja, denominada infertilidad secundaria, carac-
terizándose por el hecho de que la pareja, después de un embarazo previo,
no consigue en condiciones normales obtener un nuevo embarazo. Las cau-
sas de infertilidad pueden ser de origen femenino como masculino o incluso
presentarse en ambos. La fertilización in-vitro (FIV) o la inyección introcito-
plasmática del esperma (ICSI) son algunas de las técnicas que se emplean en
la reproducción humana asistida a partir de las cuales es posible la fecunda-
ción, selección y transferencia de embriones al útero de la paciente, haciendo
posible la implantación y el desarrollo del embrión. 1

Los procedimientos y las técnicas empleadas para la evaluación y control
del desarrollo de los embriones vaŕıan de un páıs a otro a causa de razones
éticas y legislativas, lo que conlleva a diferentes protocolos para la manipu-
lación de los embriones y restricciones en cuanto a aspectos como el peŕıodo
de tiempo para el seguimiento de los embriones más prometedores después
de la fertilización. Por ejemplo, en España la ley sufrió una modificación en
2005, cuando el parlamento restringió a tres el número máximo de embrio-
nes a transferir a la paciente con el objetivo de reducir los embarazos con
nacimiento múltiple y también se modificó la restricción del número de ovo-
citos a ser fecundados en cada ciclo, quedando dicho número a criterio del
responsable del equipo biomédico de la unidad de reproducción asistida de
1 En los tratamientos de reproducción asistida el término transferencia se refiere

al procedimiento cĺınico para insertar los embriones seleccionados en el útero
materno, mientas que el término implantación está relacionado con el éxito de
lograr el embarazo (alguno de los embriones transferidos ha logrado adherirse a
la pared del útero).
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cada cĺınica. En Italia, por ejemplo se permite fecundar tres óvulos y transfe-
rir todos los fecundados, no permitiéndose la criopreservación de embriones,
situación permitida en España. En algunos páıses como Suiza y Francia en-
tre otros de Europea, la práctica general es transferir un solo embrión y la
legislación entre esos páıses también considera diferentes aspectos. Por lo que
actualmente la práctica de la reproducción asistida vaŕıa de un páıs a otro
considerablemente dificultando la comparación de resultados y conclusiones
que ayuden a entender la complejidad del problema médico.

En las técnicas de reproducción asistida se busca maximizar la probabili-
dad de que nazca un niño sano y por otro lado se busca minimizar el riesgo de
los embarazos múltiples. Siendo estos los motivos por los cuales el problema
de la selección embrionaria en los tratamientos de fecundación in-vitro es tan
importante.

La selección embrionaria forma parte de las rutinas de las unidades de
reproducción asistida en todas las cĺınicas del mundo, la cual está basada en
la observación, evaluación y catalogación de los embriones realizada por el
embriólogo y tiene como objetivo el determinar cuales de entre los embriones
en desarrollo son los más viables para ser transferidos el segundo o tercer d́ıa
después de la fecundación. La formación y capacitación del embriólogo resulta
decisiva en la fecundación in-vitro aśı como en la selección de los embriones
ya que el factor tiempo influye en la evaluación y el biólogo no dispone de un
periodo largo para realizarla, por lo que su criterio resulta muy importante
para el éxito del tratamiento.

5.2. Estado del arte de la inteligencia artificial aplicada
a tratamientos de reproducción asistida

Debido al alto ı́ndice de subjetividad en el criterio del embriólogo e in-
certidumbre del éxito del propio tratamiento de reproducción asistida, en los
últimos años se proponen en la literatura varios ejemplos de técnicas de inteli-
gencia artificial para mejorar la tasa de éxito (embarazo) en los procedimientos
de fertilización in-vitro. A continuación se describen brevemente los ejemplos
más representativos de publicaciones cient́ıficas más recientes en este campo:

Saith y col.,(1998) analizan el potencial de la contribución de la inteligencia
artificial en el proceso de la selección embrionaria y proponen un modelo de
mineŕıa de datos basado en árboles de decisión para investigar la relación
entre las caracteŕısticas de los embriones, los ovocitos y los foĺıculos en la
predicción del éxito en tratamientos de reproducción asistida.
Jurisica y col., (1998) presentan un sistema inteligente basado en un siste-
ma de razonamiento de casos para el apoyo a la decisión en los tratamientos
en los tratamientos de reproducción asistida.
Trimarchi y col., (2003) proponen un sistema basado en técnicas de mineŕıa
de datos, concretamente en el algoritmo C5.0 para la inducción de árboles
de clasificación.
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Patrizi y col., (2004) presentan un algoritmo de reconocimiento de pa-
trones para la selección de embriones a partir de imágenes de embriones,
caracterizados con los primeros seis momentos estad́ısticos. Este algoritmo
reconoce objetos dado un número de clases, formulando una regla general
para el reconocimiento.
Manna y col., (2004) comparan la precisión del algoritmo de reconocimien-
to introducido por [Patrizi y col., 2004] con la tarea de reconocimiento
realizada por un grupo de expertos.
En este trabajo se propuso la adaptación de las redes Bayesianas para
realizar la predicción de los embriones más viables para su transferencia
en tratamientos de reproducción humana asistida y la predicción del éxito
del tratamiento de fertilización in-vitro.

5.3. Tasa de éxito y procedimiento de transferencia

En las cĺınicas de reproducción humana asistida, se considera que un tra-
tamiento de fertilización in-vitro es exitoso cuando ocurre la implantación de
alguno de los embriones transferidos dando inicio al embarazo. Las cĺınicas
pueden reportar su tasa de éxito en función de los embarazos cĺınicos (com-
probados por medio de ultrasonido) o en base a los nacimientos registrados.
Es importante resaltar que el desarrollo del embarazo y el nacimiento son
considerados como problemas ginecológicos diferentes al tratamiento de re-
producción asistida. Siendo la implantación del embrión el resultado exitoso
del tratamiento de reproducción asistida independientemente de si se obtiene
el nacimiento o no.

Debido a los tratamientos de reproducción asistida, las parejas que tienen
muy baja probabilidad de lograr un embarazo espontáneo (no mayor al 1% en
muchos casos) aumentan sus expectativas de éxito hasta alcanzar un 25% de
probabilidad de embarazo por cada intento. Esto las pone en coincidencia con
los ı́ndices de embarazo natural de quienes no tienen problemas reproductivos,
los cuales se ubican en un rango del 20 % y el 30% por cada intento.

La tasa de implantación (éxito) en tratamientos de reproducción asistida,
en algunos páıses Europeos y Estados Unidos, está en un rango del 29% y
38%. En el caso de tratamientos de reproducción asistida aplicados a mujeres
menores de 36 años se obtiene una tasa de éxito del 38 %. La tasa de éxito del
tratamiento de FIV para las mujeres de 36 a 39 años es del 29 %. Y, en las
mujeres mayores de 40 años, el tratamiento de FIV tiene una tasa de éxito muy
pequeña mejorando aproximadamente hasta un 13 % con donación de óvulos
[Windt y col., 2004,HFEA, 2005,Andersen y col., 2008]. Estos porcentajes de
éxito son orientativos ya que como se ha mencionado anteriormente la falta
de homogeneidad en los tratamientos y procedimiento médicos, aśı como en
los protocolos implementados en las unidades de fertilización in-vitro, todos
ellos regidos por la legislación de cada páıs, dificulta la estandarización de la
tasa de éxito entre las cĺınicas de reproducción asistida.
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Los factores que más influyen en la variación de la tasa de embarazo son
la edad de la mujer, la calidad de los óvulos extráıdos, la calidad espermática,
el número de embriones transferidos, el origen de la infertilidad aśı como los
tratamientos médicos y la falta de criterios concluyentes de criterios en el
proceso de selección embrionaria. En algunos páıses como Estados Unidos,
Suiza, Francia, Escandinavia y Páıses Bajos han llegado a obtener tasas de
éxito del 40 % siendo este el resultado más optimista sin tener en cuenta el
grupo de mujeres con más de 40 años de edad [Giorgetti y col., 2007,Keenan
y col., 2007].

En los páıses donde la legislación permite transferir dos embriones y un
máximo de tres, normalmente se selecciona la mejor combinación de los em-
briones con la mayor viabilidad de desarrollo y con la mayor posibilidad de
implantarse en el útero materno. El número de embriones a transferir lo deter-
mina el equipo de expertos en base a la edad de la paciente y del diagnóstico
médico. La transferencia de los embriones es un procedimiento que lleva a
cabo el ginecólogo y el éxito del tratamiento de reproducción asistida se asu-
me cuando alguno de los embriones transferidos se ha implantado en el útero
materno.

Los protocolos aplicados para la selección embrionaria en todas las uni-
dades de reproducción asistida del mundo están basados en el criterio de los
embriólogos, los cuales tratan de homologarse a través de la formación y en-
trenamiento, para reducir la variabilidad del procedimiento de la selección
embrionaria. Siendo la subjetividad del proceso de selección embrionaria una
de las motivaciones del presente trabajo, se planteó la selección embrionaria
como un problema de clasificación supervisada descrito en la Sección 5.5 y se
aplicaron diversos algoritmos de clasificación basados en redes Bayesianas.

Baczkowski y col., (2004) proponen la consideración de los siguientes
factores para mejorar la tasa de éxito (implantación del embrión) como son:
la edad de la paciente, la presencia de dimorfismos en el cigoto, la calidad
del semen, el tiempo que tarda en iniciar la división celular, el número de
embriones trasferidos, el grosor del endometrio y el número de ciclos previos.
En el tratamiento de reproducción asistida, también es necesario tener en
cuenta otro tipo de decisiones como elegir la técnica de fertilización (FIV o
ICSI), el número de embriones a transferir, el diagnóstico genético y finalmente
la composición del medio de cultivo.

En la siguiente sección se describen las caracteŕısticas morfológicas de los
cigotos y embriones aśı como los protocolos habitualmente más utilizados para
su selección.

5.4. Caracterización morfológica de cigotos y
embriones en tratamientos de reproducción asistida

Entre las diferentes técnicas de reproducción asistida se encuentra la ferti-
lización in-vitro (FIV) en la que el esperma previamente tratado es depositado
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en el mismo plato de cultivo que contiene los ovocitos proporcionando las con-
diciones óptimas para que se de la fecundación. Otra técnica alternativa, antes
mencionada, es la inyección introcitoplasmatica (ICSI), en la que el biólogo
inyecta un espermatozoide al óvulo. Ambas técnicas son ampliamente utiliza-
das en la práctica de reproducción asistida no presentándose diferencia en el
proceso posterior de evaluación y selección embrionaria.

Figura 5.1. Esquema del cigoto y el embrión.

En el tratamiento de fertilización in-vitro se administra un tratamiento
médico a la paciente con el objetivo de estimular la glándula pituitaria e in-
crementar la secreción de foĺıculos y al mismo tiempo incrementar el nivel de
hormonas. La muestra de semen, que se obtiene de forma separada, es anali-
zada y tratada (lavada) para la posterior fecundación in-vitro. Los embriones
se desarrollan fuera del cuerpo uterino en un medio controlado durante las
primeras horas.

El proceso de fecundación puede definirse como una secuencia de aconteci-
mientos moleculares coordinados en los que participan los gametos masculino
y femenino. Consiste en la unión de las dos células reproductoras, de sexos
contrarios -los gametos- hasta que se fusionan los núcleos y parte del citoplas-
ma. Es un proceso complicado que conduce a la formación de una célula, el
cigoto o huevo y que comienza con la penetración de un espermatozoide en
un óvulo. En la fecundación no participa todo el espermatozoide, sino sólo
el núcleo y el centrosoma; ambos corpúsculos se dirigen al núcleo femenino y
el primero acaba por fusionarse con él, mientras el centrosoma se divide en
dos, originándose las esferas atractivas que se colocan en los polos del cigoto
para la primera división del desarrollo embrionario, la cual comienza con la
segmentación. A partir del segundo d́ıa después de la fecundación se inicia la
división del embrión [Carlson, 2005].

Con el propósito de poner en contexto la información que se introduce en
este caṕıtulo para la descripción de las caracteŕısticas morfológicas del cigoto
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y del embrión la Figura 5.1 muestra un esquema de algunas de sus estructuras
celulares. El cigoto es la célula que se forma como resultado de la unión de los
gametos femenino y masculino las primeras horas después de la fecundación.
El embrión, inicia su división celular aproximadamente a las 24 horas después
de la fecundación. En el esquema del cigoto se observa la zona pelúcida y dos
pronúcleos en los que se encuentran los nucléolos y en cada uno de ellos los
puntos representan los nucléolos. Siendo la distribución de los nucléolos una
de las caracteŕısticas consideradas en la evaluación y catalogación del cigo-
to. El esquema del embrión muestra la zona pelúcida, los blastómeros y los
nucléolos. La zona pelúcida es la membrana que rodea tanto al cigoto como
al embrión y una de sus caracteŕısticas es la variación de su grosor, siendo
el grado de la variación del grosor una variable importante para predecir la
posibilidad de implantación del embrión en la pared del útero. El embrión
puede presentar cierto grado de fragmentación aśı como que los blastómeros
sean multinucleados o no. Estas y otras caracteŕısticas como el aspecto del
citoplasma son observadas por los biólogos a través de un microscopio inver-
tido con contraste de Huffman. Los cigotos y embriones son catalogados en
base a sus caracteŕısticas morfológicas, las cuales están relacionadas directa-
mente con la tasas de éxito del tratamiento [Giorgetti y col., 1995,Hill y col.,
1989,Veek, 1999,Scott, 2003].

Protocolo y criterios de observación, evaluación y selección embrionaria

En el campo de la bioloǵıa, en particular en lo que a división celular se
refiere, especialmente las primeras horas de división celular después de la fer-
tilización in-vitro resultan especialmente importantes para la evaluación de
cigotos y la selección de los embriones más prometedores a transferir a la
paciente. La Figura 5.2 muestra un esquema de los periodos de tiempo pos-
teriores a la fertilización in-vitro en los que se observan y evalúan los cigotos
y embriones.

Evaluación y catalogación del cigoto

La primera evaluación del cigoto se inicia en las primeras 16-18 horas
después de la fecundación, y en la misma el biólogo asigna a cada cigoto una
categoŕıa basándose en un sistema de catalogación concreto. En la literatura
se encuentran diferentes sistemas para catalogar al cigoto. Cada sistema tiene
en cuenta diferentes criterios basados en las caracteŕısticas morfológicas del
cigoto como son el tamaño y el número de nucléolos, aśı como su alineación
con respecto a la unión de los pronúcleos [Tesarik y Greco, 1999,Scott y col.,
2000,Fisch y col., 2001,Terriou y col., 2001,Zollner y col., 2002]. Un ejemplo de
estos sistemas es el propuesto por [Scott y col., 2000]. La Figura 5.3 muestra
un ejemplo de imágenes reales de cigotos donde se observa la distribución de
los nucléolos, en cada pronúcleo.
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Figura 5.2. Esquema de la rutina de observación, evaluación y selección embriona-
ria desde las primeras 16-18 horas después de la fecundación y a las 40-48 y 64-68
horas.

El sistema propuesto por [Scott y col., 2000] para la catalogación de cigo-
tos, es un sistema estándar ampliamente utilizado, el cual tiene cuatro cate-
goŕıas (Z1,Z2,Z3 y Z4). Cada categoŕıa está determinada por la distribución
de los nucléolos aśı como el tamaño de los pronúcleos, siendo las categoŕıas
Z1 y Z2 las más prometedoras para el desarrollo de un embrión sano. Es-
pecialmente la primera de ellas. A continuación se describe cada una de las
categoŕıas.

Z1: Pronúcleos de igual tamaño. Igual tamaño y número de nucléolos alinea-
dos en ambos lados de la unión de los pronúcleos.

Z2: Pronúcleos de igual tamaño. Igual tamaño y número de nucléolos espar-
cidos en ambos pronúcleos.

Z3: Pronúcleos de igual tamaño. Igual número de nucléolos de tamaño igual
o no, los cuales se encuentran alineados en uno de los pronúcleos y loca-
lizados en la unión de los mismos. En el segundo pronúcleo los nucléolos
se encuentran esparcidos.

Z4: Pronúcleos de diferente tamaño con los nucléolos esparcidos.

Evaluación y catalogación del embrión
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(a) Z1 alineados, núme-
ro y tamaño iguales

(b) Z2 esparcidos, ta-
maño y número iguales

(c) Z3 alineamiento,
número y tamaño de-
siguales

(d) Z4 pronúcleos de
tamaño diferente

Figura 5.3. Ejemplo de imágenes de cigotos reales de la base de datos de la Cĺınica
del Pilar (San Sebastián, Guipúzcoa), catalogados en base a la escala de [Scott y col.,
2000]. El tipo Z1 es el de mayor viabilidad para desarrollarse en un embrión sano y
el tipo Z4 el de menor viabilidad.

A partir del segundo d́ıa después de la fecundación, la escala de Scott no se
puede aplicar por lo que se necesita un sistema diferente para la catalogación
de embriones. En la literatura se encuentran algunos estudios [Puissant y col.,
1987,Schulman y col., 1993,Giorgetti y col., 1995,Van Royen y col., 1999,Veek,
1999] en los que se menciona que la calidad embrionaria (viabilidad para
su desarrollo) puede evaluarse en base a las estructuras morfológicas de los
embriones pudiendo ser utilizadas como bio-marcadores para la catalogación
de los mismos.

Los embriones son evaluados y seleccionados en los intervalos de tiempo de
las 40-48 y 64-68 horas después de la fertilización. La selección de los embrio-
nes se realiza en base a su catalogación de acuerdo a un sistema determinado,
por ejemplo, por el sistema de catalogación de embriones propuesto por [Veek,
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Figura 5.4. Esquema con la representación gráfica de los blastómeros y su frag-
mentación [Baczkowski y col., 2004].

1999] o como alternativa al sistema propuesto por [Mills, 1992]. Ambos siste-
mas consideran las caracteŕısticas morfológicas óptimas para que el embrión
continue un desarrollo sano.

Un ejemplo ampliamente utilizado en la práctica médica es el sistema intro-
ducido por [Veek, 1999], el cual está basado en la caracterización morfológica
del embrión empleando parámetros espećıficos como son el número de células,
el porcentaje de fragmentación, el tamaño de los blastómeros aśı como la exis-
tencia de blastómeros multinucleados o no. De forma gráfica se puede observar
en la Figura 5.4 el tamaño entre los blastómeros, el aspecto del citoplasma y
el grado de fragmentación de los diferentes tipos de embriones.

A continuación se describen cuatro tipos diferentes de embriones en base a
la catalogación propuesta en [Veek, 1999]. El Tipo I es el de mayor posibilidad
para desarrollarse en un embrión.

Tipo I: 0% de fragmentación con blastómeros homogéneos de igual tamaño.
Tipo II: < 10% de fragmentación con blastómeros homogéneos de igual ta-

maño.
Tipo III: este tipo está dividido en dos subtipos: Tipo III-A: 10-25 % de frag-

mentación con blastómeros homogéneos de igual tamaño. Tipo III-B: 25-
50% de fragmentación con blastómeros de diferente tamaño.

Tipo IV: > 50% de fragmentación con blastómeros que pueden tener el mismo
tamaño o no.

Tipo V: 100 % de fragmentación.

Como se mencionó anteriormente cada cĺınica de reproducción asistida y
en particular las unidades de fertilización in-vitro aplican sus propios protoco-
los dentro del programa que permite la legislación de cada páıs, considerando
los diferentes sistemas de catalogación de cigotos y de embriones como los des-
critos anteriormente. Esta diversidad de protocolos e información relacionada
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con el tratamiento de reproducción asistida propicia la falta de homogeneidad
y compatibilidad en los datos, dificultando el estudio de la selección embrio-
naria, desde el campo de la mineŕıa de datos y el aprendizaje automático.

Los caṕıtulos 6, 7, 8 y 9 describen diferentes adaptaciones de los clasifica-
dores Bayesianos aśı como del multi-clasificador Gaussian-stacking aplicadas
al problema de la selección embrionaria en tratamientos de reproducción asis-
tida.

5.5. Planteamiento de la selección embrionaria como
problema de clasificación supervisada

En primer lugar se describen algunas limitaciones de la información rela-
cionada con el tratamiento de reproducción asistida y posteriormente su consi-
deración para el planteamiento de la selección embrionaria en tratamientos de
reproducción humana asistida como un problema de clasificación supervisada.

En base a la práctica médica general de las cĺınicas de reproducción asistida
en páıses donde la legislación lo permite, como es el caso de la unidad de
reproducción asistida que facilitó los datos para la realización de esta tesis,
se transfiere un grupo de dos o tres embriones. En particular en esta tesis se
consideró la selección de un conjunto de tres embriones transferidos el segundo
o tercer d́ıa después de la fecundación in-vitro.

La condición a priori de tener un grupo de tres embriones transferidos
al mismo tiempo en los tratamientos de reproducción humana asistida, no
permite determinar cuál de los tres embriones es el que se ha implantado. La
única forma de identificar al embrión implantado seŕıa realizando una biopsia
a cada embrión antes de trasferirlos y este procedimiento somete al embrión
a un gran estrés por lo que no se realiza.

A partir de esta situación, remarcamos la asunción que hace el experto al
considerar que el embrión con mayor valor en la escala de catalogación del
conjunto de tres embriones, será el que se ha implantado. Sin embargo, no se
puede asegurar de que la asunción del experto sea siempre la correcta, por lo
que se diseñó un planteamiento para el problema de clasificación supervisada
con un conjunto de tres embriones y no para cada embrión, ya que aportaŕıa
más incertidumbre a los clasificadores empleados.

[Matorras y col., 2005] confirman el hecho de que cuando se transfiere más
de un embrión al mismo tiempo, no siempre se implantan todos y demuestran
que pueden ayudarse entre śı para que alguno se implante porque se crea un
medio favorable. En base a esta premisa, se planteó el análisis de los casos de
la selección embrionaria en un conjunto de embriones, respetando el orden
asignado por el embriólogo en su selección, siendo el primero el de mayor
viabilidad para implantarse.

Cabe mencionar que debido a la limitación de saber cuál de los embrio-
nes del conjunto transferido se ha implantado, se asumió como tratamiento
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exitoso, pese a la implantación de dos o tres embriones (siendo muy poco fre-
cuente la implantación de los tres embriones), debido a no poder estimar el
coste de la implantación de dos o tres de los embriones transferidos. Debido a
esta limitación no se aplicó la clasificación supervisada con la correspondiente
matriz de coste del error.

Caso Caracteŕısticas morfológicas Datos Clase
del embrión cĺınicos

1 Emb1 Emb2 Emb3 . . . 1
2 Emb1 Emb2 Emb3 . . . 0
3 Emb1 Emb2 Emb3 . . . 1

. . . . . . . . . . . . . . . . . .
n Emb1 Emb2 Emb3 . . . 0

Tabla 5.1. Ejemplo de los vectores de caracteŕısticas de tratamientos de fertilización
in-vitro conformado por un conjunto de 3 embriones, datos cĺınicos de la paciente y
del tratamiento. El valor de la clase 1 se asignó a casos donde ocurrió la implantación
y el valor de la clase 0 a los casos en los cuales no se dio la implantación.

Las variables consideradas en el tratamiento de fertilización in-vitro, la
información cĺınica aśı como las caracteŕısticas morfológicas de los embriones
son detalladas en la Sección 6.2.

Formalmente denotaremos por x = (x1, . . . , xn) el vector de caracteŕısticas
de un conjunto de embriones transferidos aśı como las variables cĺınicas de la
paciente y del tratamiento de fertilización in-vitro.

El problema de la selección embrionaria se ha planteado como un problema
de clasificación supervisada creando un modelo que asigne a cualquier nuevo
caso de fertilización in-vitro x = (x1, . . . , xn) un valor de variable clase C. El
valor de la variable clase está denotado por c y tiene valores {implantado, no−
implantado}, los cuales son clasificados como {0,1} asignándose el valor 1 si
ha ocurrido la implantación y el valor 0 en caso contrario. La Tabla 5.1 ilustra
cómo se caracteriza un caso de la base de datos en base a tratamientos con
grupos de tres embriones transferidos siguiendo este planteamiento.

5.6. Aportación de la medición del grosor de la zona
pelúcida en imágenes de embriones humanos por medio
de contornos activos

Como se mencionó en el Caṕıtulo 1, uno de los objetivos de este trabajo
en medir la variación del grosor de la zona pelúcida (VGZP) por medio de
los contornos activos, segmentando la zona pelúcida ya que se conoce que
la variación del grosor de la membrana está directamente relacionada con la
capacidad de implantación del embrión [Cohen y col., 1989,Palmstierna y col.,
1998,Gabrielsen y col., 2000].
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En esta sección se describe la aplicación de los contornos activos, como una
técnica para ampliar la información proporcionada por los expertos acerca de
la medida del grosor de la zona pelúcida, que debido a la subjetividad de la
evaluación y la percepción del ojo humano es dif́ıcil de determinar un grado
de variación del grosor de la zona pelúcida [Morales y col., 2008a].

El método de contornos activos es sensible a los cambios de contraste en los
ṕıxeles del contorno de la membrana de la zona pelúcida, que se caracteriza por
tener un contorno difuso. Además los embriones pueden presentar diferentes
formas (e.j. circular, eĺıpticas), VGTP y artefactos como restos de células de
granulosa o cuerpos de espermatozoides presentes en la pared exterior de la
membrana. Estas caracteŕısticas pueden generar una segmentación errónea de
la zona pelúcida.

Un problema de importancia fundamental en el análisis de la imagen es
la detección de bordes. Los contornos caracterizan las fronteras de los obje-
tos en la imagen. El proceso de la localización de esos contornos se llama
segmentación. Existen diferentes y muy variadas técnicas que se han aplica-
do a la segmentación de imágenes médicas. En [Pham y col., 2000,Withey y
Koles, 2007] se hace una revisión amplia de ellas. Usualmente, los métodos
clásicos de segmentación se dividen en métodos basados en segmentación de
regiones y métodos basados en bordes. En [Gonzales y Woods, 2002] se puede
encontrar una descripción amplia de estas técnicas. Los algoritmos basados en
segmentación de regiones usualmente buscan zonas de ṕıxeles conectados con
caracteŕısticas similares. La imagen se divide en regiones que son homogéneas
respecto a una determinada propiedad como: brillo, patrón de textura, etc. En
imágenes complejas como las imágenes médicas puede ser necesario obtener
regiones homogéneas con solapamiento. Finalmente la segmentación se realiza
en base a la información de alto nivel en función de la propiedad dominante
que se emplea.

Los métodos basados en la detección de bordes buscan los ṕıxeles con el
valor de gradiente más alto. Generalmente este tipo de métodos requieren de
una etapa posterior de preproceso, por ejemplo la umbralización o la unión
de los puntos encontrados pertenecientes a los bordes de los objetos en la
imagen. En esta tesis se propone la aplicación de los contornos activos para
la delimitación completa del contorno de la membrana de la zona pelúcida.

La técnica de los contornos activos se caracteriza por la capacidad de
deformación, cualidad que permite delimitar el contorno de una estructura
celular a pesar de la falta de homogeneidad y cambios de nivel de grises que
caracterizan a las imágenes médicas. Existe una amplia variedad de trabajos
que presentan el método de contornos activos o snake, introducido por [Kass
y col., 1987], como el método de segmentación más robusto para segmentar
imágenes médicas debido a su capacidad de localizar especialmente contornos
difusos, formados por ṕıxeles con baja intensidad. Como ejemplo se encuentran
los siguientes trabajos [McInerney y Terzopoulos, 1996,Xu y col., 2000,Boscolo
y col., 2002].
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En la literatura se encuentran los siguientes trabajos relacionados con la
segmentación de la zona pelúcida [Karlsson y col., 2004,Karlsson y col., 2005]
en los cuales se propone un método de segmentación automático basado en
el cálculo del área conjuntamente con un procedimiento probabiĺıstico para
segmentar la zona pelúcida. Esta aproximación consta de dos etapas: en la
primera, se remueve el fondo de la imagen para encontrar la pared exterior
de la membrana y después en una segunda etapa, separan el conjunto de
blastómeros que forman al embrión de la zona pelúcida para segmentar la
pared interior de la membrana. Aplicaron una máscara para remover los ar-
tefactos más grandes de las paredes de la membrana y utilizaron una función
de penalización para remover artefactos pequeños como los restos de células
de granulosa. Sin embargo, este método no resulta muy exacto en presencia
de grandes artefactos, ya que el algoritmo asume que forman parte de la zona
pelúcida y en el caso de la medición de la variación del grosor de la zona
pelúcida, resulta una medida errónea.

Por medio de las deformaciones dinámicas de los contornos activos, la
curva final es capaz de adaptarse exactamente a las paredes de la membrana
y no resulta afectado por los artefactos presentes en la zona pelúcida ya que en
este trabajo se aplicaron operadores morfológicos para remover los artefactos
más grandes.

Los contornos activos, inicialmente necesitan que se defina una posición
inicial, a partir de la cual comienza la deformación de la curva de forma
dinámica hasta minimizar una función de enerǵıa. En esta tesis se propone la
inicialización automática del snake. La inicialización automática permite al
snake, adaptarse a cualquier forma que presente el embrión, además de adap-
tarse a cualquier irregularidad presente en la membrana. Debido a la forma
circular o eĺıptica de la zona pelúcida, se implemento únicamente la forma
básica del snake propuesta por [Kass y col., 1987] por lo que no fue necesario
la implementación de otras adaptaciones al método de los contornos activos
como el propuesto por [Xu y Prince, 1998], ya que los contornos de las paredes
exterior e interior de la membrana de la zona pelúcida no presentan grandes
concavidades.

5.6.1. Contornos activos

Los contornos activos o snakes, también conocidos como modelos deforma-
bles introducidos por [Kass y col., 1987], son curvas que se deforman bajo la
influencia de fuerzas internas y externas. Tradicionalmente un contorno activo,
es una curva definida por z(s) = (x(s), y(s)) donde x e y son las coordenadas
y s es un parámetro que presenta valores en el rango [0,1]. El contorno activo
se deforma en el dominio del espacio de la imagen para minimizar la siguiente
función de enerǵıa:
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Esnake =
∫ 1

0

(Eint(z(s) + Eext(z(s))ds (5.1)

donde Eint es la enerǵıa interna definida como Eint = α|z′(s)|2 + β|z′′(s)|,
donde z′ y z′′ corresponden a la primera y segunda derivada de z(s) respec-
tivamente, α y β son parámetros de peso que sirven para controlar la tensión
y rigidez de la curva (snake).

La fuerza externa Eext es una función de potencial, la cual es diseñada
para que el contorno activo sea atráıdo por el contorno del objeto u otras
caracteŕısticas de interés. El diseño de las fuerzas externas es muy importante,
ya que determinan directamente la precisión y el comportamiento del snake.
En este trabajo se necesita identificar los ṕıxeles con valores altos de gradiente,
los cuales representan los ṕıxeles con un cambio brusco de nivel de gris.

Si se considera la imagen como una función continua f(x, y), su derivada
tiene un máximo local en la dirección del contorno. Es por esto que las técnicas
empleadas para la detección de contornos se basan en la medida del gradiente.

La función de potencial, caracterizada por fuerzas de potencial Gaussianas
en todo el dominio de la imagen, es definida como:

P (x, y) = −γ|∇[Gσ(x, y) ∗ I(x, y)]|2 (5.2)

donde ∇ y ∗ son los operadores de gradiente y convolución respectivamente,
γ es un parámetro de peso, Gσ(x, y) es un filtro Gaussiano con una desviación
estándar σ, e I(x, y) corresponde a la imagen.

Un contorno activo z(s) que minimice la función de enerǵıa Esnake debe
satisfacer la ecuación de Euler, la cual puede considerarse como una fuerza
de balance definida por Fint + Fext = 0 donde Fint = αz′′(s) − βz′′′′(s) y
Fext = −∇Eext. Para calcular estas ecuaciones, la curva paramétrica del sna-
ke se calcula dinámicamente tratando a z en función del tiempo z(s, t).

5.6.2. Inicialización automática del contorno activo

La inicialización automática del contorno activo, propuesta en este trabajo,
consiste en definir un ćırculo lo más cercano posible al borde exterior de la
zona pelúcida. La ubicación del ćırculo se calculó promediando el centro de 60
imágenes. El radio del ćırculo se calculó desde el centro propuesto a un punto
en el mapa de bordes en el eje x. En el caso de que el centro calculado no
coincida o no esté lo suficientemente cerca del centro de la imagen original,
se calculó un nuevo centro a partir del mapa de bordes, especialmente en las
imágenes de embriones con forma eĺıptica o irregular.

Para la aplicación de la técnica de los contornos activos es necesario aplicar
una serie de técnicas para el preproceso de la imagen aśı como para la gene-
ración de un mapa de bordes, al cual se aplican los contornos snakes. En el
Apéndice A se describen las etapas anteriores a la segmentación automática.
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5.6.3. Medición del grosor de la zona pelúcida

Se realizó un estudio con 76 imágenes de los embriones con mayor via-
bilidad de desarrollarse en un embrión sano (Tipo I) de un grupo de tres
embriones transferidos en el tratamiento de reproducción humana asistida de
los cuales en 34 casos se registró su implantación y los 42 casos restantes
pertenecen al grupo de los tratamientos donde no se logró la implantación.

La medición de la VGZP se realizó automáticamente por medio de con-
tornos activos, los cuales coincidieron con las paredes interior y exterior de la
zona pelúcida. El muestreo de VGZP se realizó en 360 grados, un grado por
cada punto.

Se realizó una experimentación emṕırica sobre el ajuste de la curva del
contorno activo, con varios valores de α y β para controlar el grado de elas-
ticidad y rigidez respectivamente obteniéndose con los valores de α = 0,5 y
β = 0,2 un mejor ajuste del snake al contorno de la zona pelúcida.

(a) (b) (c)

Figura 5.5. (a) Imagen original, (b) Segmentación automática de la zona pelúcida
por medio de snakes y (c) Segmentación manual de la zona pelúcida.

La Figura 5.5(a) muestra la imagen original del embrión, en la Figura
5.5 (b) se puede observar la segmentación final de la zona pelúcida, y la
Figura 5.5(c) muestra la zona pelúcida segmentada manualmente.

5.6.4. Resultados

Con el propósito de cuantificar la precisión de la localización de los con-
tornos de la membrana con la segmentación automática, se segmentó ma-
nualmente la zona pelúcida de 20 imágenes de embriones, las cuales fueron
supervisadas por el biólogo responsable de la selección de embriones de la Uni-
dad de Reproducción Asistida de la Cĺınica del Pilar. Este grupo de imágenes
incluyen variaciones en la forma del embrión aśı como restos de células de
granulosa en la zona pelúcida como se muestra en la Figura 5.6.
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Para medir la precisión de la segmentación automática de la zona pelúcida,
aplicando el método de contornos activos, se midió la coincidencia de los
contornos de la segmentación automática y manual midiendo la coincidencia
MP entre dos regiones, la cual es definida como:

MP =
np(SM

⋂
SS)

n(SM
⋃

SS)
(5.3)

donde SM es la imagen segmentada manualmente por el experto y SS denota
la imagen segmentada automáticamente por los contornos activos; n es el
número de ṕıxeles en la región.

La Figura 5.5(a) muestra la imagen original del embrión, en la Figura
5.5 (b) se puede observar la segmentación final de la zona pelúcida, y la
Figura 5.5(c) muestra la zona pelúcida segmentada manualmente.

(a) (b) (c)

Figura 5.6. Segmentación automática de imágenes de embriones humanos con pre-
sencia de artefactos y diferentes formas. (a) Forma eĺıptica, (b) artefactos en la zona
pelúcida y (c) zona pelúcida no uniforme.

Resultado Número de Media
FIV ciclos VGZP

implantación 34 23.58±6.28

no-implantación 42 16.31 ± 5.71

Tabla 5.2. Valor de la media de la variación del grosor de la membrana, zona
pelúcida (VGZP) entre los grupos de imágenes de embriones implantados y el grupo
de embriones que no se implantaron.

También se analizó la relevancia de la variación en el grosor de la zona
pelúcida, entre el grupo de embriones implantados y el grupo de embriones no
implantados, incluyendo únicamente las imágenes de los embriones Tipo I de
acuerdo a la catalogación del embrión propuesta por [Veek, 1999]. De acuerdo



5.6 Medición del grosor de la zona pelúcida 65

a la medida de variación del grosor de la zona pelúcida definida en [Cohen
y col., 1989] la variación del grosor de la zona pelúcida se calcula de la siguiente
forma:

ZPvar = [(ZPmax − ZPmedia)/ZPmedia]× 100 (5.4)

donde ZPmax es la zona con mayor grosor y ZPmedia es la media del grosor
de la zona. La variación del grosor de la zona pelúcida se calculó en base a
esta medida.

La Tabla 5.2 muestra los resultados de la media de VGZP obtenida a
partir de la segmentación automática por modelos de contornos activos de
76 imágenes de embriones, con una inicialización automática. Se obtuvo una
media (desviación standard) de VGZP de 23.58 (6.28) para el grupo de em-
briones implantados y para el grupo de no implantados obtuvimos una media
(desviación standard) de 16.31 (5.71). En base a los resultados obtenidos se
puede establecer su relación con la conclusión de [Gabrielsen y col., 2000] con
respecto a la relevancia de la medida de la variación del grosor de la zona
pelúcida en el tercer d́ıa de cultivo, para predecir el éxito del tratamiento de
fertilización in-vitro.
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Recomendaciones metodológicas para la
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reproducción asistida
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Multi-clasificador Gaussian-stacking aplicado
a la selección embrionaria

Este Caṕıtulo está organizado de la siguiente manera. En la primera Sec-
ción 6.1 se realizan un par de experimentos para validar el método del multi-
clasificador Gaussian-stacking (Caṕıtulo 4) y en la sección final se aplica el
multi-clasificador al problema de la selección embrionaria. La Sección 6.1.1
describe un par de experimentos realizados con el propósito de validar el
método propuesto en esta tesis del multi-clasificador Gaussian-stacking. La
Sección 6.1.2 contiene los resultados del primer estudio, en el que se aplicaron
algunos de los paradigmas de clasificación supervisada más representativos en
el aprendizaje automático los cuales fueron descritos en la Sección 4.6. La Sec-
ción 6.1.3 reporta los resultados del segundo estudio obtenidos por cada uno
de multi-clasificadores Gaussian-stacking inducidos, los cuales fueron compa-
rados con los obtenidos por los clasificadores base, reportados en la Sección
6.1.2.

Finalmente en la última parte de este caṕıtulo se describe un tercer estu-
dio. En la Sección 6.2 se aplicó el multi-clasificador Gaussian-stacking a un
problema médico complejo de ı́ndole social como es la infertilidad. En parti-
cular se aplicaron cinco diferentes multi-clasificadores Gaussian-stacking en
la selección de un conjunto de embriones transferidos a la paciente en tra-
tamientos de fertilización in-vitro para predecir su éxito en términos de la
implantación.

Todos los paradigmas de clasificación incluidos como clasificadores-base
se encuentran en el entorno de WEKA (Waikato Environment for Knowledge
Analysis) el cual contiene una colección de diversos paradigmas de clasificación
contenidos en el estado del arte de la mineŕıa de datos. Una de las principales
ventajas de WEKA es la variedad de herramientas para la transformación de
bases de datos y su discretización aśı como poder evaluar diferentes clasifica-
dores estad́ısticamente, incluyendo varias medidas de validación de los mode-
los de clasificación ampliamente aplicados en el campo de mineŕıa de datos
y aprendizaje automático. El entorno de WEKA se encuentra documentado
en [Witten y Frank, 2005].
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6.1. Validación del multi-clasificador Gaussian-stacking

El multi-clasificador Gaussian-stacking combina diferentes paradigmas de
clasificación, denominados clasificadores-base, por medio de una red condicio-
nal Gaussiana aplicada como meta-clasificador. Con el propósito de validar el
método del multi-clasificador Gaussian-stacking se desarrollaron los siguientes
experimentos.

6.1.1. Diseño experimental

Base de número de número de número de variables número de
Datos instancias clases discretas/continuas atributos

balance 625 3 0/4 4

breast-cancer 286 2 9/0 9

breast-W 699 2 9/0 9

diabetes 768 2 0/8 8

heart-statlog 270 2 6/7 13

hepatitis 155 2 13/6 19

ionosphere 351 2 0/34 34

iris 150 3 0/4 4

sonar 208 2 0/60 60

tic-tac-toe 958 2 9/0 9

vote 435 2 16/0 16

waveform 5000 3 0/21 21

wine 178 3 0/13 13

Tabla 6.1. Lista de bases de datos seleccionadas del repositorio UCI aplicadas
ampliamente en el campo de la mineŕıa de datos.

En este estudio se evaluó individualmente el comportamiento de diferentes
paradigmas de clasificación supervisada clásicos como: naive Bayes, IB1, J48,
K*, naive Bayes KDE, tablas de decisión (DT) y algoritmos de máquinas de
soporte vectorial (SMO), los cuales fueron aplicados como clasificadores-base.

Los clasificadores-base se aplicaron a trece bases del repositorio de datos
UCI [Asuncion y Newman, 2007] como son: balance, breast-cancer, breast-
W, diabetes, heart-statlog, hepatitis, ionosphere, iris, sonar, tic-tac-toe, vote,
waveform y wine. La Tabla 6.1 muestra una lista de las bases de datos incluidas
en este estudio aśı como las propiedades de cada una, como son: número de
casos, número de clases, número de variables discretas o continuas y número
de atributos.

Se aplicó el método de k-subconjuntos validación-cruzada con el propósito
de evitar el problema de sobre ajuste de los datos (overfitting) de los clasifi-
cadores con un valor de k = 10. El porcentaje de bien clasificados se calculó a
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partir del promedio de los 10 procesos de clasificación. Todas las bases de datos
con datos continuos fueron discretizadas aplicando el método de discretización
de igual frecuencia [Dougherty y col., 1995], con 10 intervalos.

Con el propósito de medir la exactitud y el rendimiento del multi-
clasificador Gaussian-stacking, en el segundo estudio se aplicaron individual-
mente, cinco redes Gaussianas, como meta-clasificador para combinar siete
diferentes paradigmas de clasificación (clasificadores-base) aplicando a trece
bases de datos del repositorio de UCI. En base a los resultados que se muestran
en la Sección 6.1.3 se validó cada uno de multi-clasificadores Gaussian-stacking
comparándose con los obtenidos por los clasificadores base, reportados en la
Sección 6.1.2.

6.1.2. Resultados experimentales a partir de clasificadores-base

A continuación se describen los resultados obtenidos por los paradig-
mas de clasificación supervisada que posteriormente fueron aplicados como
clasificadores-base. En la Tabla 6.2 se muestra la precisión de cada clasifi-
cador en términos del porcentaje de bien clasificados aśı como su desviación
estándar. Para cada base de datos el clasificador con mayor porcentaje de
casos bien clasificados ha sido resaltado con negrillas.

La Tabla 6.2 muestra que el clasificador naive Bayes KDE obtuvo la mayor
precisión en el caso de bases de datos con variables continuas como balance,
ionosphere, iris y wine, aśı como bases de datos con variables tanto discretas
como continuas como es el caso de las siguientes bases de datos: statlog, he-
patitis, y breast W. En el caso de otros problemas de clasificación con datos
continuos como por ejemplo diabetes y waveform el clasificador SMO obtuvo
el mayor porcentaje de casos bien clasificados. El clasificador IB1 presentó el
mejor comportamiento en el caso de las bases de datos sonar y tic-tac-toe, las
cuales contienen datos continuos y discretos respectivamente. En el caso de las
bases de datos breast cancer y vote ambas con datos discretos el clasificador
J48 obtuvo el mayor porcentaje de casos bien clasificados.

6.1.3. Resultados experimentales a partir del multi-clasificador
Gaussian-stacking

En la siguiente etapa se realizó un segundo experimento incluyendo los
mismos siete clasificadores del experimento anterior de uso habitual en la
literatura y de diversa naturaleza (naive Bayes, IB1, J48, K*, KDE, DT y
SMO) como clasificadores-base para construir el multi-clasificador Gaussian-
stacking.

Una vez más consideramos las mismas trece bases de datos utilizadas en
el experimento anterior para aplicar cada una a los clasificadores-base. Cons-
truimos un nuevo vector de caracteŕısticas compuesto por la concatenación de
las distribuciones de probabilidad de la clase de cada clasificador anexando
el valor de la clase real. Finalmente se construyó una meta-base de datos la



72 6 Gaussian-stacking aplicado a la selección embrionaria

Base de datos naive Bayes IB1 J48 K

balance 90.40±1.72 86.56±2.70 76.64±3.77 88.48±2.27

breast-cancer 71.67±7.90 72.37±9.48 75.52±5.57 73.42±9.30

breast-W 95.99±1.63 95.13±3.44 94.56±3.62 95.42±2.68

diabetes 76.30±5.52 70.18±4.69 73.82±5.66 69.14±2.62

heart-statlog 83.70±7.02 75.18±8.56 76.66±9.08 75.18±9.41

hepatitis 84.51±8.13 80.64±8.43 83.87±7.24 81.93±8.55

ionosphere 82.62±5.46 86.32±4.58 91.45±3.27 84.61±6.21

iris 96.00±4.66 95.33±5.48 96.00±5.62 94.66±5.25

sonar 67.78±9.29 86.53±7.00 71.15±7.10 84.61±7.85

tic-tac-toe 69.62±3.06 98.95±0.98 84.55±3.93 96.86±1.63

vote 90.11±4.55 92.41±3.53 96.32±3.42 93.33±4.34

waveform 76.00±1.49 75.12±1.13 75.36±2.25 77.02±1.12

wine 98.87±2.34 98.31±3.74 93.82±3.14 98.31±3.74

Base de datos naive Bayes - KDE DT SMO

balance 91.36±1.37 74.56±3.89 87.68±2.51

breast-cancer 71.67±7.90 72.72±7.57 69.58±7.54

breast-W 97.56±1.79 95.42±2.67 96.99±2.07

diabetes 74.60±6.38 73.30±3.63 77.34±4.06

heart-statlog 84.44±4.55 82.96±7.44 84.07±5.53

hepatitis 85.80±7.98 81.29±11.08 85.16±7.82

ionosphere 91.73±2.05 89.45±4.47 88.60±4.26

iris 96.66±4.71 92.66±5.83 96.00±4.66

sonar 73.07±9.44 74.51±8.17 75.96±7.79

tic-tac-toe 69.62±3.06 78.28±1.86 98.32±1.49

vote 90.11±4.55 95.17±5.08 96.09±3.40

waveform 81.76±1.49 73.58±2.84 86.18±1.14

wine 98.87±2.34 96.62±2.89 98.31±2.68

Tabla 6.2. Resultados de siete clasificadores clásicos aplicados a trece problemas
de clasificación supervisada.

cual fue utilizada para la clasificación del nivel superior del esquema stacked
aplicando.

En el meta-nivel, se aplicó diferentes multi-clasificadores Gaussian-stacking
los cuales fueron descritos en el caṕıtulo anterior como son los clasificadores
filter-ranking-naive Bayes, wrapper-selective naive Bayes, wrapper-semi naive
Bayes, wrapper-tree augmented naive Bayes y wrapper-k-dependence Bayesian
classifier adaptados al dominio continuo [Pérez y col., 2006].

Con el propósito de medir la mejora de la precisión del multi-clasificador
propuesto en esta tesis (Gaussian-stacking), se comparó el mayor porcentaje
de casos bien clasificados de los diferentes clasificadores-base (naive Bayes,
IB1, J48, K, naive Bayes KDE, tablas de decisión y máquinas de soporte
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Base de datos filter-ranking NB wrapper-selectiveNB seminaive Bayes wrapper-TAN wrapper-kDB

balance 93.92 ± 1.71 95.68 ± 2.01 95.67 ± 2.98 95.68 ± 3.28 95.67 ± 1.61

breast-cancer 75.51 ± 9.47 75.46 ± 5.83 75.60 ± 10.99 75.49 ± 6.50 75.50 ± 2.85

breast-W 97.13 ± 2.39 97.27 ± 1.75 97.28 ± 1.85 97.28 ± 1.62 97.13 ± 1.43

diabetes 78.78 ± 4.49 78.25 ± 5.18 78.26 ± 3.92 78.12 ± 4.39 78.25 ± 5.23

heart-statlog 85.55 ± 7.30 85.55 ± 6.07 84.07 ± 4.69 85.18 ± 6.82 84.07 ± 9.52

hepatitis 84.50 ± 8.12 85.74 ± 8.33 85.66 ± 7.17 87.12 ± 9.42 85.12± 5.85

ionosphere 93.73 ± 3.98 94.00 ± 3.49 93.73 ± 5.23 93.73 ± 4.37 93.73 ± 4.57

iris 96.00 ± 4.42 96.00 ± 4.42 94.66 ± 5.81 96.00 ± 4.42 96.00 ± 5.33

sonar 87.07 ± 7.40 88.07 ± 8.82 87.47 ± 7.17 87.47 ± 7.60 87.54 ± 7.14

Tic-tac-toe 98.53 ± 0.95 98.85 ± 1.27 99.58 ± 0.51 98.85 ± 0.98 98.53 ± 1.06

vote 96.80 ± 3.54 96.55 ± 2.12 96.32 ± 2.75 96.78 ± 1.12 96.76 ± 2.98

waveform 84.50 ± 1.52 84.69 ± 1.86 84.92 ± 1.38 84.59 ± 1.70 84.68 ± 1.79

wine 98.88 ± 2.22 99.44 ± 1.66 99.44 ± 1.66 99.44 ± 1.66 99.44 ± 1.66

Tabla 6.3. Resultados de cinco multi-clasificadores Gaussian-stacking.

vectorial) reportados en la Tabla 6.2 con los resultados obtenidos de los cinco
meta-clasificadores Gaussian-stacking propuestos en este trabajo los cuales se
presentan en la Tabla 6.3.

En la Tabla 6.3 se resalta en negrilla el porcentaje más alto de casos
bien clasificados entre los cinco multi-clasificadores Gaussian-stacking. En to-
dos los casos los cinco multi-clasificadores obtienen mejor precisión que cada
uno de los clasificadores-base para cada dominio presentado en la Tabla 6.2.
Estos resultados demuestran lo propuesto por [Dietterich, 1998] donde repor-
ta que el método de pila obtiene mejores resultados que cualquiera de los
clasificadores-base. Por ejemplo, si consideramos la base de datos de diabetes
y el clasificador-base SMO siendo el que obtuvo 77.34 ± 4.06 el mayor porcen-
taje de casos bien clasificados reportado en la Tabla 6.2 el cual resulta inferior
a cualquiera de los resultados obtenidos por los cinco multi-clasificadores Gau-
ssian stacking propuestos. El clasificador filter-ranking naive Bayes obtuvo el
porcentaje de casos bien clasificados más alto con un 78.78 ± 4.49 y en el caso
opuesto es el del clasificador wrapper-TAN que obtuvo el porcentaje de casos
bien clasificados más bajo con un 78.12 ± 4.39.

En base a los resultados reportados en la Tabla 6.3, queda validado el
modelo del multi-clasificador Gaussian-stacking y se demuestra que el meta-
clasificador basado en redes Gaussianas es un método adecuado para combinar
las distribuciones de probabilidad de la clase de diferentes paradigmas de
clasificación.

Con el propósito de comparar el comportamiento de los cinco multi-
clasificadores Gaussian-stacking (filter-ranking naive Bayes, wrapper-selective
naive Bayes, seminaive Bayes, wrapper-TAN y wrapper-kDB ) aplicados a tre-
ce bases de datos del repositorio UCI, se aplicó la prueba no paramétrica de
Kruskal-Wallis y con un valor de p = 0,9986 no se encuentra una diferencia
significativa entre ellos.
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6.2. Multi-clasificador Gaussian-stacking aplicado al
problema supervisado de la selección embrionaria

.
El propósito del tercer estudio es aplicar diferentes multi-clasificadores ba-

sados en el esquema Gaussian-stacking, los cuales son descritos en el Caṕıtulo
4 al complejo problema biomédico de la selección de los mejores embriones
en tratamientos de reproducción asistida, y predecir la viabilidad de implan-
tación de algún embrión del conjunto transferido, el cual ha sido planteado
como un problema de clasificación supervisada.

6.2.1. Base de datos

La base de datos fue obtenida de 63 expedientes cĺınicos del programa de
fertilización in-vitro de la unidad de reproducción de la Cĺınica del Pilar en
San Sebastián, Guipúzcoa durante el periodo de julio de 2003 a diciembre de
2005. Los 63 casos fueron escogidos de un total de 89 ciclos de tratamientos de
fertilización in-vitro de pacientes entre 27-46 años. Los tratamientos en los que
se transfirieron dos embriones se descartaron, ya que la condición necesaria que
empleamos para seleccionar los casos incluidos en el presente estudio fueron
los tratamientos en los que se transfirió un grupo de tres embriones.

Variable Rango de valores

Ciclo actual Numérico
Tratamientos previos Numérico
Edad Numérico
Donante {Si,No}
Calidad del semen {Buena,Media,Defectuosa}
Causa femenina {Si,No}
Causa masculina {Si,No}
Tipo de esterilidad {Primaria,Secundaria}
Número de células Numérico
Catalogación del cigoto {Z1,Z2,Z3,Z4}
Catalogación del embrión {Tipo I, Tipo II, Tipo III, Tipo IV, Tipo V}
Tamaño de los blastómeros {Igual, Desigual, Defectos en el citoplasma}
Grado de fragmentación {0%,(0-10]%,(10-25]%,(25-50] %,(50-100]%}
Grosor de la zona pelúcida {Delgada,Gruesa,Muy Gruesa}
Blastómeros multinucleados {Si,No}
Número de embriones transferidos Numérico
Número de embriones congelados Numérico
Calidad en la transferencia de embriones {Buena,Media,Defectuosa}
Dı́a de transferencia Numérico

Tabla 6.4. Lista de variables y su correspondiente rango de valores, incluidos en la
primera base de datos obtenida de la Cĺınica del Pilar, San Sebastián. Utilizada en
los Caṕıtulos 6 y 8.

El protocolo aplicado en la Cĺınica del Pilar para la selección embrionaria
está basado primeramente en la catalogación del sistema propuesto por [Scott
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y col., 2000] para la catalogación del cigoto y posteriormente en la evaluación y
catalogación morfológica del embrión basado en el sistema propuesto en [Veek,
1999], ambos descritos en el Caṕıtulo 5.

Dichas evaluaciones fueron registradas en la base de datos junto con las
variables relacionadas con datos cĺınicos y del tratamiento como son la edad de
la paciente, el número de ciclos previos, el ciclo actual, la calidad del esperma,
causa de infertilidad femenina o masculina, infertilidad primaria o secundaria,
número de embriones transferidos, si dichos embriones eran descongelados o
frescos, etc. La Tabla 6.4 muestra la lista de variables incluidas en la base de
datos y sus respectivos valores.

6.2.2. Diseño experimental

Se aplicaron los algoritmos wrapper-TAN, wrapper-kDB, wrapper-selective
naive Bayes y wrapper-semi naive Bayes, como meta-clasificadores para indu-
cir diferentes multi-clasificadores Gaussian-stacking. La búsqueda del mejor
modelo fue guiada en todos los casos siguiendo la medida de mejora en la
clasificación en base al porcentaje de casos bien clasificados. La única excep-
ción fue el modelo filter-ranking naive Bayes, en el que la búsqueda del mejor
modelo está basada en el criterio de información mutua.

Los datos aplicados para la inducción de cada meta-clasificador fueron ob-
tenidos de las distribuciones de probabilidad de la variable clase, producto de
la clasificación de siete clasificadores-base (naive Bayes, IB1, J48, K*, naive
Bayes KDE, decision table (DT) y máquina de soporte vectorial (SMO)). A es-
ta información se añadió el resultado del tratamiento de fertilización in-vitro,
como la variable clase. Se aplicó a cada clasificador-base la base misma base
de datos, la cual contiene 18 casos de tratamientos que resultaron exitosos re-
gistrándose la implantación y 45 casos en los que no se logró (no-implantados).
Cada caso contiene un conjunto de tres embriones transferidos. Se aplicó una
validación cruzada dejando-uno-fuera en cada clasificador-base, evitando de
esta manera el problema de sobre ajuste de los datos (overfitting).

6.2.3. Resultados experimentales

En esta Sección se muestran los resultados obtenidos al aplicar cinco di-
ferentes multi-clasificadores Gaussian-stacking al problema de la selección de
un conjunto de tres embriones para ser transferidos en tratamientos de ferti-
lización in-vitro.

La Tabla 6.5 muestra el porcentaje de casos bien clasificados y su desvia-
ción estándar (SD). El algoritmo wrapper-semi naive Bayes obtuvo la máxima
precisión del conjunto de meta-clasificadores con un porcentaje de casos bien
clasificados del 71.66±17.89 mientras que el clasificador filter-ranking naive
Bayes obtuvo una precisión del 58.09±20.45.
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Clasificador Precisión±SD
Gaussian-stacking

filter-ranking naive Bayes 58.09±20.45
wrapper selective naive Bayes 71.19±15.52
wrapper semi naive Bayes 71.66±17.89
wrapper-TAN 71.19±14.65
wrapper-kDB 71.19±18.76

Tabla 6.5. Resultados de cinco multi-clasificadores Gaussian-stacking aplicados al
problema de selección embrionaria en tratamientos de fecundación in-vitro.

Como prueba adicional con el propósito de comparar el grado de acuer-
do entre clasificadores-base, se realizó un análisis de concordancia entre pa-
res de clasificadores-base, aplicando la prueba estad́ıstica Kappa. El par de
clasificadores-base que obtuvieron el más alto ı́ndice Kappa fueron los clasifi-
cadores naive Bayes y SMO con un ı́ndice Kappa de 0.5414, y los algoritmos
J48 y K* un valor Kappa de 0.5280. El par de clasificadores que obtuvieron
el más bajo ı́ndice Kappa fueron los algoritmos DT y SMO con -0.0073. Los
ı́ndices Kappa obtenidos se pueden interpretar en base a la escala propuesta
por [Landis y Koch, 1977] en el que se corresponden con un grado de concor-
dancia moderado entre pares de clasificadores, y en el caso de que el par de
clasificadores con ı́ndice Kappa negativo, demuestra que hay un desacuerdo
sistemático entre el par de clasificadores.

El trabajo presentado en este caṕıtulo es avalado por [Morales y col.,
2008b].
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Selección del mejor embrión para su
transferencia en tratamientos de reproducción
humana asistida

Introducción

El propósito de este estudio es aplicar los modelos clásicos de los clasifi-
cadores Bayesianos al problema de selección embrionaria, eligiendo al mejor
embrión para su transferencia en tratamientos de fertilización in-vitro aśı co-
mo la predicción de la viabilidad de implantación del embrión, el cual ha sido
planteado como un problema de clasificación supervisada.

Este estudio difiere de todos los planteados en los Caṕıtulos 6, 8 y 9 en los
cuales se planteó la selección de un conjunto de embriones en base a informa-
ción cĺınica y morfológica de los embriones transferidos en el tratamiento de
reproducción in-vitro.

7.1. Base de datos

Tanto las imágenes de embriones en nuestros experimentos, como su carac-
terización por momentos centrales se obtuvieron por el estudio publicado en
la literatura por [Patrizi y col., 2004], en el cual los datos y su validación son
aproximados de diferente manera. Los tratamientos de reproducción asistida
fueron conducidos en el Centro Genesis, Roma, Italia durante el periodo entre
enero 1998 y diciembre 2001. La base de datos incluye 275 ciclos de inyección
de esperma intra citoplasmática (ICSI) realizados en 195 pacientes [Patrizi
y col., 2004].

Para este estudio fueron seleccionados y fotograbados 249 embriones.
Imágenes de embriones en la etapa de cuatro células fueron consideradas en-
tre 40 y 50 horas después de la fertilización y antes de la transferencia. Los
embriones fueron catalogados de acuerdo a la escala [Mills, 1992]. La Figura
7.1 muestra algunos ejemplos de imágenes de los embriones seleccionados.

Se aplicaron los momentos centrales para extraer la información morfológi-
ca del embrión a partir de la imagen. Los momentos centrales son una técnica
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Figura 7.1. Imágenes reales de embriones adquiridas en el Centro Genesis (Roma,
Italia), catalogados en base a la escala de Mills [Mills, 1992] como embriones con
una calidad estándar.

matemática que permite la caracterización de la forma de los objetos conte-
nidos en la imagen. En especial en imágenes médicas donde los contornos de
las estructuras suelen ser difusos conteniendo variaciones sutiles en la intensi-
dad suelen ser aplicados los momentos centrales. La intensidad de los ṕıxeles
de la imagen indica la homogeneidad de la imagen, si tiene zonas oscuras o
claras y cómo están distribuidas. En el Apéndice C se explican con detalle los
momentos centrales.

Se calcularon los primeros seis momentos centrales a partir de la distribu-
ción de los ṕıxeles en las direcciones horizontal y vertical. El primer momento
central se descartó, ya que su valor es cero. Los siguientes diez valores se utili-
zaron para formar un vector de caracteŕısticas para cada embrión añadiéndole
el valor de la clase real. La clase real tiene un valor de 1 si ha ocurrido la im-
plantación y el valor 0 en caso contrario.

7.2. Diseño experimental

Se adaptaron los clasificadores Bayesianos con un aprendizaje sensible al
coste del error variando el umbral de decisión τ [Breiman y col., 1984,Duda
y col., 2001]. Los clasificadores aplicados en este caṕıtulo son: el clasificador
naive Bayes, selective naive Bayes, semi naive Bayes, TAN y kDB aśı como los
clasificadores con un enfoque de envoltura para inducir los modelos wrapper -
TAN y wrapper -kDB, los cuales fueron introducidos en el Caṕıtulo 3.

Debido a que las variables predictoras son continuas, se aplicó un algo-
ritmo de igual frecuencia [Dougherty y col., 1995] en tres intervalos, para su
discretización. Se adaptaron los clasificadores Bayesianos sensibles al coste del
error en el marco de trabajo del software Elvira [Elvira Consortium, 2002].

Con el propósito de validar los clasificadores Bayesianos, se aplicó una va-
lidación cruzada con diez subconjuntos estratificados y se comparó el compor-
tamiento de los clasificadores en base al análisis del área bajo la curva ROC.
En base al método de la regla trapezoidal propuesta por [Bamber, 1975] se
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calculó del área bajo la curva ROC. Este método es equivalente a la prue-
ba estad́ıstica de Mann-Whitney. Se consideraron diez valores del área bajo
la curva con un intervalo de confianza del 95 % para cada una de las curvas
ROC obtenidas.

Se aplicó al proceso de clasificación el aprendizaje sensible al coste variando
los valores del umbral de decisión τ para la clasificación, introducido en la Sec-
ción 2.2. En este estudio se han tenido en cuenta 1000 valores para el umbral
de decisión τ . Para cada valor del umbral de decisión, se aplicó la Ecuación
(2.2) adaptada a la etapa de clasificación de los clasificadores Bayesianos.

Como se mencionó en el Caṕıtulo 3, los algoritmos TAN y kDB aplican
el criterio de información mutua para guiar la búsqueda del mejor modelo.
En [Blanco y col., 2005] se presenta una alternativa para la inducción de
estos modelos, introduciendo los clasificadores wrapper -TAN y wrapper -kDB,
donde la búsqueda en el espacio de las posibles estructuras, de los modelos
TAN y kDB, está guiada por la medida de mejora de la clasificación en base
al porcentaje de casos bien clasificados.

7.3. Resultados experimentales

Con el propósito de evaluar la precisión de los clasificadores Bayesianos
aplicados a la selección del mejor embrión en base a su caracterización mor-
fológica por medio de los momentos centrales se presentan en la Tabla 7.1 los
resultados obtenidos aplicando una validación-cruzada con 10 subconjuntos
estratificados. El clasificador wrapper -TAN obtuvo la mayor precisión con un
porcentaje de casos bien clasificados de 91.25±11.86, siendo el clasificador se-
mi naive Bayes el que menor porcentaje de éxito presenta, con un porcentaje
de casos bien clasificados de 78.48±02.62.

La Figura 7.2 muestran las curvas ROC obtenidas por los clasificadores
Bayesianos aplicados en este estudio: naive Bayes, selective naive Bayes, semi
naive Bayes, TAN, kDB, wrapper -TAN y wrapper -kDB. Cada curva ROC
se obtuvo con cien valores muestreados de los 1000 valores del umbral de
clasificación τ , mostrándose asimismo diez barras de error con un intervalo de
confianza del 95 %.

En la Figura 7.2 se observa que los clasificadores wrapper-TAN, wrapper-
kDB, TAN y kDB tienen el área bajo la curva más alta. El clasificador kDB
alcanza la mejor sensibilidad con un 82 %, con una especificidad del 80 %. El
clasificador wrapper-TAN alcanza una sensibilidad más alta con un 92 % y
una especificidad del 60 %. El mejor clasificador con una relación sensibilidad y
especificidad del 90 % y 74% respectivamente es el clasificador wrapper-kDB.

La Tabla 7.2 muestra el área bajo las curvas ROC y sus intervalos de
confianza del 95 %. Los clasificadores wrapper-TAN, wrapper-kDB, kDB y
TAN tienen la más alta AUC con los valores 0.9994, 0.9991, 0.9819 y 0.9454
respectivamente. Los clasificadores semi naive Bayes, selective naive Bayes
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(a) naive Bayes (b) selective naive Bayes

(c) TAN (d) kDB

(e) wrapper -TAN (f) wrapper -kDB

Figura 7.2. Gráficas de las curvas ROC de diferentes clasificadores Bayesianos
aplicados a la selección del mejor embrión, con intervalos de confianza del 95%
basados en 10 ejecuciones.
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Clasificador Precisión±SD

naive Bayes 85.49±17.57
selective naive Bayes 83.33±16.10
semi naive Bayes 78.48± 2.62
TAN 89.17±15.80
kDB 88.33±12.85
wrapper-TAN 91.25±11.86
wrapper-kDB 87.63±11.24

Tabla 7.1. Resultados del porcentaje de casos bien clasificados de diferentes clasifi-
cadores Bayesianos aplicados a la selección embrionaria a partir de las caracteŕısticas
extráıdas de la imagen.

y naive Bayes, obtuvieron 0.7008, 0.8483 y 0.8918 áreas bajo la curva ROC,
respectivamente.

Clasificador AUC

naive Bayes 0.8918±0.0718
selective naive Bayes 0.8483±0.0175
semi naive Bayes 0.7008±0.0643
TAN 0.9454±0.0785
kDB 0.9991±0.0525
wrapper-TAN 0.9994±0.0589
wrapper-kDB 0.9819±0.0264

Tabla 7.2. Áreas bajo la curva ROC y sus intervalos de confianza del 95% para
cada uno de los siete diferentes clasificadores Bayesianos aplicados a la selección del
embrión más viable para su transferencia en tratamientos de fertilización in-vitro.

Finalmente, con el propósito de poder comparar los resultados obtenidos
por clasificadores Bayesianos se realizó otro experimento en el que se aplicó un
estimador log-likelihood con penalización (ridge) [Le Cessie y Van Houwelin-
gen, 1992] de regresión loǵıstica al problema de selección embrionaria, el cual
ha sido ampliamente aplicado en la literatura [Verberg y col., 2007,della Ra-
gione y col., 2007,Van Peperstraten y col., 2008].

Brevemente se comentará que la regresión loǵıstica es una herramienta
estad́ıstica que permite modelar la relación entre una o más variables con
un conjunto de variables predictoras independientes o covariables, ya sean
cualitativas o cuantitativas. En el caso de una variable cualitativa, dicotómica
se aplica la regresión loǵıstica binaria o binomial y en el caso de analizar
más de dos valores se palica la regresión loǵıstica multinomial. Al aplicar una
penalización (ridge) al algoritmo de verosimilitud (log-likelihood) se evita el
problema de la multicolinealidad (vectores de caracteŕısticas casi idénticas)
incluyendo solo los coeficientes de regresión con un valor mayor (relevantes).
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El uso de penalidades en regresión loǵıstica fue propuesto por [Le Cessie y
Van Houwelingen, 1992], siendo la variable clase de tipo ordinal.

Para la clasificación con el método de regresión loǵıstica con penalización
se utilizaron los valores predeterminados en el entorno de trabajo WEKA
[Witten y Frank, 2005]. La precisión del estimador fue del 82.23 %, con un
área bajo la curva ROC de 0.535 en base a una validación cruzada de 10
subconjuntos.

Comparando los resultados registrados en la literatura para el problema de
la selección embrionaria, obtenemos un buen desempeño de los clasificadores
Bayesianos, en especial para wrapper -TAN en base a la selección de variables
obtuvo una precisión del 91 %. La exactitud más baja fue de 78 % con un
clasificador semi naive Bayes, lo cual es aún comparable al 82.33% obtenido
con los mismos datos usando regresión loǵıstica, y también al 81.79 % del
estudio en [Patrizi y col., 2004] con la colección de datos original usando
un método de validación diferente. En lo que respecta a otros estudios, [Saith
y col., 1998] obtuvieron un 74 % de exactitud aplicando el algoritmo de árboles
de clasificación.

En base a los resultados obtenidos en este estudio se puede concluir que
los clasificadores TAN y kDB son los modelos que reflejan las dependencias
condicionales entre los momentos invariantes de segundo y tercer orden, lo que
evidencia la complejidad del problema y la relevancia de considerar la selección
de variables para poder mejorar la exactitud de la clasificación. Siendo el mo-
delo wrapper -kDB el mejor clasificador en términos de la relación sensibilidad
y especificidad. El trabajo presentado en este caṕıtulo se publicó en [Morales
y col., 2008c].
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Selección de un conjunto de embriones en
tratamientos de fertilización in-vitro

Introducción

En este caṕıtulo se plantea un estudio emṕırico en base a la precisión de los
clasificadores Bayesianos descritos previamente en el Caṕıtulo 3 y su potencial
aplicación para seleccionar la mejor combinación de embriones humanos para
ser transferidos en un grupo de tres en tratamientos de fertilización in-vitro.

Este estudio difiere con el planteado en el Caṕıtulo 7 en el que se seleccio-
naba un único embrión en base a sus caracteŕısticas morfológicas extráıdas de
la imagen provenientes de una cĺınica diferente.

8.1. Diseño experimental

Se realizó un estudio retrospectivo en el que fue necesario hacer algunas
asunciones debido a la naturaleza de los datos y las limitaciones al obtenerlos.
Se aplicó la base de datos descrita en la Sección 6.2.1, la cual contiene 18
casos de tratamientos exitosos (en los que se logró la implantación) y 45
casos no exitosos. Debido a que los clasificadores Bayesianos aplicados no
manejan variables continuas y discretas (como es el caso de la base de datos),
fue necesaria la discretización de los datos por medio del algoritmo de igual
frecuencia [Dougherty y col., 1995]. Las variables fueron discretizadas en dos
intervalos. Para validar cada uno de los clasificadores Bayesianos se aplicó el
método de validación-cruzada dejando-uno-fuera.

La precisión de los clasificadores Bayesianos (naive Bayes, selective naive
Bayes, semi naive Bayes, TAN, kDB, FSNB, FTAN y FkDB) fue evaluada
en base al porcentaje de casos bien clasificados y se aplicó la prueba no pa-
ramétrica de McNemmar para evaluar la diferencia de la precisión entre cada
par de clasificadores.
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8.2. Resultados experimentales

Los resultados de este experimento se describen en términos del porcentaje
de casos bien clasificados, los cuales se encuentran resumidos en la Tabla 8.1
mientras que en la Tabla 8.2 se muestran los resultados del estudio en términos
de la sensibilidad, la especificidad, el valor de predicción de implantación y
del valor predictivo de no-implantación.

Nótese que el clasificador semi naive Bayes obtuvo el porcentaje de casos
bien clasificados más alto con un 71.43 % con una sensibilidad del 22.22 %
y una especificidad del 91.11% presentando un valor de predicción para los
casos implantados del 50.00% y un 74.54 % en la predicción de los casos no-
implantados. Los clasificadores naive Bayes, selective naive Bayes, FSNB, y
FTAN obtuvieron una precisión del 68.25 %, mientras que el clasificador naive
Bayes obtuvo un 38.89 % de sensibilidad, 80.00 % de especificidad y un valor
de predicción de implantación del 43.75 %. El clasificador Bayesiano kDB fue
el que obtuvo la menor precisión con un 60.32 % de casos bien clasificados.

Figura 8.1. Modelo semi naive Bayes para la clasificación de un conjunto de em-
briones en tratamientos de fertilización in-vitro.

La Figura 8.1 muestra la estructura del clasificador semi naive Bayes, el
cual obtuvo la mayor precisión en la selección de un conjunto de embriones en
tratamientos de fertilización in-vitro. Su estructura está formada por dos no-
dos: El primero incluye el producto cartesiano de las variables predictoras Em-
brión1-Tamaño Blastómeros, Embrión1-Fragmentación Blastómeros, y Cali-
dad del esperma. El segundo nodo está formado por el producto cartesiano de
las variables predictoras Embrión1-Multinucleado, Embrión2-Grosor de la zo-
na pelúcida y Embrión3-Tamaño de Blastómeros. Estas variables predictoras
son acorde respecto a la asunción de los expertos de incluir las caracteŕısticas
morfológicas del embrión aśı como la información cĺınica del tratamiento [Zie-
be y col., 1997,Alikanin y col., 1999,Gabrielsen y col., 2001].

Al aplicar la prueba de McNemar para evaluar la diferencia estad́ıstica
del rendimiento entre parejas de clasificadores Bayesianos no se encontró di-
ferencia significativa entre el mejor clasificador, semi naive Bayes, y cada uno
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de los clasificadores empleados en este estudio (naive Bayes, selective naive
Bayes, kDB, TAN, FSNB, FTAN y FkDB).

naive Bayes semi naive Bayes selective NB TAN kDB
PPPPPPPpredicha

real
0 1 0 1 0 1 0 1 0 1

0 36 11 41 14 42 17 39 17 37 17
1 9 7 4 4 3 1 6 1 8 1

Precisión 68.25 71.43 68.25 63.49 60.32

Tabla 8.1. Resultados de la selección de un conjunto de embriones en tratamien-
tos de fertilización in-vitro, expresados en términos de la matriz de confusión y
porcentaje de casos bien clasificados, por medio de clasificadores Bayesianos.

Clasificador Precisión Sensibilidad Especificidad Valor predictivo Valor predictivo
Implantación No-implantación

naive Bayes 68.25 38.89 80.00 43.75 76.59
semi naive Bayes 71.43 22.22 91.11 50.00 74.54
selective naive Bayes 68.25 5.55 93.33 25.00 71.19
TAN 63.49 5.55 86.67 14.29 69.64
kDB 60.32 5.55 82.22 11.11 68.52
FSNB 68.25 11.11 91.11 33.33 71.92
FTAN 68.25 11.11 91.11 33.33 71.92
FkDB 63.49 0.00 88.89 0.00 68.96

Tabla 8.2. Resultados de la clasificación de un conjunto de tres embriones por medio
de diferentes clasificadores Bayesianos en términos de la sensibilidad, la especificidad,
el valor de predicción de implantación y del valor predictivo de no-implantación.

8.2.1. Selección de un subconjunto de caracteŕısticas (FSS)

Otro aspecto importante en este estudio fue la selección de un subconjunto
de caracteŕısticas por medio del proceso FSS descrito en la Sección 2.4 para
inducir los modelos semi naive Bayes, selective naive Bayes, FSNB, FTAN
y FkDB. La Tabla 8.3 muestra el subconjunto de variables predictoras más
relevantes. Cabe mencionar que el proceso de selección del subconjunto de
variables para cada clasificador se realizó incluyendo todas las variables pre-
dictoras listadas en la Sección 6.4.

El subconjunto de variables seleccionado se corresponde con la opinión de
los embriólogos, ya que ellos se concentran principalmente en identificar dos
caracteŕısticas para evaluar el potencial de un embrión para su posible im-
plantación, las cuales son el tamaño de los blastómeros y el grado de fragmen-
tación. Estas caracteŕısticas morfológicas de los embriones fueron observadas
durante el proceso de selección de embriones por los embriólogos de la unidad
de IVF de la Cĺınica del Pilar. Además, las caracteŕısticas del tamaño de los
blastómeros y el grado de fragmentación juegan un papel importante en la ha-
bilidad de un embrión para progresar a un embarazo cĺınico [Alikanin y col.,
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Lista de variables semi NB selective NB FSNB FTAN FkDB

Embrión1 tamaño de blastómeros X X X X
Embrión1 fragmentación X
Embrión1 grosor de la zona pelúcida X X
Embrión1 multinucleado X X X X
Embrión2 grosor de la zona pelúcida X X X X
Embrión2 multinucleado X X X
Embrión3 tamaño de blastómeros X X X X
Embrión3 fragmentation X
Embrión3 grosor de la zona pelúcida X X X
Embrión3 multinucleado X X X
Calidad del semen X
Infertilidad primaria X X X
Infertilidad secundaria X X X
Número de embriones transferidos X X X

Tabla 8.3. Lista de variables incluidas en la inducción de los clasificadores Baye-
sianos con una base de datos de 63 casos.

1999,Sakkas y col., 2001]. El tamaño de los blastómeros, es una caracteŕıstica
relacionada a la tasa de crecimiento del embrión (cleavage).

Otras variables predictoras seleccionadas para el aprendizaje de los cla-
sificadores Bayesianos son: el hecho de si el embrión es multinucleado o no,
lo cual también está mencionado en la literatura [Ziebe y col., 1997,Alikanin
y col., 1999,Shen y col., 2002]; la variable predictora grosor de la zona pelúcida
coincide con la investigación presentada en [Gabrielsen y col., 2000,Gabriel-
sen y col., 2001], en la cual se prueba que el grosor de la zona pelúcida tiene
relación con la implantación del embrión (embarazo) como resultado de los
tratamientos de fertilización in-vitro.

Nótese que otras caracteŕısticas cĺınicas directamente relacionadas con el
éxito del tratamiento de IVF además de la calidad de cada uno de los embrio-
nes también fueron incluidas en la inducción de los clasificadores Bayesianos,
como son el número de embriones transferidos, la infertilidad siendo de tipo
primaria o secundaria, y la calidad del esperma todas ellas de acuerdo al cri-
terio presentado en [Baczkowski y col., 2004] para mejorar la tasa de éxito de
los tratamientos de reproducción asistida.

8.2.2. Simulación de la experiencia por medio del clasificador
naive Bayes

En otro experimento se planteó considerar todas las variables obtenidas
para la inducción de los clasificadores Bayesianos listados en la Tabla 8.3. Se
construyó un modelo naive Bayes para simular el conocimiento del experto
incluyendo todas las variables incluidas en la Tabla 8.3 con el propósito de
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explorar si esta información en su conjunto mejora la precisión de clasificación
por medio del clasificador naive Bayes.

La Tabla 8.3 muestra los resultados obtenidos por el clasificador naive
Bayes diseñado manualmente (véase la Figura 8.2). Se obtuvo un porcentaje de
casos bien clasificados del 68.25 % con 18 falsos negativos y 2 falsos positivos.
Nótese que ningún caso positivo fue identificado, por lo que se considera que
el conjunto de variables no inducen un buen clasificador naive Bayes y por
lo tanto el modelo diseñado manualmente no es viable para su aplicación en
el problema real objetivo de este trabajo que es la selección embrionaria en
tratamientos de fertilización in-vitro.

Figura 8.2. Estructura del clasificador naive Bayes construido a partir de las va-
riables seleccionadas por medio del proceso de selección de variables FSS.

En base a los resultados obtenidos en este estudio se consideró adecuado
la aplicación de los clasificadores Bayesianos para la selección de un conjunto
de tres embriones en tratamientos de fertilización in-vitro. Se encontró una
lista de variables predictoras relevantes y en concordancia con respecto a la
información considerada por el experto en el proceso de la selección embrio-
naria. Se descartó la posibilidad de construir manualmente una red Bayesiana
en base a las variables encontradas por el proceso de selección aplicado en
la inducción de los clasificadores Bayesianos aplicados en este estudio. Final-
mente se encontró un modelo del clasificador semi naive Bayes con dos nodos
incluyendo las variables más relevantes y directamente relacionadas, lo cual
permitió el planteamiento de otro experimento relacionado con el enriqueci-
miento de la información en base a las caracteŕısticas del embrión a partir de
la imagen con el propósito de mejorar la tarea de clasificación en base a los
clasificadores Bayesianos. Este estudio se publicó en [Morales y col., 2008d]
y [Morales y col., 2007].
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Mejora de la clasificación en la selección
embrionaria en base a información extráıda de
la imagen del embrión

Introducción

En base a los resultados reportados en el Caṕıtulo 8, en el que se observa
la viabilidad de los clasificadores Bayesianos para predecir el éxito del trata-
miento de reproducción asistida en base a la selección de un conjunto de un
grupo de embriones (en particular el análisis de la lista de variables producto
del proceso FSS que se muestran en la Tabla 8.3 y su relación con la literatu-
ra en el campo de la bioloǵıa) se planteó el último estudio considerando que
la medición de la variación del grosor de la zona pelúcida está directamente
relacionada con el éxito del tratamiento de reproducción asistida en base a
la capacidad de implantación del embrión [Gabrielsen y col., 2000,Gabrielsen
y col., 2001].

Se propuso enriquecer la información proporcionada por la cĺınica del Pilar,
con la medición de la variación del grosor de la zona pelúcida para sustituir
la medida asignada por el experto (delgada, gruesa y muy gruesa) aśı como
otras caracteŕısticas extráıdas de la imagen para caracterizar la morfoloǵıa del
embrión como los momentos centrales de segundo orden, relacionados con el
estudio presentado en el Caṕıtulo 7. Todo ello para comprobar la hipótesis de
que al enriquecer la información del mejor embrión se mejora el proceso de
FSS y por ende la clasificación de los clasificadores Bayesianos inducidos con
el subconjunto de variables producto del mismo.

Para la realización de los estudios presentados en este caṕıtulo se constru-
yeron dos bases de datos diferentes a las usadas en los estudios presentados
en los Caṕıtulos 6, 7 y 8.

Dado que la imagen del embrión es una imagen sencilla con formas defi-
nidas y contornos difusos, en esta tesis se propone la aplicación de contornos
activos para la segmentación de la zona pelúcida para medir la variación del
grosor de la membrana. Este método ha sido ampliamente utilizado en la
segmentación de imágenes médicas, debido a su capacidad de segmentar con-
tornos difusos y con baja intensidad. El Caṕıtulo 5 describe el proceso de
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segmentación aśı como el método de contornos activos y los resultados obte-
nidos para la validación de su aplicación.

Se midieron otras caracteŕısticas con relación a la textura de la imagen del
embrión con el propósito de caracterizar su morfoloǵıa a partir de la imagen. Se
calculó la enerǵıa, entroṕıa, momento inverso, homogeneidad, forma, inercia,
entre otras medidas extráıdas de la imagen del embrión. Dichas medidas son
introducidas en el Apéndice B.

Se anexó a las caracteŕısticas extráıdas de la imagen, las caracteŕısticas
morfológicas evaluadas por el embriólogo asignándole un tipo en base a una
escala de clasificación de embriones, aśı como las variables cĺınicas extráıdas
de los expedientes cĺınicos utilizando esta información como entrada del al-
goritmo. Se cumplió el objetivo de verificar que la información extráıda de la
imagen del embrión mejora la tarea de clasificación.

9.1. Selección embrionaria en base a caracteŕısticas
morfológicas evaluadas por el experto y los datos cĺınicos
del tratamiento de fertilización in-vitro

En este estudio retrospectivo se integró la información recabada del banco
de imágenes de embriones y de sus respectivas historias cĺınicas de la Unidad
de Reproducción de la Cĺınica del Pilar, Donostia-San Sebastián.

Para llevar a cabo la comprobación de la hipótesis de que la caracterización
morfológica del embrión a partir de la imagen mejora la tarea de clasificación
de un conjunto de embriones transferidos en tratamientos de fertilización in-
vitro, se diseñaron dos estudios. Los resultados del primero fueron utilizados
como control para compararlos con el comportamiento de los clasificadores
Bayesianos inducidos a partir de la información extendida.

9.1.1. Diseño experimental

Para la realización del primer estudio se cuenta con una base de datos con
81 casos seleccionados de un total de 102 ciclos de tratamientos de fertilización
in-vitro de pacientes con un rango de edad de 27-44 años (con una media de
35,64 años) realizados en la Cĺınica del Pilar desde mayo de 2006 a enero de
2008. Se registraron 36 tratamientos exitosos al lograrse la implantación de
alguno de los embriones transferidos y 45 casos en los que no se produjo la
implantación.

Se consideraron las mismas variables predictoras listadas en la Tabla 6.4
correspondientes a los datos morfológicos de los embriones provistos por el
biólogo, los datos cĺınicos y del tratamiento de fertilización in-vitro.

Se aplicaron los clasificadores naive Bayes, selective naive Bayes, semi
naive Bayes, TAN y kDB, los cuales fueron inducidos por medio de una valida-
ción-cruzada con 10 subconjuntos estratificados. Este estudio fue considerado
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como referencia para comparar los resultados obtenidos en el segundo estudio
realizado en este caṕıtulo. Finalmente se compararon los pares de clasificado-
res del primer y segundo estudio por medio de la prueba de Mann-Whitney.

9.1.2. Resultados experimentales

La Tabla 9.1 muestra la precisión de los clasificadores Bayesianos vali-
dados con diez subconjuntos estratificados de validación cruzada. El modelo
TAN obtuvo la mayor precisión con un porcentaje de casos bien clasificados
de 74.56±2.26; le siguió el modelo kDB con una precisión del 73.70±3.24
mientras que los modelos semi naive Bayes y naive Bayes presentaron una
precisión del 68.27±2.47 y 67.16±4.40 respectivamente. Finalmente el modelo
selective naive Bayes obtuvo la precisión más baja con un 64.44±5.57 de casos
bien clasificados.

Clasificador Precisión±SD

naive Bayes 67.16±4.40
selective naive Bayes 64.44±5.57
semi naive Bayes 68.27±2.47
TAN 74.56±2.26
kDB 73.70±3.24

Tabla 9.1. Resultados de cinco clasificadores Bayesianos aplicados a una base de
datos con 81 casos con la información cĺınica y morfológica de los embriones (deter-
minadas por el experto) en tratamientos de fecundación in-vitro.

La Tabla 9.2 muestra las matrices de confusión de los clasificadores naive
Bayes, selective naive Bayes, semi naive Bayes, TAN y kDB que obtuvieron el
porcentaje de casos bien clasificados más alto de los 10-conjuntos de prueba.
Los clasificadores TAN y kDB obtuvieron la mayor precisión con un porcentaje
de casos bien clasificados del 79.01% mientras que el modelo naive Bayes
obtuvo el porcentaje más bajo con un 71.60 %.

naive Bayes semi naive Bayes selective NB TAN kDB
PPPPPPPpredicha

real
0 1 0 1 0 1 0 1 0 1

0 32 10 36 13 38 12 37 9 39 11
1 13 26 9 23 7 24 8 27 6 25

Precisión 71.60 72.83 76.54 79.01 79.01

Tabla 9.2. Matrices de confusión de los clasificadores Bayesianos aplicados a una
base de datos de 81 casos con un conjunto de tres embriones, sus caracteŕısticas
morfológicas y datos cĺınicos.

A continuación en la Tabla 9.3 se reportan los resultados en términos
de los valores de sensibilidad, especificidad, valor de predicción verdadero y
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valor de predicción negativo para cada uno de los clasificadores Bayesianos
aplicados en este estudio, ya que este tipo de resultados resultan más familiares
tanto a médicos como embriólogos, para comprender el comportamiento de
los clasificadores Bayesianos.

Clasificador Precisión Sensibilidad Especificidad Valor predictivo Valor predictivo
Implantación No-implantación

naive Bayes 71.60 72.22 71.11 66.66 76.19
selective naive Bayes 72.83 63.88 80.00 71.87 73.46
semi naive Bayes 76.54 66.66 84.44 77.41 76.00
TAN 79.01 75.00 82.22 77.14 80.43
kDB 79.01 69.44 86.66 80.64 78.00

Tabla 9.3. Resultados control de la clasificación de un conjunto de tres embriones
por medio de clasificadores Bayesianos.

En la Tabla 9.3 se puede observar que los clasificadores TAN y kDB ob-
tuvieron una precisión del 79.01 %, sin embargo el modelo TAN obtuvo una
sensibilidad del 75.00% y una especificidad del 82.22 % con un valor predic-
tivo de embriones implantados del 77.14 % y un 80.43 % de predecir los casos
no-implantados. El comportamiento difiere del clasificador kDB ya que este
modelo obtuvo una sensibilidad del 69.44 % y una especificidad del 86.66 %
siendo sus valores predictivos del 80.64 % y 78.00 % para los casos positivos y
negativos respectivamente.

9.2. Mejora de la clasificación en base a la información
extráıda de la imagen del embrión, caracteŕısticas
morfológicas evaluadas por el experto y datos cĺınicos

9.2.1. Base de datos

La segunda base de datos aplicada en este caṕıtulo se construyó incluyendo
81 casos de la base de datos aplicada en el primer estudio, de los cuales
36 corresponden a los tratamientos de FIV con éxito (implantación) y los
restantes 45 casos donde no se logró la implantación. Se anexó a cada caso
la información morfológica del embrión extráıda de la imagen, aśı como la
medida de la variación del grosor de la zona pelúcida.

La Tabla 9.4 muestra las variables relacionadas con la imagen del embrión,
las cuales fueron incluidas en la base de datos complementando la información
de las variables morfológicas del embrión determinadas por el experto aśı como
las variables cĺınicas de la paciente. En conjunto conformaron un nuevo vector
de caracteŕısticas al cual se le asignó el valor de la clase real.
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(a) (b) (c)

Figura 9.1. Ejemplo de imágenes de embriones adquiridas en la Cĺınica del Pilar,
Donostia-San Sebastián. Las Figuras (a) muestra un embrión en el segundo d́ıa
después de la fertilización con cuatro blastómeros. La Figura (b) y (c) muestran dos
embriones en el tercer d́ıa con ocho blastómeros.

Todas las imágenes fueron adquiridas con una cámara Nikon a color adap-
tada a un microscopio invertido con contraste de Hoffman (HMC). Las obser-
vaciones se realizaron con un aumento de 200x y el campo de iluminación se
mantuvo constante en todas las observaciones y adquisiciones de las imágenes
de los embriones. La Figura 9.1 muestra ejemplos de imágenes de embriones
adquiridas en la Unidad de FIV de la Cĺınica del Pilar.

Las imágenes de los embriones incluidos en esta base de datos correspon-
den a los mejores embriones de los conjuntos formados por tres embriones.
Todos los embriones tienen entre 4 y 5 blastómeros el segundo d́ıa después de
la fertilización y de 6 a 8 blastómeros el tercer d́ıa, todos ellos sin presentar
fragmentación.

Variable Rango de valores

Contraste Numérico
Enerǵıa Numérico
Entroṕıa Numérico
Homogeneidad Numérico
Inercia Numérico
Inverso Numérico
Prominencia Numérico
Forma Numérico
Variación del grosor
de la zona pelúcida Numérico

Tabla 9.4. Lista de variables extráıdas de la imagen del mejor embrión transferido
de un conjunto de tres. Imágenes incluidas en la base de datos obtenida de la Cĺınica
del Pilar, San Sebastián.
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9.2.2. Diseño experimental

Se aplicaron los modelos clásicos de clasificadores Bayesianos: naive Bayes,
selective naive Bayes, semi naive Bayes,TAN y kDB. Por medio de la valida-
ción-cruzada con diez subconjuntos estratificados se indujo cada uno de los
clasificadores Bayesianos. Finalmente se compararon los pares de clasificado-
res, inducidos a partir de los datos provenientes de la imagen, morfológicos
y cĺınicos, por medio de la prueba Kruskal-Wallis, la cual se introdujo en la
Sección 2.3.3.

9.2.3. Resultados experimentales

En este segundo estudio se aplicaron los clasificadores Bayesianos naive
Bayes, selective naive Bayes, semi naive Bayes, TAN y kDB. La Tabla 9.5
muestra los resultados en términos del porcentaje de casos bien clasificados.
Siendo los modelos selective naive Bayes y semi naive Bayes los que obtuvieron
la mayor precisión con un 80.00±0.97 y 80.00±2.71 respectivamente, muy de
cerca, el modelo kDB obtuvo una precisión del 79.01±2.72 y finalmente los
modelos TAN y naive Bayes obtuvieron la menor precisión con un 74.56±2.67
y un 73.08±5.54 porcentaje de casos bien clasificados respectivamente.

Clasificador Precisión±SD

naive Bayes 73.08±5.54
selective naive Bayes 80.00±0.97
semi naive Bayes 80.00±2.71
TAN 74.56±2.67
kDB 79.01±2.72

Tabla 9.5. Resultados de cinco clasificadores Bayesianos aplicados a una base de
datos con variables extráıdas de la imagen del mejor embrión de un conjunto de tres
conjuntamente con las variables cĺınicas y morfológicas de los embriones determina-
das por el experto.

naive Bayes semi naive Bayes selective NB TAN kDB
PPPPPPPpredicha

real
0 1 0 1 0 1 0 1 0 1

0 34 6 35 5 36 5 37 9 38 7
1 11 30 10 31 9 31 8 27 7 29

Precisión 71.60 79.01 81.14 79.01 82.71

Tabla 9.6. Matrices de confusión de los clasificadores Bayesianos aplicados a un
conjunto de tres embriones con información adicional extráıda de la imagen, carac-
teŕısticas morfológicas y datos cĺınicos.
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En términos del valor predictivo de implantación, valor predictivo de no-
implantación aśı como de la sensibilidad y especificidad, se muestran los re-
sultados obtenidos por los clasificadores Bayesianos en la Tabla 9.7.

Clasificador Precisión Sensibilidad Especificidad Valor predictivo Valor predictivo
Implantación No-implantación

naive Bayes 79.01 83.33 75.55 73.17 85
selective naive Bayes 81.48 86.11 77.77 75.60 87.50
semi naive Bayes 82.71 86.11 80.00 77.50 87.80
TAN 79.01 75.00 82.22 77.14 80.43
kDB 82.71 80.55 84.44 80.55 84.44

Tabla 9.7. Sensibilidad, especificidad, valor predictivo positivo y negativo de la
clasificación de un conjunto de tres embriones por medio de clasificadores Bayesianos
con información adicional de extráıda de la imagen, caracteŕısticas morfológicas y
datos cĺınicos.

Nótese que el clasificador semi naive Bayes es el mejor clasificador con
una sensibilidad del 86.11 % y una especificidad del 77.50 % con un valor
predictivo de los casos de embriones implantados del 80.00 % y con un 87.80 %
para predecir los no implantados, con un total de casos bien clasificados del
82.71%.

La Tabla 9.8 muestra las variables predictoras seleccionadas en el proceso
de la construcción de los clasificadores por medio del proceso de selección de
un subconjunto de variables - FSS -. La homogeneidad de la imagen mide la
relación de variación de la intensidad de los niveles de gris, la cual presenta
un valor alto cuando la intensidad de la matriz de muestreo (ventana) de la
imagen es homogénea. La entroṕıa de la imagen integra la diversidad de los
diferentes niveles de grises que se presentan en la imagen. Tiende a tener va-
lores cercanos a 0 o 1. En el caso que la entroṕıa sea 0, significa que no hay
variación en el contraste de la imagen presentándose valores de entroṕıa altos
cuando los valores de la matriz de co-ocurrencia, tienden a ser iguales, contra-
rio a los valores altos de la homogeneidad que se concentran en la diagonal de
la matriz de co-ocurrencia. La medida de inercia en la imagen está definida
por los momentos centrales de segundo orden los cuales son invariantes a la
traslación, escalamiento y rotación. Estas propiedades permiten caracterizar
las estructuras celulares del embrión por su forma. Esta variable tiene relación
con los momentos centrales aplicados en el Caṕıtulo 7, para la selección del
mejor embrión a partir de la imagen.

Se encontró que la medida de la variación del grosor de la zona pelúcida
está directamente relacionada con la predicción del éxito del tratamiento de
fertilización in-vitro como se afirma en [Cohen y col., 1989,Palmstierna y col.,
1998,Gabrielsen y col., 2000,Gabrielsen y col., 2001]. De está forma se corro-
bora la suposición del embriólogo en que el embrión Tipo I o II en la escala
de [Veek, 1999] tiene mayor probabilidad de implantarse.
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Figura 9.2. Gráfica del comportamiento de los clasificadores Bayesianos (naive
Bayes, selective naive Bayes, semi naive Bayes, TAN y kDB) aplicando la prueba
Kruskal-Wallis. El clasificador naive Bayes presentó un comportamiento significa-
tivamente diferente al resto del grupo de clasificadores Bayesianos, presentando la
menor precisión.

Con el propósito de comparar el comportamiento de los cinco clasificadores
Bayesianos obtenidos en este estudio, en el que se consideraron las caracteŕısti-
cas de la imagen, morfológicos y cĺınicos, se aplicó la prueba no paramétrica de
Kruskal-Wallis. En la Figura 9.2 se muestra de forma gráfica el comportamien-
to de los clasificadores naive Bayes, selective naive Bayes, semi naive Bayes,
TAN y kDB. En la misma se observa que el clasificador naive Bayes tiene una
diferencia significativa con respecto a los otros clasificadores Bayesianos con
un valor de p = 3,1326× 10−6.

Se aplicó la prueba no paramétrica de Mann-Whitney para comparar el
comportamiento de cada modelo obtenido a partir de los datos cĺınicos y
morfológicos del embrión cuyos resultados se resumen en la Tabla 9.1 con
el correspondiente modelo obtenido con los datos provenientes de la imagen,
morfológicos y cĺınicos cuyos resultados se presentaron en la Tabla 9.6. Se
encontró que existe una diferencia significativa entre los pares de clasificadores
provenientes de distintas bases de datos, por lo que se comprueba que la
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Lista de variables selective NB semi NB

Embrión1 inercia X X
Embrión1 entroṕıa X
Embrión1 homogeneidad X
Embrión1 variación de VGZP X X
Embrión1 tamaño de blastómeros X
Embrión3 tamaño de blastómeros X X
Embrión3 número de células X
Embrión3 multinucleado X
Calidad de la transferencia X

Tabla 9.8. Lista de variables predictoras obtenidas por medio del proceso de la
selección de un subconjunto de variables (FSS) para la inducción de diferentes cla-
sificadores Bayesianos en base a información extráıda de la imagen, caracteŕısticas
morfológicas del embrión y datos cĺınicos.

información enriquecida con las variables extráıdas de la imagen mejora la
clasificación.

Las variables seleccionadas del tercer embrión tamaño de blastómeros,
número de células y si es multinucleado se corresponden con las caracteŕısti-
cas evaluadas para determinar su Tipo. En base a lo expuesto anteriormente
se puede concluir que la caracterización morfológica del embrión a partir de
la imagen conjuntamente con la medida de la variación del grosor de la zona
pelúcida mejoran la clasificación del conjunto de embriones transferidos en
tratamientos de fertilización in-vitro.
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Conclusiones y trabajo futuro

Esta tesis constituye el primer acercamiento desde la clasificación super-
visada con clasificadores Bayesianos al problema de la selección embrionaria,
concretamente en la predicción del éxito (implantación) del tratamiento de
reproducción humana asistida en base a los datos cĺınicos y del propio trata-
miento, aśı como la información de la caracterización morfológica del embrión
realizada por el biólogo y las medidas extráıdas de la imagen.

10.1. Conclusiones

Como se mencionó en los objetivos considerados para la realización de
esta tesis, se han desarrollado, adaptado e inducido diversos paradigmas de
clasificación supervisada en especial los clasificadores Bayesianos, los cuales
fueron aplicados al problema biomédico de la infertilidad, en concreto a la
selección embrionaria en tratamientos de reproducción asistida.

Se propuso un nuevo multi-clasificador Gaussian-stacking basado en el es-
quema de pila, en el cual se induce el meta-clasificador con redes condicionales
Gaussianas, como un nuevo método para combinar diferentes paradigmas de
clasificación supervisada.

En base al multi-clasificador Gaussian-stacking se superó la necesidad de
discretizar las distribuciones de probabilidad de la clase, resultado de la cla-
sificación previa de los clasificadores-base, proceso hasta ahora realizado en
las diferentes adaptaciones realizadas al esquema staked para inducción del
meta-clasificador.

Se comprobó que la clasificación en base a la combinación de la predicción
de los diversos paradigmas de clasificación es más precisa que la realizada por
un único clasificador [Dietterich, 1998].

En esta tesis se adaptaron diferentes clasificadores Bayesianos sensibles al
coste del error con los cuales se revolvió el problema de clases no balanceadas.

El planteamiento del problema de la selección embrionaria como un pro-
blema de clasificación supervisada propuesto en esta tesis se aplicó en los
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estudios presentados en los Caṕıtulos 6, 8 y 9 obteniéndose resultados favora-
bles avalados por [Morales y col., 2008d,Morales y col., 2008c,Morales y col.,
2008b, Morales y col., 2007]. Con lo que se concluye que la aproximación al
problema de la selección de un conjunto de embriones para su transferencia
en tratamientos de reproducción asistida es correcto.

Se corroboró la interdependencia entre los momentos centrales en base a
los clasificadores TAN y kDB debido a que la estructura final de estos clasifi-
cadores es capaz de representar las dependencias condicionales entre variables,
como es el caso de los momentos centrales. Y en base al comportamiento ob-
tenido por los clasificadores Bayesianos sensibles al coste del error se puede
concluir que los momentos centrales son una técnica adecuada para la carac-
terización de la morfoloǵıa del embrión y su aplicabilidad para enriquecer la
información del problema de la selección embrionaria.

Analizando los resultados obtenidos por el multi-clasificador Gaussian-
stacking en la selección embrionaria de un conjunto de tres embriones en tra-
tamientos de fertilización in-vitro, podemos concluir que el multi-clasificador
Gaussian-stacking puede ser usado satisfactoriamente como un método válido
para problemas médicos complejos.

Se demostró que los clasificadores Bayesianos sensibles al coste son mo-
delos apropiados para la tarea de la selección del mejor embrión para su
transferencia en tratamientos de reproducción asistida.

En esta tesis se aportó una lista de variables relacionadas con la selección
embrionaria resultado del proceso de selección de un subconjunto de variables
predictoras para la inducción de los clasificadores Bayesianos y se verificó que
las variables predictoras seleccionadas para la inducción de los clasificadores
Bayesianos son acorde con el criterio de evaluación y selección embrionaria
hecha por el biólogo con lo cual podemos concluir que la aproximación al pro-
blema de la selección embrionaria por medio de los clasificadores Bayesianos
es correcta.

A partir de la construcción del clasificador naive Bayes de forma manual
considerando la lista de variables seleccionadas en los procesos de FSS apli-
cados para la inducción de algunos clasificadores Bayesianos se concluye que
no es confiable para su aplicación en el problema de la selección embrionaria.

Se sugiere una lista de variables acordes con la literatura [Ziebe y col.,
1997, Alikanin y col., 1999, Gabrielsen y col., 2001] para considerarse en los
modelos de clasificación supervisada, las cuales corroboran la importancia de
la morfoloǵıa del embrión para su selección entre ellas la medida propuesta
en esta tesis para mejorar la tarea de clasificación, la variación del grosor de
la zona pelúcida.

Aportaciones de la tesis en el problema de la selección embrionaria en trata-
mientos de reproducción asistida.
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En la práctica médica, en páıses donde la legislación permite la transferen-
cia de un máximo de 3 embriones por ciclo del tratamiento de reproducción
asistida, como en la Cĺınica del Pilar, el modelo de clasificación supervisa-
da propuesto en esta tesis para el estudio de la problemática de la selección
embrionaria se puede aplicar también a un conjunto de dos o más embriones
transferidos.

Por medio de los clasificadores Bayesianos se puede disminuir la incerti-
dumbre inherente al proceso de la selección de un conjunto de embriones para
ser transferidos en tratamientos de reproducción asistida.

A partir de la propuesta de enriquecer la información del tratamiento de
fertilización in-vitro y la caracterización del embrión realizada por el experto,
con algunas medidas extráıdas de la imagen del mejor embrión entre ellas la
medición del grosor de la membrana de la zona pelúcida se logró un incremento
significativo en la precisión de los clasificadores Bayesianos.

Se comprobó que la medida de la variación del grosor de la zona pelúcida es
una caracteŕıstica potencialmente predictiva y está directamente relacionada
con la predicción del éxito del tratamiento de fertilización in-vitro como se
afirma en [Cohen y col., 1989, Palmstierna y col., 1998, Gabrielsen y col.,
2000,Gabrielsen y col., 2001]. Por otra parte su aplicación en la clasificación
supervisada mejora los resultados de clasificación.

Considerando la caracterización del mejor embrión por medio de la ima-
gen, la información del experto y del tratamiento aśı como la información de
los dos embriones del conjunto transferido, se corrobora la suposición del em-
briólogo de que el embrión Tipo I o II en la escala de [Veek, 1999] tiene mayor
probabilidad de implantarse. Considerando las variables predictoras relacio-
nadas con las caracteŕısticas morfológicas del embrión más viable aśı como
las del embrión menos viable (en el conjunto transferido) se relacionan con
la facilitación del medio en el útero materno cuando se transfiere más de un
embrión, pronunciándose la implantación de alguno de los embriones transfe-
ridos [Matorras y col., 2005].

Finalmente teniendo en cuenta los resultados obtenidos en [Morales y col.,
2008d,Morales y col., 2008c,Morales y col., 2008b,Morales y col., 2007] con
la aportación de diferentes adaptaciones de los clasificadores Bayesianos al
problema de la selección embrionaria, se puede concluir que el desarrollo de
un sistema de apoyo a la decisión del embriólogo en el proceso de la selección
embrionaria es completamente viable, aśı como su posible aplicación en la
formación de nuevos embriólogos.

10.2. Trabajo futuro

Considerando los resultados presentados en esta tesis y la mejora en la
precisión de los clasificadores Bayesianos a partir de la información proveniente
de la imagen del mejor embrión transferido se plantean los siguientes trabajos
por desarrollar:
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La adquisición de nuevos datos que incluyan caracteŕısticas morfológicas
extráıdas de las imágenes del conjunto de embriones transferidos e infor-
mación cĺınica del paciente, ya que incrementando el número de variables
predictoras ha mejorado el proceso de selección de variables FSS y a su
vez la precisión y el comportamiento de los clasificadores Bayesianos.
Aplicar el multi-clasificador Gaussian-stacking a la información extráıda
del conjunto de imágenes de los embriones transferidos.
Explorar la aplicación del aprendizaje en base a una matriz de costos de
los clasificadores Bayesianos en la predicción de un embarazo múltiple.
Adaptar el multi-clasificador con aprendizaje sensible al coste del error y
su aplicación en problemas del dominio real.
Otro trabajo podŕıa ser el desarrollo de una herramienta para homologar
el criterio del experto a través del apoyo en la formación y entrenamiento
del embriólogo en la tarea de la selección embrionaria.
Finalmente se podŕıa plantear una posible solución al problema de la se-
lección de un único embrión para ser trasferido en tratamientos de ferti-
lización in-vitro. Este problema representa el gran reto de las cĺınicas de
reproducción asistida en el mundo, disminuyendo el riesgo que representa
un embarazo múltiple para la paciente y la implantación de un embrión
sano.
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Introducción

Como propuesta para mejorar la tarea de clasificación supervisada por
medio de los clasificadores Bayesianos fue necesaria la aplicación de algunas
técnicas del análisis de la imagen con el propósito de extraer información
relacionada con la morfoloǵıa del embrión a partir de la imagen, a través de
diferentes medidas relacionadas con la textura y la forma de las estructuras
celulares del embrión.

La técnica de los contornos activos (Sección 5.6) se aplicó para segmentar
la membrana de la zona pelúcida y mediante la extracción de los contornos de
sus paredes, se midió la variación del grosor de la zona pelúcida y se aplicó en
el Caṕıtulo 9. El Apéndice A describe una serie de procesos necesarios para
la segmentación automática por medio de los contornos activos.

Se extrajo la información relacionada con la textura de la imagen del
embrión y se midió la homogeneidad, entroṕıa, enerǵıa, contraste, momento
de diferencia inverso, prominencia y forma, las cuales ha sido definidas en el
Apéndice B. Estas medidas se incorporaron en la experimentación del Caṕıtulo
9.

En esta tesis, en el Caṕıtulo 7 se aplicaron los momentos centrales como
descriptores de forma, para extraer las caracteŕısticas morfológicas de los em-
briones. El Apéndice C describe los momentos estad́ısticos y se definen los
momentos centrales.





A

Técnicas del pre-proceso de la imagen

A.1. Introducción

Con el propósito de describir los procesos aplicados a la imagen para mejo-
rar su visualización y facilitar su análisis en la Figura A.1 se pueden observar
de forma esquemática los diferentes métodos aplicados aśı como las técnicas
utilizadas para la extracción de caracteŕısticas de la imagen del embrión. En
general se pueden considerar las siguientes etapas anteriores a la segmentación
automática de los contornos activos (snakes).

Adquisición de la imagen. En primer lugar se adquieren las imágenes por
el experto, en nuestro caso, la imagen a color del embrión se transforma en
una imagen en escala de grises para posteriormente pasar por una etapa
de preproceso.
Preproceso de la imagen. Consiste en aplicar una serie de filtros de restau-
ración, para obtener una buena visualización de la imagen que se está ana-
lizando.
Mapa de bordes. Se aplican filtros de gradiente para extraer las carac-
teŕısticas de forma de los objetos contenidos en la imagen de forma au-
tomática siendo esta la etapa anterior al análisis de la imagen (segmenta-
ción).
Inicialización de los contornos activos.
Segmentación de la zona pelúcida por medio de snakes.

Primeramente se adquieren las imágenes por el experto, en nuestro caso,
la imagen a color del embrión se transforma en una imagen en escala de grises
para posteriormente pasar por una etapa de preprocesado que en general
suele consistir en una serie de filtros de restauración, para obtener una buena
visualización de la imagen que se está analizando. Posteriormente se aplican
filtros de gradiente para finalmente iniciar la segmentación con la inicialización
del snake. A continuación se describen las etapas mencionadas anteriormente.
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Figura A.1. Esquema del proceso de extracción automática de las caracteŕısticas
morfológicas del embrión.

A.2. Pre-proceso de la imagen del embrión

Las imágenes de los embriones generalmente son adquiridas en color ya que
la observación in-vivo a través del microscopio invertido permite la observación
de sus caracteŕısticas naturales, entre ellas el color de las células.

Como pre-proceso de la imagen del embrión se aplicaron diversas técnicas
para facilitar su análisis posterior. A continuación se describirá la secuencia
de cambios realizados a la imagen del embrión y se mencionara brevemente
la técnica aplicada.

En este trabajo se transformaron las imágenes de los embriones en imáge-
nes en escala de grises para facilitar su análisis. Como se mencionará en la
Sección B.2, una de las caracteŕısticas de la imagen del embrión es el contorno
difuso de la membrana de la zona pelúcida. En la Figura A.2 se puede observar
como vaŕıa la intensidad de los niveles de gris a través de la zona pelúcida, el
contorno aśı como en el fondo de la imagen.

Como pre-proceso, se combinó un filtro de convolución Gaussiano paso
alto, con el proceso de histéresis propuesto por [Klaus-Ruediger, 1994]. Con
estos procesos se aumentaron los niveles de contraste para incrementar la
claridad en la visualización de la zona pelúcida en la imagen del embrión.

El filtro Gaussiano se aplicó para el suavizado de la imagen para poste-
riormente mejorarla por medio de la técnica de histéresis diferencial, la cual
realiza comparaciones entre la intensidad de un ṕıxel en la imagen original y
su homólogo en la imagen suavizada, detectando aśı las variaciones entre los
niveles de gris. Este método remueve las pequeñas variaciones en los niveles
de gris de la imagen mejorada. Estos procesos se encuentran ampliamente
descritos en [Gonzales y Woods, 2002].
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(a) (b)

Figura A.2. (a) Imagen original en escala de grises (b) Imagen transformada del
embrión para mejorar su análisis y visualización tras el proceso.

A.3. Generación del mapa de bordes de la imagen

Una vez concluida la etapa de mejora de la imagen se generó un mapa de
bordes. A continuación se describe el proceso de su construcción.

El primer paso fue aplicar el algoritmo detector de bordes propuesto por
[Canny, 1986]. Este algoritmo detecta los máximos locales de los cambios de
intensidad en el nivel de gris de un ṕıxel a otro y se caracteriza por utilizar
dos valores de corte o umbrales. En este trabajo se aplicó el umbral más
bajo para detectar los puntos de los bordes menos intensos. Cabe resaltar que
este método genera un mapa con varios puntos pertenecientes a los bordes de
los objetos incluidos en la imagen. Sin embargo no hay continuidad entre los
puntos del contorno de los objetos por lo que resulta necesario un algoritmo ya
sea para unir los puntos o un método como los contornos activos que extraen
el contorno completo del objeto a segmentar.

A continuación en un segundo paso se calculó el área de los ṕıxeles conecta-
dos entre si considerándose ocho-ṕıxeles vecinos y se removieron los artefactos
que conteńıan un número de ṕıxeles igual o menor del área calculada. De esta
forma se removieron los artefactos de la imagen como los restos de células de
granulosa.

Posteriormente, en un tercer paso se aplicó un filtro derivativo Gaussiano
al mapa de bordes, para calcular el mapa de gradientes.

Finalmente, se aplicó el método de contornos activos para obtener los
contornos de las paredes de la membrana de la zona pelúcida. Es necesario
inicializar el snake lo más cerca posible del contorno a segmentar.





B

Técnicas de extracción automática de
caracteŕısticas de textura de la imagen del
embrión

B.1. Introducción

En este apéndice se introducen brevemente algunas notaciones sobre fun-
ciones para el tratamiento y análisis de la imagen en general, aśı como las
medidas y transformaciones basadas en el histograma de la imagen, necesarias
para la introducción de las técnicas aplicadas en esta tesis para la extracción
de información de textura de las imágenes de los embriones.

En el Caṕıtulo 9 se aplican las medidas relacionadas con la textura de
la imagen del embrión además de la medición del grosor de la zona pelúcida
aśı como la caracterización morfológica del embrión realizada por el experto,
la información cĺınica y del tratamiento, aplicadas en la selección embrionaria
de un conjunto de tres embriones por medio de clasificadores Bayesianos. La
información en conjunto ha sido aplicada a los clasificadores Bayesianos clási-
cos y por medio del proceso de selección de un subconjunto de variables se ha
mejorado el proceso de la clasificación supervisada de la selección embrionaria
en tratamientos de reproducción asistida.

B.2. Extracción de medidas de la imagen

La imagen se representa mediante una matriz N×M y su elemento funda-
mental es el ṕıxel. La información básica que obtiene de cada objeto contenido
en la imagen son las coordenadas de todos los ṕıxeles contenidos en el objeto
de estudio. A cada ṕıxel le corresponde un valor del nivel de gris presente en
la imagen.

Sea una imagen definida por la función f(x, y), donde (x, y) son las coor-
denadas de un punto y f(x, y), el valor de ese punto; en el caso de las imágenes
binarias, este valor será 0 si el punto es distinto de negro y 1 si es negro; en
el caso de imágenes en escala de grises este valor dependerá del nivel de gris
en ese punto.
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El histograma de una imagen f(x, y) cuantifica del número de pixels que
hay con un determinado nivel de gris. El histograma de una imagen digital
con 256 niveles de gris l = 0, . . . , 255, presenta valores en el intervalo [0, 255].
El histograma es una función discreta definida como h(li) = ni, donde li es
el i-ésimo nivel de gris y ni es el número de ṕıxeles en la imagen con el nivel
de gris li. Una práctica común, es la normalización del histograma dividiendo
cada uno de sus valores entre el número de ṕıxeles en la imagen, denotado
por n. Por lo tanto el histograma normalizado está definido como:

p(li) =
ni

n
con i = 0, 1, . . . , l, donde p(li) es un estimador de la probabilidad de la ocu-
rrencia del nivel de gris li y donde la suma de todas las componentes del
histograma normalizado es igual a uno. Los histogramas son la base de varias
transformaciones y cálculos para numerosos métodos de procesamiento de la
imagen en el dominio espacial.

Por medio de la gráfica de un histograma se visualiza la distribución de
probabilidad de la ocurrencia del nivel de gris li. El eje x corresponde a cada
valor del nivel de gris y el eje y se corresponde a los valores h(li) = ni (en el
caso de valores normalizados a los valores de p(li)).

Existen varias transformaciones que se pueden realizar en base al histogra-
ma, como por ejemplo la variación del contraste para mejorar la visualización
de la imagen, pero la utilidad general mayor es la binarización de imágenes,
para extraer el valor umbral, de la escala de los niveles de grises presentes en
la imagen ya sea como porcentaje o como un mı́nimo local. Para el estudio de
la función de histograma se suele transformar con una función de suavizado
en la que para cada nivel de gris, se considera la media de su valor en el his-
tograma y el de los niveles de gris contiguos. Un ejemplo de ello son los filtros
Gaussianos.

En base al análisis estad́ıstico de segundo orden es posible extraer informa-
ción de la textura de los objetos contenidos en una imagen. La textura es una
propiedad asociada a las superficies tales como suavizado, rugosidad, granula-
ridad y regularidad. El aspecto de un objeto determina su textura, la cual pue-
de modelarse matemáticamente por medio del método de co-ocurrencia [Ha-
ralick y col., 1973] como un conjunto de elementos (patrones) que presentan
una determinada relación espacial que se mantiene estable a lo largo de una
superficie. La cuantificación de la textura está determinada por la búsqueda
de esos elementos estructurales y de la estimación de sus relaciones espaciales,
las cuales son almacenadas y ordenadas en una matriz de co-ocurrencia P .
Las matrices de co-ocurrencia son, esencialmente, histogramas de segundo or-
den en las que se registran el número de elementos P (i, j) con sus respectivos
valores de niveles de gris en posiciones espaciales concretas. Para G niveles de
gris en la imagen, la matriz P= G×G.

P (i, j,D, θ) = P (I(l, m) = i, I(l + D cos(θ),m + D sin(θ)) = j) (B.1)
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donde I(l,m) es el ṕıxel (l,m) en la imagen, D es la distancia entre ṕıxeles
y θ es el ángulo. En la literatura se encuentran trabajos que sugieren que
los pares de vecinos a una distancia D en la orientación θ={0o, 45o, 90o, 135o}
conforman el conjunto de datos mı́nimo para describir las medidas estad́ısticas
de segundo orden de la textura.

Una vez calculada la matriz de co-ocurrencia se pueden extraer varias me-
didas como descriptores de textura por ejemplo la enerǵıa, entroṕıa, máxima
probabilidad, contraste, momento de diferencia inverso (MDI), correlación,
homogeneidad, contraste, etc. Con el propósito de definir estas funciones sea
P (i, j) el elemento (i, j) de la matriz de co-ocurrencia normalizada.

Px(i) =
∑

j

P (i, j)

Py(j) =
∑

i

P (i, j)

µx =
∑

i

i
∑

j

P (i, j) =
∑

i

iPx(i) = E{i}

µy =
∑

j

j
∑

i

P (i, j) =
∑

j

jPy(j) = E{j}

A continuación se introducen las medidas de textura calculadas para la
caracterización morfológica del embrión a partir de la imagen por medio de
la matriz de co-ocurrencia.

E =
∑

i,j

P (i, j)2

En = −
∑

i,j

P (i, j) log P (i, j)

MDI =
∑

i,j

1
1− (i− j)2

P (i, j)

Forma =
∑

i,j

(i + j − µx − µy)3P (i, j)

Inercia =
∑

i,j

(i− j)2P (i, j)

Prominencia =
∑

i,j

(i + j − µx − µy)4P (i, j)

donde E es la medida de enerǵıa y En la de entroṕıa.
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Caracterización morfológica del embrión por
medio de momentos centrales

C.1. Introducción

En la literatura se encuentran diversas técnicas de análisis de la imagen,
las cuales son aplicadas para la descripción y caracterización de los objetos
presentes en la misma. Resulta importante, por tanto, disponer de descripcio-
nes capaces de caracterizar, con precisión, los objetos presentes en la imagen
ya sea por medio de textura, forma, regiones, contornos, etc. No es objetivo
de esta tesis profundizar en las técnicas de análisis de la imagen, para ello se
puede consultar el libro [Gonzales y Woods, 2002].

En esta tesis en especial, se aplicaron los momentos como descriptores de la
forma de los objetos contenidos en una imagen.En el Caṕıtulo 7 se aplicaron los
momentos centrales para la caracterización morfológica del embrión a partir
de la imagen.

Los momentos de un objeto, son una serie de parámetros estad́ısticos ob-
tenidos a partir de las coordenadas de los puntos del objeto. Los momentos
centrales normalizados en particular se caracterizan matemáticamente por sus
propiedades de invarianza con respecto a la traslación, escalamiento y rota-
ción. A continuación se describe el marco teórico de los momentos centrales y
su definición.

C.2. Momentos centrales

La forma de los lados de un contorno se puede describir cuantitativamente
utilizando momentos, a partir de una función unidimensional g(x) de una
variable x arbitraria. Tratando la amplitud de g como una variable aleatoria
v formando un histograma p(vi) con i = 1, 2, . . . , k siendo k el número de
incrementos de amplitud. Entonces, el momento n-ésimo de v respecto de su
media está definido de la siguiente manera:
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µn(v) =
L−1∑

i=0

(vi −m)np(vi)

La geometŕıa de una región plana se basa en el tamaño, la posición, la
orientación y la forma. Todas estas medidas están relacionadas con la fami-
lia de momentos geométricos los cuales se clasifican en momentos simples,
momentos centrales y momentos centrales normalizados.

Los momentos centrales, los cuales fueron introducidos por [Hu, 1962], son
invariantes a la traslación, rotación y escalamiento de un patrón representa-
do en la imagen. Estas propiedades han permitido su amplia utilización en
la investigación Biomédica. Los momentos centrales han sido aplicados para
extraer las caracteŕısticas de forma a partir de imágenes celulares como en el
trabajo presentado por [Albregtsen y col., 2006]. En el dominio de las imáge-
nes médicas encontramos la aplicación de los momentos centrales en [Ruggeri
y Pajaro, 2002,Mangin y col., 2004].

Momentos simples

Principalmente los momentos se emplean para describir la forma de los obje-
tos en la imagen incluyendo todos los ṕıxeles de la misma y no solo los ṕıxeles
de los bordes de los objetos. Si tenemos un objeto en una región R que viene
dado por los puntos en los que f(x, y) > 0, definimos el momento de orden
p, q con p, q ∈ {1, . . . , n} como:

mp,q =
∫ N

x=1

∫ M

y=1

xpyqf(x, y)dxdy

En el caso discreto, el momento de orden (p, q) se calcula como:

mp,q =
N∑

x=1

M∑
y=1

xpyqf(x, y)

Momentos de orden cero

El momento simple de orden cero µ0,0 representa el área de la figura en imáge-
nes binarias y la superficie en imágenes en escala de grises. Es la suma de los
valores de todos los ṕıxeles. Para ello nos basamos en la fórmula de los mo-
mentos simples.

µ0,0 =
∑

x

∑
y

f(x, y)

Momentos de primer orden
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Los momentos simples de primer orden, µ1,0, µ0,1 se utilizan principal-
mente para calcular el centro de masas de un objeto.

µ1,0 =
∑

x

∑
y

xf(x, y)

µ0,1 =
∑

x

∑
y

yf(x, y)

Momentos centrales

Los momentos centrales se utilizan para describir un objeto en la imagen
independientemente de su situación con respecto a los ejes de coordenadas. A
partir de los momentos de orden cero y primer orden de la imagen se calcula
el centro de masa ó centroide de un objeto.

El centro de masa de un objeto viene determinado por las coordenadas
(x, y), de forma que el área del objeto que queda a la derecha e izquierda
del punto x es la misma, al igual que el área que queda por encima y por
debajo del punto y. A partir de este valor, se pueden definir unos nuevos
momentos, relativos a este punto, denominados momentos centrales. A partir
de las coordenadas del centro de gravedad de un objeto:

x =
µ1,0

µ0,0

y =
µ0,1

µ0,0

los momentos centrales se definen en el dominio continuo como:

µp,q =
∫ N

x

∫ M

y=1

(x− x)p(y − y)qf(x, y)dxdy (C.1)

y en el discreto:

µp,q =
N∑

x=1

M∑
y=1

(x− x)p(y − y)qf(x, y) (C.2)

Los momentos centrales de primer orden, µ1,0 y µ0,1, presentan un valor
de cero al igual que los momentos centrales normalizados de primer orden,
η1,0 y η0,1.
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A partir de los momentos centrales de primer orden del objeto, se pueden
definir unos nuevos ejes de coordenadas, denominados ejes principales del
objeto definidos como las coordenadas x′, y′ a un ángulo θ, de los ejes x, y con

tan 2θ =
2µ1,1

µ2,0 − µ0,2

Respecto a los ejes principales del objeto x′, y′, los momentos centrales
normalizados son invariantes a la traslación, escalado y rotación. Es decir, se
pueden clasificar los distintos objetos simplemente por su forma. A continua-
ción se describen los momentos centrales normalizados de segundo y tercer
orden.

Momentos centrales normalizados (momentos invariantes)

A partir de los momentos centrales normalizados de segundo y tercer orden
comienza el análisis de las imágenes mediante el reconocimiento de formas.
Es posible extraer siete parámetros denominados momentos invariantes [Hu,
1962] como una forma de describir matemáticamente la imagen. Al normalizar
los momentos centrales se obtiene una descripción independiente del tamaño
mediante los momentos centrales normalizados definidos como:

ηp,q =
µp,q

µα
0,0

con α = p+q
2 + 1.

A continuación se describirán brevemente las propiedades de escalamiento
y rotación, ya que los momentos centrales invariantes a la traslación los hemos
definido anteriormente.

En el escalamiento x′ = x, y′ = y de la imagen f(x, y), los momentos
centrales µp,q de f(x, y) cambian a:

µ′p,q =
µp,q

αp+q+z

Los momentos centrales normalizados también son invariantes a los cam-
bios de escala y en base a estos se calculan los momentos centrales normali-
zados de mayor orden. Están definidos como:

ηp,q =
µ′p,q

µ
′γ
0,0

con γ = (p + q + 2)/2.

Rotación y reflexión.
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Los momentos centrales forman las componentes de la matriz de rotación
MR definida a continuación:

µ0,2 −µ1,1

−µ1,1 µ2,0

Tabla C.1. Matriz de rotación.

Partiendo de las componentes de la matriz MR se obtienen tanto el ángulo
de rotación como la excentricidad.

Ángulo de rotación

El ángulo de rotación se define como el ángulo que existe entre el eje de
abscisas y el eje alrededor del cuál el objeto puede rotar con mı́nima inercia.

Excentricidad

La excentricidad es el grado de desviación de una sección cónica con respecto
a una circunferencia. A medida que aumenta la excentricidad disminuye la
curvatura. En nuestro caso podemos definir la excentricidad en términos de
una elipse, que rodease al objeto para que quedase fuera un área del objeto
igual al área que quedase dentro de una elipse. La excentricidad queda deter-
minada por la distancia entre los dos focos, la cual tiene valores en un rango
[0,1].

Momentos centrales de segundo orden

La densidad del objeto, en términos de la resolución, se multiplica por las
distancias al cuadrado desde el centro de masas o centroide.

A continuación se describe la interpretación del valor que presentan los
momentos centrales normalizados de segundo orden.

µ2,0: Su valor aumentará cuanto mayor sea la componente horizontal de una
figura.

µ0,2: Su valor aumentará cuando mayor sea la componente vertical de una
figura.

µ1,1: Su valor puede ser positivo o negativo dependiendo de donde se encuen-
tre la componente vertical; si la componente vertical se encuentra en el
segundo y cuarto cuadrante, entonces será negativo, si por el contrario
está en el primer y tercer cuadrante entonces será positivo. En el caso de
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una imagen simétrica respecto a los ejes, el valor de µ1,1 será igual a cero.

Momentos centrales de tercer orden

Los momentos centrales de tercer orden al igual que los momentos centra-
les normalizados de orden n, conservan las caracteŕısticas de invarianza con
respecto a la traslación, escalamiento y rotación. En el caso de los momentos
centrales de tercer orden quedan definidos de la siguiente manera:

h1 = η2,0 + η0,2

h2 = (η2,0 − η0,2)2 + 4η2
1,1

h3 = (η3,0 − 3η1,2)2 + (3η2,1 − η0,3)2

h4 = (η3,0 + η1,2)2 + (η0,3 + η2,1)2

h5 = (η3,0 − 3η1,2)(η3,0 + η1,2)[(η3,0 + η1,2)2 − 3(η0,3 + η2,1)2] +
(3η2,1 − η0,3)(η3,0 + η1,2)[3(η3,0 + η1,2)2 − (η0,3 + η2,1)2]

h6 = (η2,0 − η0,2)[(η3,0 + η1,2)2 − (η0,3 + η2,1)2] + 4η1,1(η3,0 + η1,2)(η0,3 + η2,1)

h7 = (3η2,1 − η0,3)(η3,0 + η1,2)[(η3,0 + η1,2)2 − 3(η0,3 + η2,1)2]−
(η3,0 − 3η1,2)(η0,3 + η2,1)[3(η3,0 + η1,2)2 − (η0,3 + η2,1)2]

En el Caṕıtulo 7 se aplicaron las caracteŕısticas morfológicas de los embrio-
nes extráıdas de las imágenes a partir de seis momentos centrales invariantes.
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